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Ozet— Bu ¢alismada, Konvoliisyonel Sinir Aglari (KSA) ve Word2Vec metodu kullanilarak Turkish Text Classification
3600 (TTC-3600) veri kiimesi iizerinde metin siniflandirma ¢aligmasi yapilmis ve aynt veri kiimesi kullanilarak yapilan
onceki ¢aligma ile kiyaslanmistir. Calismada TTC-3600’lin ham ve Zemberek yazilimiyla gévdelenmis halleri tizerinde
iki farkli KSA egitilmis ve test edilmistir. KSA ve Word2Vec metodu, klasik istatistiksel ve makine 6grenmesine dayali
smiflandirma algoritmalarindan daha iyi bir performans (%93,3 dogruluk) gostermistir. Tiirk¢e dogal dil isleme
¢aligmalariin azligi ve bu alandaki 6zellik ¢ikarma ydntemlerinin limitli olmasi sebebiyle, kelimelerin semantik
degerlerinin dnceden egitilmis Word2Vec agr ile siniflandirmaya katilabilmesi KSA modellerinin dogruluk degerlerini
arttirmistir.

Anahtar Kelimeler— Tiirkge metin siniflandirma, konvoliisyonel sinir aglari, derin 6grenme, word2vec

Turkish News Articles Categorization Using Convolutional
Neural Networks and Word2Vec

Abstract— In this study, a text classification study on the Turkish Text Classification 3600 (TTC-3600) dataset was
conducted using Convolutional Neural Networks (CNN) and Word2Vec method and compared with the previous study
using the same dataset. In the study, two different CNN s were trained and tested on the TTC-3600 raw and stuck with
Zemberek software. CNN and Word2Vec method showed better performance (93.3% accuracy) than classical statistical
and machine learning based classification algorithms. Due to the limited number of natural language processing
operations in Turkish and the limited feature extraction methods in this area, the accuracy of the CNN models has
increased by allowing the semantic values of the words to be included in the classification with the pre-trained Word2Vec
network.

Keywords— Turkish text categorization, convolutional neural networks, deep learning, word2vec.

1. GIRIS (INTRODUCTION)

Internet, kullanilmaya baglandigi 1981 yilindan itibaren
hizla biiyiimeye devam etmektedir [1]. internet
kullanimindaki bu artig, ¢ok miktarda verinin iiretilmesine
yol agmaktadir. International Data Corporation'in raporuna
[2] gore, yapilandirilmamis veriler, 2020 yil1 itibariyle 40
Zettabayttan fazla ve yapisal verilere gore 50 kat daha
genis olacaktir.

Yapisal olmayan veriler arttikca, bu verilerin elle
kategorize edilmesi neredeyse imkansiz hale gelmektedir.
Dogal Dil Isleme [3], Bilgi Getirimi [4] ve Makine
Ogrenmesi [5] gibi arastirma alanlari, biiyiik verinin
otomatik olarak kategorize edilmesine izin verir. Metin
tipindeki veriyi analiz etme yaklagimlarindan biri olan
siniflandirma, nesnelerin veri analiz teknikleri kullanilarak
onceden tanimlanmig siniflara ayrilmasi islemidir. Metin
siiflandirma konusunda literatiirde birgok ¢aligma mevcut
olmakla birlikte yapilan ¢aligmalarin geneli Ingilizce
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metinler {izerinde yogunlagsmustir [6—15]. Tiirkce
metinlerin siniflandirilmasinda ¢ok sinirli veri kiimesi, arag
ve ¢alisma kaynagi olsa da, yapilan ¢alismalar son yillarda
artmaktadir: Tiirk¢e dokiimanlarin siniflandirilmasiyla
ilgili yapilan ilk ¢alismalardan biri Catal ve arkadaslari
[16] tarafindan, n-gram’lar kullanilarak gelistirilen NECL
adli sistemdir. Amasyali, Diri ve Tiirkoglu [17] , yazan
bilinmeyen bir dokiimanin 6nceden belirlenmis ve yazarlik
ozellikleri ¢ikarilmig 18 farkli yazardan hangisine ait
oldugunu Naive Bayes (NB), Destek Vektdr Makinesi
(DVM), C4.5 ve Rastgele Orman (RO) algoritmalarini
kullanarak tespit etmislerdir. Dogan [18] ise yaptig1
calismada, dokiimanin yazarimi tespit etmenin yani sira
dokiimanin tiiriinii ve dokiiman yazarinin cinsiyetini
belirlemistir. Bunun i¢in Tiirk dilinin 2, 3 ve 4’1i gramlari
cikarillarak  farkli  boyutlarda  6zellik  vektorleri
olusturulmustur. Daha sonra bu ozellik vektorlerinin
boyutlar1 korelasyon tabanli 6zellik segiciler kullanilarak
azaltilmis ve farkli boyutlarda ozellik vektorleri elde
edilmigtir. N-gram modeline dayali bu 6zellik vektorleri,
NB, DVM, RO ve K-En Yakin Komsuluk (KYK)
yontemleri yardimiyla siniflanmstir. Biricik ve Diri[19],
28567 adet Tiirkge web sayfasindan elde edilen 13 farkl
kategorideki dokiimanin &zelliklerini, terimlere agirlik
vererek ve olasilik dagilimlarimi g6z Oniine alarak
cikarmislardir. Onerilen bu 6zellik ¢ikarma yaklasimini
bes degisik siniflayic1 (NB, C4.5, Radyal Tabanli Yapay
Sinir Ag1 (RYSA), KYK ve RO) ile test etmiglerdir.
Onerilen yaklasim tiim smmiflayicilarin  performansini
artirmistir. Asliyan ve Giinel [20], En Yakin Komsu (EYK)
ve KYK metotlarinin performanslarini kiyaslamak i¢in bes
kategorideki Tiirkge dokiimanlardan olusan iki farkl
derlem olusturmus ve en yiiksek dogru smiflandirma
oranmi EYK metodu ile %388,4 olarak belirlemistir.
Konugma dili kullanilarak elde edilen bagka bir Tiirkge veri
kiimesi ise NB, DVM ve KYK yontemleri kullanilarak
demografik o6zelliklerine gore smiflandirilmistir [21].
Amasyali vd. [22], cesitli tiirlerdeki 6 adet Tiirkge veri
kiimesi lizerinde 17 adet metin temsil yonteminin etkisini
karsilagtirmis ve en basarili metin temsil yonteminin harf
n-gramlar1 oldugu sonucuna ulagmiglardir. Her bir veri
kiimesinde ise en az %75 smiflama dogrulugu elde
etmislerdir. Levent ve Diri [23], Tirk¢e metinlerin
yazarlarini tanima problemini Yapay Sinir Aglar1 (YSA)
ile ¢ozmiigler ve yazar tanima i¢in kullanilan &nceki
algoritmalara yakin sonuglar elde etmislerdir. Hiisem [24],
DMOZ (Directory Mozilla - The Open Directory Project)
web dizininden elde edilen 22 bin kayithik Tiirkge web
sitelerini NB ve DVM yo6ntemleriyle siniflandirmistir. NB
ve DVM algoritmalarina n-gram kelime vektorii se¢imi ve
bilgi kazanim oram1  yaklagimlar1  uygulanarak
performanslar1 karsilastiriimistir.

Tiirkge metin siniflama ¢aligmalarinda haber veri kiimeleri
siklikla kullanilmaktadir [25]. Haberlerin konularina gore
kategorize edilmesi, anlik olarak iiretilen haber metinlerini
yonetmek adma elzem bir uygulama olmustur. Tiirkce
haberleri siniflayan 6nceki ¢aligmalar sdyle 6zetlenebilir:
Amasyali ve Yildirnm [26] gazetelerin web sayfalarindan
toplanan bes kategorideki haber metinlerini siniflamak i¢in
NB, Vektéor Nicemleme ve Cok Katmanli Simiflayict
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kullanip ve %76 oraninda basari elde etmisglerdir. Amasyali
ve Beken [27], Tiirk¢e haber metinlerini siniflamak i¢in "iki
kelimenin birbirlerine anlamsal benzerliginin, kelimelerin
birlikte gectigi dokiiman sayisiyla dogru orantili" oldugunu
One siiren bir hipotezden faydalanmis ve geleneksel
metotlara gore daha basarili sonuglar etmislerdir. Tiifekei,
Uzun ve Seving [28], haber portallarinin ekonomi, saglik,
magazin, spor ve siyaset kategorilerinden secilmis iki
farkli veri kiimesini NB, DVM, C4.5 ve RO algoritmalart
ile smiflandirmislardir. Siniflama i¢in kullanilan 6zellik
vektorii, kelime frekansina gore agirliklandirilmis ve
ozellik olarak kelime govdeleri se¢ilmigtir. Bu se¢im
sirasinda  farklt uzunlukta ve farkli tipte gdvdelerin
secilmesinin siniflandirmaya olan etkileri incelenmis ve
ozellik olarak isim tipinde uzun govdeli kelimeler
secildiginde basarinin daha yiiksek seviyede oldugu
goriilmiistiir. Haber metinlerini siniflandiran bir baska
calismada ise DVM algoritmasinda kullanilan ¢ekirdek
fonksiyonu, "yiliksek seviyeli semantik c¢ekirdek" adi
verilen yeni bir ¢ekirdek fonksiyonu ile degistirilmis ve
smiflama performansinin arttig1 goriilmiistiir [29]. Negatif-
olmayan Matris Faktorizasyonu yontemi kullanarak boyut
azaltma  yaklastminin  Tirk¢e haber  metinlerini
smiflandirmaya yonelik etkisi ise Giiran vd. [30] yaptig
calismada irdelenmistir. Caligmanin sonuglarna gore,
boyut azaltma islemi K-Ortalama Algoritmasi'nin
smiflama dogrulugunu arttirmamakla birlikte siniflama
hizint arttirmistir. Bagkaya ve Aydin [31], farkli haber
sitesi ve gazetelerden alinan 4 kategoride ve her bir
kategoriye ait 20 haber metni bulunan bir veri kiimesinin
boyutunu CfsSubset Algoritmast ile indirgemis ve
ardindan NB, DVM, J48 ve RO yontemleriyle indirgenen
veri kiimesini siniflamiglardir. Kaynar ve Aydin ise duygu
analizi i¢in Oznitelik diisiirme yontemi olarak oto kodlayict
ve derin 6grenme ag1 kullanmiglar ve diger yaygin
Oznitelik diisiirme teknikleri ile kargilastirmiglardir [32].

Bu galismanin motivasyonu, literatiirde simdiye kadar
oldukc¢a fazla galisilmig yontemlerin (NB, DVM, KYK,
RO vb.) disinda nispeten yeni bir yontem olan Derin
Ogrenme ve Word2Vec 6n isleme metodu kullanarak
Tiirk¢e haber metinlerini siniflandirmaktir. Bu baglamda,
Turkish Text Classification 3600 (TTC-3600) [33] olarak
da bilinen haber veri kiimesi, Konvoliisyonel Sinir Aglari
(Convolutional Neural Networks, CNN) (KSA) [34] ile
siiflandirilmigtir. Smiflandirma islemi i¢in, iki adet Derin
Ogrenme tabanli model tasarlanmis ve TTC-3600 veri
kiimesi bu modellerde siniflanmadan 6nce 6n igslemeye
tabii tutulmustur. On islemenin ardindan, siniflama
dogrulugunu arttirmak i¢in bir kelime vektér temsil
yontemi olan Word2Vec [35, 36] kullanilarak TTC-3600
veri kiimesi zenginlestirilmistir. Gelistirilen her iki
modelde de literatiirdeki caligmalara kiyasla daha iyi
dogruluk oranlarina ulasilmistir.

Makalenin geri kalanmi su sekilde organize edilmistir:
Bolim 2, kullanilan veri kiimesi ve yontemler hakkinda
bilgi vermekte olup, yapilan siniflama isleminin ayrintilart
ve elde edilen sonuglar ise Boliim 3'te verilmistir. Bolim
4'te elde edilen sonuglar Onceki calismalarla
kargilagtiritlmis ve makale sonuglandirilmistir.
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2. MATERYAL VE METOT (MATERIAL AND METHOD)
2.1. TTC-3600 Veri Kiimesi (TTC-3600 Dataset)

Tiirkge haberleri siniflama ¢alismalarinda yaygin olarak
kullanilmasi amaciyla hazirlanan TTC-3600 veri kiimesi,
Kiling vd. [33] tarafindan 2017 yilinda derlenmistir.
Tirkge haber veri kiimeleri arasinda son yillarda
yayimlanmis, kullanimi kolay ve iyi belgelenmis bir veri
kiimesi olan TTC-3600, erigsime agiktir [37]. Veri kiimesi,
ekonomi, kiiltiir-sanat, saglik, politika, spor ve teknoloji
olmak iizere 6 kategoriden toplam 600 haber / metin igeren
3600 belgeden olusmaktadir. Haber metinleri, Mayis ve
Temmuz 2015 tarihleri arasinda Zengin Site Ozeti (Rich
Site Summary, RSS) araciligiyla ilgili haber portallarindan
toplanmustir [33].

2.2. On Isleme (Pre-Processing)

TTC-3600 veri kiimesinin 6n islemeden Onceki halinde,
RSS beslemesinden alinan XML formatindaki haber
metinleri bulunmaktadir. Smiflama calismalar1 i¢in elde
edilen XML verilerinin <title> ve <description> bagliklar1
altinda bulunan bilgiler dikkate alinmistir.  Bununla
birlikte, bu basliklar altinda bulunan Java Script kodlari,
diger HTML basliklar1 (<img> , <a>, <p >, < strong >
vs.), operatorler, noktalama isaretleri, yazdirilamayan
karakterler, reklamlar gibi gereksiz  veriler de
temizlenmistir. Govdeleme (stemming) islemi i¢in bosluk
karakterleri ve Zemberek [38] yazilim1 ayr1 ayr1 kullanarak
metin igerisinde bir govdeleme iglemi yapilmistir. Bosluk
karakterleri ile govdelenen kelimeler ham halleri ile
(metinde gectigi sekilde) kullanilmistir. Zemberek, agik
kaynak kodlu [39] Tiirk¢e dogal dil isleme kiitiiphanesidir.
Bu kiitiiphane  kullanilarak  kelimelerin ~ kdokleri
bulunmustur. Ornegin bir haber metninde gecen
“Cumhurbagskan1 ~ Tayyip  Erdogan’mn,  koalisyon
zorunlulugunun  ¢ikmasinin  ardindan  gelenek ve
teamiillere uyacagi 6grenildi.” ciimlesinin Zemberek ile
govdelenmis hali “cumhurbaskan, Tayyip, Erdogan,
koalisyon, zor, ¢ikmak, art, gelenek, teamiil, uymak,
O6grenmek” olmustur.

2.3 Word2Vec (Word2Vec)

Kelimeler arasinda anlamsal veya kavramsal agidan iligki
kurmak icin kelimelerin ne siklikla bir arada gectigi
verisini igeren kelime temsillerinin 6grenimi, metinlerin
smiflandirma basarisini etkilemektedir [40]. Word2Vec,
Mikolov vd. [41] tarafindan Onerilen YSA tabanli bir
kelime vektorii temsil yontemidir. Bu yontem sayesinde
kelimeler vektorlere doniistiiriilerek aralarindaki uzakliklar
hesaplanip kelimeler arasinda analoji kurulabilmektedir
[42]. Ayrica, kelime vektorlesme islemi sonrasi elde edilen
kelime vektorleri, metin icinde gegen climleleri, vektorel
degerler olarak ifade edebilmeyi saglar [43].

Kelime koordinatlariin bulunmasinda continuous bag of
words (CBoW) ve skip-gram (SG) olmak tizere iki farkli
o0grenme mimarisi kullanilmaktadir. CBoW mimarisinde
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bir kelimenin belli bir pencere boyutu igindeki komsu
kelimelerine  (sagindaki ve solundaki kelimeler)
bakilmakta ve ilgili kelime komsu kelimelerden tahmin
edilmeye calisilmaktadir. SG mimarisinde ise tam tersi
sekilde hedef kelimeye bakilarak komsu kelimeler tahmin
edilmektedir [44]. Genelde SG mimarisi derlem frekansi az
olan kelimeler i¢in daha iyi kelime vektorleri iretirken,
CBoW daha biiyiik ¢aptaki derlemlerde daha iyi sonuglar
iretmektedir (Sekil 1).

Word2Vec modelinin egitimi sirasinda ciimle i¢inde yer
alan belirli bir kelime girdi, ciimle igerisinde o kelimeye
belirli bir yakinlikta olan kelimeler cikti olarak secilir.
Ozellestirilmis ve tek bir gizli katmam bulunan YSA
modeli kullanilarak bu kelime ikilileri egitimli 6grenmeye
tabi tutulur. Cok sayida climle ve ¢cok sayida kelime ikilileri
kullanilarak egitilen YSA modelinin gizli katman agirlik
degerlerine ulasmak Word2Vec egitim isleminin ana
hedefidir.  Egitim islemi tamamlandiginda hangi
kelimelerin birlikte kullanildig1 ya da hangi kelimelerin
anlamsal olarak birbirine yakin oldugu istatistiksel olarak
hesaplanabilmektedir. Bu sayede kelimelerin uzayda
dagilimi otomatik olarak diizenlenebilmektedir. Egitim
metotlar, kullanilan  aktivasyon fonksiyonlar1 ve
parametreler Word2Vec modelinin kullanim amacina gore
degisiklik gostermektedir [45].

GIRDI YANSITMA CIKTl GIRDI ———YANSITMA—>GIKTI

w(t2) wi(t-2)

wied) w(t-1)
TOPLAM

wit) wit)

W) wlt+1)

wit+2)

w(t+2) CBoW Skip-Gram

Sekil 1. CBoW ve SG mimarileri (CBow and SG architectures)

Word2Vec yontemi son yillarda metin siniflamast
konusunda olduk¢a popiiler olmustur. Birgok ¢alismada
[42-55] smiflama yontemleri uygulanmadan Once
Word2Vec kullanilarak veri kiimesi zenginlestirilmis ve
metin verileri vektorel hale getirilmistir.

2.4 Derin Ogrenme ve Konvoliisyonel Sinir Aglart (Deep
Learning and Convolutional Neural Networks)

Derin  Ogrenme [56], son birkag yilda popiilerlik
kazanmaya baglayan yeni bir makine dgrenmesi alanidir.
Derin  Ogrenme, derin mimariye dayanan, gizli
katmanlarin sayisi arttirilmig ve her katmanda probleme
dair bir 6zniteligin (feature) 6grenildigi YSA'lardan olusan
yontemler biitliiniidiir. Bu mimaride, her katmanda
O0grenilen Oznitelik bir iist katmana bir girdi olusturur.
Boylelikle en alt katmandan en iist katmana dogru en
basitten en karmagik niteligin 6grenildigi bir yap1 kurulmus



222

olur [57]. Derin 6grenmenin temel amaci giris verisini
¢esitli doniistimlerle daha etkin bir 6grenme saglayabilecek
duruma doniistiirmek ve daha sonra 6grenme algoritmasini
isletmektir [58].

Derin Ogrenme son yillarin en dnemli konular1 arasindadir.
Goriintli isleme [60-64], ses tanima [55] ve dogal dil
isleme[63] gibi alanlarda kendine yer bulmustur. Derin
O0grenmenin Ozellesmis bir mimarisi olan KSA’lar,
ozellikle goriintii islemede olduk¢a basarili olsa da son
yillarda metin siniflandirma c¢aligmalarinda da siklikla
kullamlmaktadir [63-69]. Bir KSA, temel olarak
konvoliisyonel katman, havuzlama katmani ve tamamen
baglantili katman olmak iizere ii¢ parcada incelenebilir
(Sekil 2). Konvoliisyonel katmanda giris filtrelenir ve
Oznitelik haritalar1 elde edilir. Havuzlama katmaninda
Oznitelik haritalar1 6rneklenir ve agin daha genel ve hizli
Ogrenmesi saglanir. Son olarak tamamen baglantili
katmandaki her ndron bir onceki katmandan gelen tiim
giriglere bagli olarak ¢ikig iiretir. Her katman bir dnceki
katmanin sonucuna gore Oznitelik ¢ikarir ve tiim
katmanlar1 Dbirlestirip egiterek Oznitelik hiyerarsisini
Ogrenebilir. Burada amag, diisiik seviye detaylarindan
baslayarak yiiksek seviye detaylarina kadar etkili bir
ogrenme gerceklestirmektir.

Ganitelik Omeklenmi
Ganitelik Ozr!lte . Onnitel Tamanen Baglantl Katman
. Haritalan ~ Haritalan
Haritalan i
Orneklenmig
Onnitel 0
Haritalan r O P(VlX)
"I
II 0
0
R o
I
0
GiRDI Havuzlama
" Havuziama
Komvolisyonel ~~ Katmanif Komolisyoel o |
Katman

Katman

Sekil 2. Konvoliisyonel Sinir Ag1 Katmanlari (Convolutional
Neural Network Layers)

3.TTC-3600 VERI KUMESININ

SINIFLANDIRILMASI (CLASSIFICATION OF TTC-3600
DATASET)

TTC-3600 veri kiimesini [33], siniflandirma i¢in izlenen
adimlar Sekil 4’teki akis diyagraminda gosterilmistir. Akis
diyagramu takip edildiginde, ilk asama veri kiimesindeki
gecersiz  karakterlerin  temizlenmesi iglemidir. Bu
asamadan sonra HTML etiketleri temizlenmis ve
govdeleme asamasina gegilmistir. Govdeleme asamasinda
iki farkli veri kiimesi olusturulmustur. Bunlardan ilkinde
Zemberek [38] yazilimma gore, ikincisinde ise bosluk
karakterlerine gore metin govdelenmistir. Bosluk
karakterine gore govdeleme isleminde kelimeler ham
halleri ile degerlendirilmistir. GOvdelemenin ardindan
metin i¢inde gegen edat, baglag ve zamir gibi ¢ok sik
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kullanilan ve tek basina anlam ifade etmeyen kelimelerin
metinden c¢ikarilmast gerekir. Durak kelimeleri (stop
words) de denen bu kelimeler metindeki giiriiltiiyi
azaltmak adina temizlenmistir. Word2Vec kullanilarak
kelime vektor temsili yapildiktan sonra veri kiimesi, test ve
egitim kiimesi olarak rasgele ayrilmistir. Her egitim islemi
icin %90 oraninda egitim, %10 oraninda test verisi
almmistir. Egitim ve test islemlerinde 10 kath c¢apraz
dogrulama kullanilmisgtir.

Veri kiimesinin egitiminde iki farkli derin 6grenme ag1
kullanilmustir: i1k model, 1-Boyutlu KSA kullanan 3 gizli
katmanli bir derin 6grenme agidir. Aktivasyon fonksiyonu
olarak Dogrultulmus Dogrusal Unite (Rectified Linear
Unit, ReLU) kullanilmigtir (Sekil 3.a). ReLU, YSA’daki
diigiimlerin baslangi¢c degerini pozitif olarak baslatmak
i¢in son yillarda ¢ok kullanilan bir aktivasyon yontemidir.
KSA’nin agirlik katsayilarinin giincellenmesi i¢in gradyan
tabanli bir 6grenme algoritmasi olan Kok Ortalama Kare
Yayilimi [70] (Root Mean Square Propagation-Rmsprop)
kullanilmistir. RMSprop, 6grenme oranini iistel olarak
azalan gradyanlarin karesinin ortalamasina bdler. Boylece,
klasik gradyan 6grenmeye gore daha etkili bir 6grenme
elde edilmis olur. Bu agda 1-Boyutlu konvoliisyonlarla
zenginlestirilmis veri kiimesi {izerinde anlamli kelime
secilimi yapilarak 6zellikler islenmistir. Cikis katmaninda
ise Softmax aktivasyon fonksiyonu kullanilmistir (Sekil
3.h).

10

@) (b)

Sekil 3. Aktivasyon Fonksiyonlari: (a) Dogrultulmus

Dogrusal Unite (b) Softmax (Activation Functions: (a)Rectified
Linear Unit (b) Softmax)

Egitimde kullanilan ikinci KSA modelinde, global
maksimum havuzlama (global maximum pooling) islemi
yapilmistir. Oznitelik haritalar1 havuzlama islemine tabi
tutularak boyutlar diistiriilir ve boylece 6zniteliklerdeki
cesitlilik azaltir. Havuzlama islemi genelde en biiyligi
bulma (maksimum) operatdrii ile yapilir. Secilen ebatta
havuzlama penceresinin igerisinde kalan 6zniteliklerin en
biiyiik elemani bulunur ve 6znitelik haritalarinin boyutu
distiriilerek  tekrar olusturulur. Bu modelde gizli
katmanlardaki aktivasyon icin yine ReLU fonksiyonu,
O0grenme algoritmasit olarak da Uyarlamali Moment
Tahmini [71] (Adaptive Moment Estimation-Adam)
metodu kullanilmistir. Adam algoritmasi, egitim verilerine
dayanan ag agirliklarii giincellemek igin klasik stokastik
gradyan tabanli yontemler yerine kullanilabilecek bir
optimizasyon algoritmasidir. Bilinen iki gradyan tabanl
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algoritma (Uyarlamali Gradyan Algoritmasi (AdaGrad) ve
RMSprop) hibritlenerek Adam algoritmasi
olusturulmustur. Adam  algoritmasi, RMSProp'taki
ortalama ilk moment degerini temel alan parametre
O0grenme oranlari1 uyarlamak yerine, ayn1 zamanda
gradyanlarin ikinci momentlerinin ortalamasim da

TTC-3600 Veri
Kumesi
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(merkezsiz varyans) kullanir. yi sonuglara hizli ulastig
icin derin 6grenme alaninda popiiler bir algoritmadir.
Ikinci modelin ¢ikis katmaninda ise Softmax aktivasyonu
kullanilmistir.  Birinci ve ikinci modelin tasariminda
kullanilan parametreler Sekil 5'te verilmistir.

Gegersiz karaklederi
temizle

HTML etiketlerini

temizle

Bosluk karakterine emberek yazilimina

gore

Durak kelimelerini
temizle

Word2Vec donisimi

qbre

Test verisi

(%10)

Egitim verisi
(%80)

KSa
Modeller

Adlan egit

Z Aglar test et
¥
Kategori
sonuglarn

Sekil 4. TTC-3600 veri kiimesinin siniflandirilmasi (Classification of TTC-3600 dataset)

MODEL 1
[ Giris Katman1-—2500 x (egitim metni sayisl) J

[ Konvollsyon—-32 filtre (1 boyutlu 5 gerceve) ]

[ Maksimum Havuzlama—-(5x5) ]

[ Konvolisyon—-32 filtre (1 boyutlu 5 gergeve) ]

[ Global Maksimum Havuzlama—-(5x5) ]
[ Tam Bagh Katman-—128 ]
[ Softmax J

MODEL 2
[ Giris Katmani-—2500 x (egitim metni sayisi) |
[ Global Maksimum Havuzlama-—(5x5) ]
[ Tam Bagli Katman-—512 ]
[ Global Maksimum Havuzlama-—(5x5) ]
[ Tam Bagli Katman-—128 ]
[ Adam ]

Sekil 5. Birinci ve Tkinci KSA modellerinin parametreleri (Parameters of the first and second CNN models)
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4. TEST SONUCLARI VE TARTISMA (TEST RESULTS
AND DISCUSSIONS)

Her iki KSA modeli de Python [72] dili kullanilarak,
Tensorflow [73] arayiziinin Keras Kiitiiphanesi [74]
yardimiyla kodlanmigtir. Tensorflow paralel ve daginik
olarak makine dgrenmesi alaninda hesaplama arayiizii ve
gergevesi saglarken, Keras bu katman {izerinde modellerin
kolayca olugmasini saglamaktadir. Veri kiimesinin orijinal
hali ve Zemberek yazilimiyla govdelenmis hali ayr1 ayr
test edilip Kiling vd. [33] tarafindan yapilan c¢alisma ile
kiyaslanmustir.

Siniflandirma performansini 6lgmek igin ¢esitli metotlar
kullanilabilmekle birlikte bu ¢alismada test sonuglari i¢in
karisiklik matrisi (confusion matrix) kullanilarak dogru
simiflandirilmis pozitif 6rnek (True Positive, TP), dogru
simiflandirilmis negatif 6rnek (True Negative, TN), yanlis
siiflandirilmis pozitif 6rnek (False Positive, FP) ve yanlis
smiflandirilmis negatif 6rnek (False Negative, FN)
degerleri hesaplanmistir. Siniflandirmanin performansini
Olgmek igin  dogruluk (Accuracy-ACC), Kaesinlik
(Precision) ve Anma (Recall) degerleri hesaplanmistir. Bu
kistaslar, siniflandirma performansini dlgmede yaygin
olarak kullanilmakta olup Esitlik (1), (2), (3) ve (4)’te
verilen formiiller ile hesaplanmaktadir:

TP+TN

DOgruluk = TP+TN+FP+FN (1)
Kesinlik = —~ 2
TP+FP
Anma = P 3)
TP+FN
F — Skoru = 2 * Kesinlik*Anma (4)

Kesinlik+Anma

Her iki KSA modeli ile yapilan testler sonucunda elde
edilen en iyi dogruluk yiizdeleri Sekil 6’da verilmistir.
Birinci KSA modelinde govdelenmis veride %93,3, ham

100 90,193,3 90,290,8
80
60
40
20
0
1. KSA 2. KSA
mTTC-3600 (Ham veri) 90,1 90,2
TTC-3600 (Govdelenmis) 93,3 90,8
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veride ise %90,1 dogruluk degeri almmustir. fkinci KSA
modeli ise govdelenmis veri lizerinde %90,8, ham veri
iizerinde %90,2 dogruluk performansi gostermistir. iki
KSA modeli de gévdelenmis veri i¢cin ham veriye kiyasla
daha yiiksek dogruluk yiizdeleri iiretmistir. En iyi sonug
%93,3 ile birinci KSA modelinin  Zemberek ile
govdelenmis veri kiimesinde elde edilmistir. Calismadan
alinan sonuglar, Kiling vd. [33] ¢alismasindan elde edilen
sonuglar ile kiyaslandiginda, onceki calismada en iyi
performans gosteren RO algoritmasinin (ham veride
%88,6, Zemberek ile govdelenmis veride %90,1) test
sonucundan %3’ten fazla bir dogruluk artis1 saglanmistir.

Sekil 7°de birinci ve ikinci KSA modelinin 10-katli ¢apraz
dogrulama esnasinda elde edilen dogruluk oranlarn
goriilmektedir. Sekil 8 ise smiflama performanslarim
karmasiklik matrisleri {izerinde ifade etmektedir. Her iki
sekil de incelendiginde, birinci model veri kiimesi iizerinde
yiiksek performans gostermesine karsin, asir1 uyum
(overfitting) gostermeye meyillidir. Sekil 7°den de
goriildiigii iizere birinci model, iki veri kiimesi {izerinde de
6. iterasyondan sonra diisiis gostermektedir. Fakat
ilerleyen iterasyonlarda bu durum diizelmektedir. Tkinci
model ise birinci modele gore daha kararli bir davranig
gostermistir. %90 dogruluk sinirlarina kisa bir iterasyonda
ulasmis ve bu sinirda sabit kalmistir.

Sonug olarak, literatiirde son yillarda en ¢ok kullanilan
smiflandirma tekniklerinin kullanildigi ve performansinin
dogruluk oram ile dlgiildiigii bu ¢aligma, Derin Ogrenme
ve Word2Vec metodunun performansinin diger metotlarla
kargilagtirilmasi agisindan bir Olglit olmustur. Ayrica,
¢ogunlukla goriintii ve ses isleme ¢aligmalarinda kullanilan
KSA'larin, metin siniflama uygulamalarinda klasik makine
O0grenmesi ve veri madenciligi algoritmalarina kiyasla daha
iyi performans gosterebileceginin ispatlanmasi agisindan
da kayda degerdir. Bu baglamda, Word2Vec
algoritmasimin Derin Ogrenme mimarisinde kullanilmasi
ile elde edilen sonuglar, kelime temsilinin KSA'larin
egitimi i¢in dnemini vurgulamaktadir.

871 88,690.1
829 78,179,0 86.084,9
I I I I I
NB J48 RO DVM KYK
82,9 78,1 88,6 86,0 52,8
87,1 79,0 90,1 84,9 54,0

Sekil 6. Birinci ve ikinci KSA modellerinden alinan en yiiksek ACC degerleri (%) ile Kiling vd. [33] ¢aligmasindan

alinan en yiiksek ACC degerlerinin (%) karsilastirilmasi (The comparison of the maximum ACC values (%) obtained from the first and
second CNN models with the maximum ACC values (%) obtained from the study Kiling et al. [33])
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F-Skoru

1 2 3 4 5 6 7 8 9 10

iterasyon

1. Model (Ham Veri) e |. Model (Govdelenmis Veri)

2. Model (Ham Veri) e ) Model (Govdelenmis Veri)

(b)

Sekil 7. 10-katli capraz dogrulama sonucunda elde edilen (a) dogruluk ve (b) F-Skoru oranlar1 (The ACC (a) and F-Score (b)
results of the 10-fold cross validation)
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Model 2 (Gévdelenmis Veri)

Sekil 8. Karmasiklik matrisleri (Confusion matrixes)
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