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GPU Programlamada CUDA Platformu Kullanılan Paralel 

Görüntü İşleme Çalışmalarının İncelenmesi 

A Survey on Parallel Image Processing Studies Using CUDA 

Platform in GPU Programming 

Önemli noktalar (Highlights) 

 GPU’da görüntü işlemenin paralelleştirilmesi /Parallelization of image processing in GPU 

 CUDA ile GPU’nun programlanması / GPU programming with CUDA 

 CUDA kullanılan görüntü işleme uygulamaları / Image processing applications using CUDA 

 Paralel görüntü işleme çalışmaları / Studies on parallel image processing 

 

Grafik Özet (GraphicalAbstract) 

GPU'nun performans ve bant genişliği CPU'ya göre üstel olarak artmaktadır. Bu çalışmada, GPU ve CUDA 

teknolojilerinin görüntü geriçatma, iyileştirme, bölütleme, çakıştırma ve sınıflandırma uygulamalarında 

kullanımı incelenmiş, değerlendirilmiş, avantajları ve dikkat edilmesi gereken hususlar belirlenmiştir. / The 

performance and bandwidth of GPU increases exponentially compared to the CPU. In this study, the use of GPU 

and CUDA technologies in image reconstruction, enhancement, segmentation, registration and classification 

applications are examined, evaluated, their advantages and issues to be considered are determined. 

 

 

 

 
Şekil. CPU ve GPU’nun performans (a) ve bant genişliği (b) açısından karşılaştırması /  

Figure.CPU and GPU comparison of (a) performance and (b) bandwidth) 

Amaç (Aim) 

Bu çalışmanın temel amacı araştırmacılara ve konuya yeni başlayanlara görüntü işleme uygulamalarında GPU 

ve CUDA gibi donanım ve yazılım teknolojilerinin kullanımı konusunda bir başvuru kaynağı sağlamaktır./ The 

major purpose of this survey is to provide a comprehensive reference source for the starters or researchers 

involved in use of CUDA platform in GPU programming for image processing techniques. 

Tasarım ve Yöntem (Design &Methodology) 

Çalışmada GPU ve CUDA kullanan görüntü işleme çalışmaları beş bölümde incelenmiş ve değerlendirilmiştir./ 

Studies using CUDA platform in GPU programming have been classified and evaluated under 5 areas. 

Özgünlük (Originality) 

Makale, CUDA platformu kullanılarak gerçekleştirilen görüntü işleme çalışmalarının incelendiği, özetlendiği, 

analizi yapıldığı, avantaj ve dezavantajlarının değerlendirildiği Türkçe yapılan ilk çalışmadır./ The article is the 

first study in Turkish to examine, summarize, analyze and evaluate the advantages and disadvantages of image 

processing studies using the CUDA platform. 

Bulgular (Findings) 

GPU ve CUDA teknolojileri ile paralel görüntü işleme gerçekleştirmek için bir sistemli yaklaşım önerilmiştir./ A 

systematic approach is proposed to perform parallel image processing with GPU and CUDA technologies. 

Sonuç (Conclusion)  

GPU ve CUDA teknolojilerinin kullanıldığı görüntü işleme uygulamalarında dikkat edilmesi gereken hususlar 

belirlenmiştir. Çalışma GPU ve CUDA teknolojilerinin verimli kullanılmasına katkı sağlamaktadır./ Issues to be 

considered in image processing applications using GPU and CUDA technologies have been determined.The 

study contributes to the efficient use of GPU and CUDA technologies. 
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 ÖZ 

Görüntü işleme pek çok alanda kullanılmaktadır. Görüntü işleme teknikleri gün geçtikçe görüntülerin çözünürlüklerinin artmasıyla 

daha fazla işlemci gücüne ihtiyaç duymaktadır. Görüntü işleme sürecini hızlandırmak için paralel görüntü işleme teknikleri 

kullanılmaktadır. GPU programlama günümüzde çok kullanılan ve tercih edilen paralel görüntü işleme tekniklerinden biridir. 

CUDA ise GPU programlamada en çok kullanılan platformdur. Bu çalışmanın temel amacı araştırmacılara ve konuya yeni 

başlayanlara görüntü işleme uygulamalarında GPU ve CUDA gibi donanım ve yazılım teknolojilerinin kullanımı konusunda bir 

başvuru kaynağı sağlamaktır. Bu amaç kapsamında çalışmada GPU ve CUDA kullanılarak yapılan görüntü işleme çalışmaları 

incelenmiş ve değerlendirilmiştir. GPU ve CUDA kullanan görüntü işleme çalışmaları, görüntü geriçatma, görüntü iyileştirme, 

görüntü bölütleme, görüntü çakıştırma ve görüntü sınıflandırma olmak üzere beş bölümde incelenmiş ve değerlendirilmiştir. Elde 

edilen sonuçlar doğrultusunda, GPU ve CUDA kullanımının avantajları ve bu teknolojilerin kullanıldığı görüntü işleme 

uygulamalarında dikkat edilmesi gereken hususlar belirlenmiştir.   

Anahtar Kelimeler: Görüntü işleme, paralel programlama, GPU, CUDA. 

A Survey on Parallel Image Processing Studies Using 

CUDA Platform in GPU Programming 

ABSTRACT 

Image processing is used in a variety of fields. Image processing techniques need high processor performance due to increased 

image resolution day by day. Parallel processing techniques are used to satisfy the requirements related to high performance in real 

time image processing applications. Recently, GPU programming is one of the most commonly used and preferred methods in 

parallel processing. CUDA is the most popular platform in GPU programming. In this survey the studies where CUDA platform 

was used for image processing are presented and evaluated.  The major purpose of this survey is to provide a comprehensive 

reference source for the starters or researchers involved in use of CUDA platform in GPU programming for image processing 

techniques. Studies using CUDA platform in GPU programming have been classified under 5 areas; image reconstruction, image 

enhancement, image segmentation, image registration and image classification. Advantages of using CUDA in GPU programming 

for image processing and issues to pay attention in applications have also been underlined. 

Keywords: Image processing, parallel computing, GPU, CUDA.

1. GİRİŞ (INTRODUCTION) 

Görüntü, piksel adı verilen ve her birinin özel bir konumu 

ve değeri olan sonlu sayıdaki elemanlardan oluşmaktadır. 

Görüntü işleme, girişteki bir görüntüyü (fotoğraf veya bir 

video karesi), başka bir görüntüye dönüştürmek veya 

görüntüye ait özellikleri çıkarmak amacıyla yapılan 

işlemler serisidir. Görüntü işleme güvenlik sistemleri, 

kontrol sistemleri, üretim, tıp,  uzay bilimleri, savunma 

sanayi, vb. gibi pek çok alanda uygulanmaktadır. Gelişen 

teknolojiyle birlikte elde edilen görüntülerin 

çözünürlükleri artmaktadır. Dolaysıyla işlenecek veri 

miktarı da giderek artmakta ve büyük miktardaki verileri 

işlemek için daha fazla işlem gücüne ihtiyaç 

duyulmaktadır. Uygulamaların amacına uygun olarak 

değişik görüntü işleme teknikleri  kullanılmaktadır. 

Örneğin, nesne tanıma, hareket algılama, sınıflandırma, 

hata bulma, vb. gibi pek çok işlem için uygun görüntü 

işleme teknikleri kullanılmaktadır. Bu işlemlerden 

herhangi biri için görüntü işleme tekniklerinde kullanılan 

algoritmalardan bir ya da birkaçının çalıştırılması 

gerekmektedir. Görüntü işlemede kullanılan algoritmalar 

genellikle her bir piksel için aynı işlem basamaklarının 

uygulanması şeklinde çalışmaktadır. Her bir piksel için 

birbirinden bağımsız olarak işlem yapılmaktadır. 

Görüntü işleme algoritmalarından birçoğu bu nedenle 

doğası gereği bir paralellik içermektedir. 

Paralel programlama, bir programın işlem zamanını 

kısaltmak amacıyla işlemin birden fazla birime 

dağıtılarak çalıştırılmasıdır. Bu birimler farklı 

bilgisayarlar olabildiği gibi aynı bilgisayar üzerindeki 

işlemciler de olabilirler. Özellikle son yıllarda işlemciler 
*Sorumlu Yazar  (Corresponding Author)  

e-posta :  semra.avar@gmail.com 



Semra AYDIN, Refik SAMET, Ömer Faruk BAY  / POLİTEKNİK  DERGİSİ, Politeknik Dergisi,2020;23(3): 737-754 

 

738 

ve grafik işlem birimleri (GPU-Graphics Processing 

Unit) üzerindeki çekirdek sayılarının artması tek 

bilgisayar üzerinde çalışan paralel programlama 

platformlarının gelişmesini sağlamıştır. 

Grafik işlem birimleri, genel amaçlı GPU programlama 

(GPGPU-General Purpose Computing on GPU) ismiyle 

yaklaşık 10 yıldır kullanılmaktadır. Ancak son 

dönemlerde kullanımında bir artış gözlemlenmektedir. 

Merkezi işlem birimi (CPU-Central Processing Unit) 

güçlü ama az sayıda çekirdek içerirken GPU çok sayıda 

çekirdek içermektedir. GPU’ların donanımsal 

özelliklerinden dolayı her bir çekirdek diğerleri ile 

paralel olarak kendisine ait bir veriyi işleyebilmektedir. 

Son dönemlerde GPU’ların gücü giderek artmış ve GPU 

üreticileri genel amaçlı programlama için GPU 

teknolojilerini geliştirmişlerdir. Bu durum GPU’nun 

genel amaçlı programlamada kullanımının artmasını 

sağlamıştır. Farklı üreticiler tarafından değişik 

özelliklerde GPU kartları piyasaya sürülmüştür. Intel, 

AMD ve NVIDIA en büyük GPU kart üreticileridir. Intel 

en büyük CPU üreticisi olmasına rağmen sadece düşük 

performanslı GPU pazarına hakimdir. Yüksek 

performans pazarını ise AMD ve NVIDIA 

paylaşmaktadırlar. Akademik ve endüstriyel 

uygulamalarda ise NVIDIA, AMD’ye göre daha yaygın 

olarak kullanılmaktadır [1]. 

Genel amaçlı GPU programlama, özellikle farklı veriler 

üzerinde aynı işlemlerin yapıldığı uygulamalarda 

performans açısından çok iyi sonuçlar vermektedir. 

Görüntü işleme de bu alanlardan biridir. CUDA 

(Compute Unified Device Architecture) genel amaçlı 

GPU programlamada en çok kullanılan platformlardan 

biridir. Bu çalışmada CUDA platformu üzerinde 

gerçekleştirilen görüntü işleme çalışmaları incelenmekte 

ve değerlendirilmektedir. 

Bu çalışma beş bölümden meydana gelmektedir. İkinci 

bölümde GPU ve CUDA konusunda temel bilgiler 

verilmektedir. Üçüncü bölümde GPU programlama ve 

CUDA platformunun kullanıldığı ilk uygulamalar 

incelenmektedir. Dördüncü bölümde görüntü işleme 

alanında CUDA ile ilgili yapılan çalışmalar 

sunulmaktadır. Görüntü işleme konusu görüntü 

geriçatma, görüntü iyileştirme, görüntü bölütleme, 

görüntü çakıştırma ve görüntü sınıflandırma olmak üzere 

beş bölümde ele alınarak yapılan çalışmalardan çıkarılan 

bulgular ve yorumlar dördüncü bölümde ifade 

edilmektedir. Son bölümde yapılan çalışmanın genel 

değerlendirilmesi yapılmakta ve görüntü işleme alanında 

CUDA kullanımı ile ilgili önerilerde bulunulmaktadır. 

 

2. GPU VE CUDA TEKNOLOJİLERİ (GPU 

PROGRAMMING AND CUDA) 

Bu bölümde önce GPU teknolojisi ile ilgili genel bilgi 

verilecek ve daha sonra bu teknolojiyi programlamak için 

kullanılan CUDA platformundan detaylı bir şekilde 

bahsedilecektir. 

CPU’lar seri hesaplamalarda, giriş çıkış işlemlerinde iyi 

bir performansa sahiptirler. GPU’lar ise büyük ölçekli 

paralel hesaplamalar için uygun bir mimariye sahiptirler. 

Son yıllarda GPU’nun bant genişliği ve performansı 

CPU’ya göre çok hızlı artış göstermiştir (Şekil 1). Bu 

performans farkı iki işlemci arasındaki fiziksel çekirdek 

sınırlamaları ve mimari farkından kaynaklanmaktadır.  

CPU seri olarak çalışır ve seri operasyonların işlem hızını 

optimize etmeye çalışır.  CPU’da geleneksel olarak 

performans artışı frekansın yükseltilmesiyle elde edilir. 

Frekans arttıkça hız da artar ve uzun yıllar performans 

artışı bu şekilde sağlanmıştır. 2000’li yıllardan sonra 

fiziksel sınırlardan dolayı frekans artışı istenildiği kadar 

gerçekleştirilememiştir. Frekans artışı fiziksel 

sınırlamalar nedeniyle pratikte yaklaşık 4.0 GHz’in 

üzerine çıkamamaktadır. İşlemci teknolojisinde seri 

hesaplamada en yüksek performansa ulaşılmakta olup 

performans artışı sağlamak için çoklu çekirdek ve vektör 

komutları kullanılmaktadır [1]. 

Şekil 1. CPU ve GPU’nun performans (a) ve bant genişliği (b) 

açısından karşılaştırması [1] (CPU and GPU 

comprasion of  (a) performance and (b) bandwidth) 

 

İlk kullanılmaya başladığı yıllardan itibaren GPU’ların 

sağladığı performans üstel olarak artmaya devam 

etmektedir. Bu artış paralel uygulamaların 

performansının da artmasını sağlamaktadır. Bu nedenle 

GPU’lar büyük ölçekli paralel uygulamalarda 

performansı arttırmak için çok kullanışlıdırlar. 

2.1 GPU Programlama (GPU Programming) 

GPU, yoğun matematiksel grafik hesaplamaları yapmak 

üzere tasarlanmış ekran kartlarının işlemcisi için 

kullanılan bir isimdir. GPU'lar, CPU'dan daha verimli ve 

performanslı bir biçimde ekrana görüntü verirler. 

GPU’lar görüntüleri işleme ve görüntülemede son derece 

verimli olup yüksek paralel yapıları sayesinde karmaşık 

algoritmaların işlenmesinde CPU’lardan daha 

etkindirler.  

Genel amaçlı GPU programlamada üç platform 

kullanılmaktadır: 

• CUDA 

• OpenCL (Open Computing Language) 

• DirectCompute 

CUDA, NVIDIA firması tarafından 2006 yılında 

piyasaya sürülen ve GPU'nun programlaması için 

kullanılan bir platformdur. Linux, Windows ve Mac OSX 

üzerinde çalışabilen hem düşük hem de yüksek seviyeli 

bir yazılım geliştirme arayüzü sunmaktadır. NVIDIA, 

CUDA platformunu destekleyen sırasıyla Fermi, Kepler, 

 
(a)                                             (b) 
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Maxwell ve Pascal mimarilerini geliştirmiştir. OpenCL, 

Apple tarafından 2008 yılında piyasaya sürülmüş olup 

Intel, AMD ve NVIDIA başta olmak üzere pek çok ekran 

kartı üreticisi tarafından desteklenmektedir. 

DirectCompute Windows’un desteklediği GPU 

kartlarının programlanmasında kullanılmakta olup son 

sürümü DirectX 12’dir [2]. CUDA, ekran kartlarını 

programlamak için kullanılan en yaygın platformdur.  

Performans açısından bakıldığında CUDA, diğer 

platformlara göre pek çok uygulamada daha hızlı 

çalışmaktadır [3]. Paralel işlemcilerin hedefinin de 

yüksek hız olduğu düşünüldüğünde CUDA platformu 

pek çok kullanıcı tarafından tercih edilmektedir. 

2.2. CUDA 

CUDA, GPU gücünü kullanarak bilgisayarın işlem 

performansına yüksek oranda katkı yapan bir paralel 

programlama platformudur. C, C++, C#, Fortran, Java, 

Python gibi programlama dilleri ile yazılmış 

algoritmaların GPU üzerinde çalışmasını sağlayan bir 

sistem olarak da tanımlanabilir. En yaygın olarak 

kullanılan diller C ve C++'dır. Windows, Linux ve Mac 

OSX işletim sistemleri tarafından desteklenmektedir. 

2.2.1. CUDA mimarisi (CUDA architecture) 

GPU programlamada yönetici (host) CPU’yu, cihaz 

(device) ise GPU’yu ifade etmektedir. Şekil 2’de cihaz 

mimarisi gösterilmektedir. 

 

 

Şekil 2. Cihaz mimarisi [4] (Device architecture) 

 

Cihaz içerisinde çok sayıda çoklu işlemci modülü (SM - 

Streaming Multiprocessor), her bir SM içerisinde skalar 

işlemciler (SP - Scalar Processor) ve bellekler 

bulunmaktadır.  

CUDA platformu tarafından kullanılan ekran kartı 

içerisinde farklı bellek çeşitleri bulunmaktadır: 

• Tampon Bellek (Register Memory) 

• Yerel Bellek (Local Memory) 

• Paylaşımlı Bellek (Shared Memory) 

• Global Bellek (Global Memory) 

• Sabit Bellek (Constant Memory) 

• Doku Bellek (Texture Memory) 

 NVIDIA GPU içerisinde belleklerin şematik gösterimi 

Şekil 3'te verilmektedir. Her bir SM içerisinde SP, 

tampon bellek, yerel bellek, paylaşımlı bellek ve 

önbellekler bulunmaktadır.  
Şekil 3. GPU Bellek Modeli [5] (GPU memory model) 
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Tampon ve yerel bellek en hızlı bellek çeşitleridir. Yerel 

bellek her bir iş parçacığı için kendine ait verileri depolar. 

Paylaşımlı bellek hızlı çalışan bellek çeşitlerindendir. 

Paylaşımlı bellek aynı SM içerisinde tüm iş parçacıkları 

tarafından kullanılır. Çoklu işlemci içerisindeki 

işlemcilerin tümü paylaşımlı belleğe aynı hızla 

ulaşabilmektedir. Global, sabit ve doku bellek ise ekran 

kartındaki çoklu işlemci modüllerinin dışında 

bulunmaktadır. Skalar işlemcilerin bu belleklere ulaşım 

süresi çoklu işlemci içerisindeki belleklerden daha 

fazladır. Veriler rasgele erişimli bellek (RAM -Random 

Access Memory)'ten GPU'ya aktarılırken global belleğe 

gelirler. Aslında sabit ve doku bellekler de global bellek 

içerisinde ayrılan bir bölümdedir.  

2.2.2 CUDA programlama (CUDA programming) 

Bir GPU, içerisinde ızgara (grid) adı verilen yapıları 

barındırır. Bir ızgara içerisinde bloklar bulunur. Bu 

bloklar içerisindeki işlemcilerde iş parçacıkları 

(threadler) çalıştırılır. GPU üzerinde çalışan 

fonksiyonlara “kernel” adı verilmektedir. Bir kernel bir 

ızgaranın içerisindeki tüm iş parçacıklarında aynı anda 

tekli işlem çoklu veri (SIMD-Single Instruction Multiple 

Data) mimarisine uygun olarak farklı veriler üzerinde 

aynı işlemi yapacak şekilde çalışır.  Fiziksel olarak 

paralel işleyen iş parçacığı gruplarına warp adı 

verilmektedir. Warp'ların her biri 32 iş parçacığı 

grubundan oluşmaktadır. 

Bir CUDA programı hem CPU'da hem de GPU'da 

işlenecek olan kodları içerir. Bu kodların CPU'da 

işlenecek olan bölümlerinde herhangi bir veri paralelliği 

olması zorunlu değildir. GPU'da işlenecek olan kod veri 

paralelliği içeren kodlardan oluşur. NVIDIA derleyicisi 

kodu derleme sırasında iki bölüme ayırır. Yönetici kodu 

CPU'da çalışır ve standart C derleyicisi tarafından 

derlenerek çalıştırılır. Cihaz kodları ise kernel’lerdir. 

Kernel'ler CUDA Yazılım Geliştirme Kiti (SDK- 

Software Development Kit) tarafından çalıştırılırlar. 

Kernel'ler çok sayıda iş parçacığından oluşur. Bu iş 

parçacıkları CPU'da seri olarak ve çok sayıda devirde 

işlenirken, GPU'da aynı anda her biri farklı bir işlemcide 

farklı veriler ile ve aynı kodla işlenirler. 

GPU üzerinde çalışacak bir kernel’in işlem adımları şu 

şekildedir: 

1. İşlenecek olan veriler CPU’dan GPU’ya aktarılır. 

2. CPU, GPU’ya  kernel’in işlenmesi için komut verir. 

3. GPU kernel’i işler. 

4. Sonuçlar GPU’dan CPU’ya aktarılır. 

CUDA platformunda yazılım ve donanım kavramları 

eşleştirildiğinde Şekil 4’de verilen durum ortaya 

çıkmaktadır. Buna göre her bir iş parçacığı bir skalar 

işlemcide işlenir. Bir blok içerindeki iş parçacıkları bir 

çoklu işlemcide işlenirler. Bu işlemler eşzamanlı olarak 

gerçekleştirilir. Blokların bir araya gelmesiyle ızgara adı 

verilen yapılar oluşur. Bir kernel bir ızgara içerisindeki 

bloklarda çalıştırılır. Bir blokta aynı anda ancak bir 

kernel çalıştırılabilir. 

 
Şekil 4. CUDA platformunda yazılım donanım kavramlarının 

eşleştirilmesi (Matching of software and hardware 

concepts in CUDA platform) 

 

2.2.3 CUDA Kütüphaneleri (CUDA Libraries) 

NVIDIA tarafından CUDA kullanımını yaygınlaştırmak 

amacıyla C ve C++ geliştiricileri için GPU hızlandırmalı 

uygulamalar içeren kütüphaneler geliştirilmiştir. Bu 

kütüphaneler program geliştiricilerin kodlarını daha kısa 

sürede GPU ile hızlandırmayı hedeflemektedir. En 

yaygın kullanılan GPU kütüphaneleri ve uygulama 

alanları Çizelge 1’de verilmektedir. 

Her bir kütüphane için kullanıcı kılavuzlarında 

içerdikleri fonksiyonlar ve kullanımları anlatılmaktadır. 

NVIDIA gelişmiş dokümantasyonu [6] ile CUDA 

kullanımını arttırmayı hedeflemektedir. 

 

Çizelge 1. CUDA Kütüphaneleri (CUDA Libraries) 

Kütüphane Adı Uygulama Alanları 

cuBLAS Temel matematiksel işlemler 

cuSPARSE Seyrek matrisler ile ilgili işlemler 

cuSOLVER cuBLAS ve cuSPARSE kütüphanelerini temel alan üst seviye paketler 

cuRAND Rasgele sayı üretme 

NPP Görüntü ve video işlemede kullanılan temel işlemler 

nvGRAPH Graf işlemleri 

Thrust CUDA, TBB (Threading Building Blocks) ve OpenMP’yi kullanan paralel programlama 

kütüphanesi 
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3.  CUDA PLATFORMU KULLANILAN İLK 

UYGULAMALAR (FIRST APPLCATIONS 

USING CUDA PLATFORM) 

CUDA platformu ilk olarak Şubat 2007'de yayınlanmış-

tır. Bu nedenle CUDA ile ilgili yapılan çalışmalar bu ta-

rihten itibaren literatürde yer almaktadır. CUDA 

platformu ilk olarak matrislerin çarpımı gibi genel amaçlı 

problemlerin çözümünde kullanılmıştır. Yapılan uygula-

malarda çok yüksek performans elde edilmemesine rağ-

men CUDA'nın ilk uygulamaları GPU teknolojilerinin 

hızla gelişmesini ve yaygınlaşmasını sağlamıştır. Bu bö-

lümde CUDA ile ilgili ilk çalışmalar özetlenmekte ve de-

ğerlendirilmektedir. 

Es ve İşler'in [7] 2007 yılında yayınladıkları çalışma 

GPU kullanımının ilk örneklerindendir. Çalışmada ışın 

izleme uygulaması GPU kullanımı ile gerçekleştirilmiş-

tir. Çalışmada ileri eşyönsüz (anizotropik) satranç tahtası 

mesafe dönüşümleri kullanarak GPU tabanlı kesişim al-

goritması geliştirilmiştir. Önerilen kesişim algoritması-

nın diğer ızgara tabanlı algoritmalara göre paralel akış 

işlemeye daha uygun olduğu ve hızlı çalıştığı belirtilmiş-

tir. Yine aynı yılda Göddeke ve diğerlerinin [8] yaptıkları 

çalışmada GPU hesaplama yapabilecek bir kümede (clus-

ter) bir uygulamanın çalıştırılması sonucunda ölçülen iş-

lem süreleri karşılaştırılmıştır. Çalışmada 160 makinadan 

oluşan bir küme üzerinde matris çarpımı yapılmaktadır. 

Uygulamada küme kullanıldığından iletişim MPI ile sağ-

lanmakta ve veri iletişimi için de bir zaman harcanmak-

tadır. CPU ve GPU kullanıldığında elde edilen işlem 

zamanlarına göre tüm sonuçlarda GPU’nun avantaj sağ-

ladığı görülmektedir. Zwartva ve diğerleri [9] ise yerçe-

kimli N-body simülasyonunu GPU kullanarak 

gerçekleştirmişlerdir. NVIDIA'nin Quadro ve Geforce 

ekran kartları kullanılmıştır.  GRAPE serisi bilgisayar-

larla sonuçlar karşılaştırılmıştır.  [7] ve [8]’da herhangi 

bir hızlanma oranı verilmemesine rağmen [9]’da 20 kata 

kadar hızlanma elde edilmiştir. Algoritma Cg (C Grap-

hics) programlama dili kullanılarak geliştirilmiştir. Cg 

programlama dili, OpenGL (Open Graphics Library) ve 

DirectX kütüphanelerini kullanmaktadır. Anderson ve 

diğerleri [10] ise çalışmalarında Kuantum Monte Karlo 

metodunun çözümünü gerçekleştirmişlerdir. Bu metot 

oldukça fazla işlem yükü gerektirmektedir. Ancak CPU 

kümelerde paralelleştirilmesi oldukça zordur. Oldukça 

fazla veri paralelliği barındırmaktadır. Çalışmada Kuan-

tum Monte Karlo metodu GPU kullanılarak paralelleşti-

rilmiştir. NVIDIA ekran kartı kullanılmaktadır. 

Kernellerde 30 kata kadar, uygulamada ise 6 kata kadar 

hızlanma sağlanmıştır. Kahan toplama formülü kullanı-

larak yapılan matris çarpımında en iyi performans elde 

edilmiştir. Monte Carlo metodunun uygulandığı başka 

bir çalışma Martinsen ve diğerlerinin [11] 2009 yılında 

yayınlanan çalışmasıdır. Foton taşıma modelleme için 

Monte Karlo algoritması CUDA araçları kullanılarak 

NVIDIA 8800GT grafik kartında uygulanmıştır. Algorit-

manın seri hali C++ programlama dilinde yazılmıştır. 

Seri kısmı tek çekirdekli işlemcide çalıştırılmıştır. Paralel 

kısmı ise C ile CUDA 1.1 versiyonu kullanılarak yazıl-

mıştır.  Uygulamada hafıza kullanımına önem verilmek-

tedir. Saniyede 110 milyon işlemi grafik kartı ile 70 kat 

hızlandıran bir uygulama gerçekleştirilmiştir. 

Che ve diğerleri [12] yaptıkları çalışmada OpenMP 

(Open Multi-Processing) ve CUDA konusunda kapsamlı 

bir araştırma yayınlamışlardır. Belirli bir uygulama ol-

mamakla birlikte o dönemde çok yeni bir konu olmasın-

dan dolayı genel sonuçlar ortaya koymuşlardır. 

Çalışmada tek iş parçacığı ve çoklu iş parçacıklarında ça-

lışmanın etkileriyle birlikte tek iş parçacığıyla çalışmanın 

hızı arttıracağı belirtilmektedir. Bellek kullanımı ve yığın 

çatışmasının (bank conflict)  oluşumu anlatılmakta ve ka-

zancı artırmak için yığın çatışmasının önüne geçilmesi 

gerektiği belirtilmektedir. Elde edilen sonuçlara göre 70 

kata kadar hızlanma sağlanmıştır.  

Görüntü işlemede GPU kullanımı ile ilgili literatürde 

rastlanan ilk çalışma 2008 yılında Diez ve diğerlerinin 

[13] çalışmasıdır. Çalışmada farklı yöntemlerle görüntü 

geriçatma işlemi gerçekleştirilmiştir. Bu yöntemler GPU 

üzerinde paralelleştirilmiş, işlem zamanları ve kazançları 

farklı çözünürlükteki resimler için gerçekleştirilmiştir. 

Sürekli iteratif geriçatım (SIRT-Simultaneous Iterative 

Reconstruction Technique) ve sürekli cebirsel geriçatım 

(SART- Simultaneous Algebraic Reconstruction Tech-

nique) teknikleri GPU üzerinde uygulanmıştır. CPU ile 

karşılaştırıldığında 60 ile 80 kat arasında kazanç elde 

edilmiştir. Elde edilen kazanç bu konuda yapılacak çalış-

malar için çok ümit verici olmuştur. Aynı yıl yayınlanan 

Stone ve diğerlerinin [14] çalışması ise görüntü işlemede 

CUDA kullanılmasının ilk örneğidir. Çalışmada manye-

tik rezonans (MR-Magnetic Resonance) görüntüleri üze-

rinde geriçatma algoritmaları GPU üzerinde çalışacak 

hale getirilmektedir. CUDA 1.0 ve CUDA 1.1 karşılaş-

tırması yapılmıştır. FHd algoritmasının seri ve CUDA'da 

yazılmış kodları makalede verilmektedir. Ayrıca CUDA 

çalışırken verilerin hafızadaki hareketi şematik olarak 

gösterilmiştir. Hafızada sabit ve tampon belleğe verilerin 

aktarım farkının hıza etkisi tablo halinde verilmiştir. 2 ile 

9 kat arasında hızlanma sağlanmıştır. Global belleği çok 

kullanan uygulamalar daha yavaş çalışırken yazmaçları 

ve sabit belleği kullanan uygulamaların daha hızlı çalış-

tığı belirtilmektedir.  

2008’de yapılan diğer çalışmalarda çeşitli uygulamalar 

paralelleştirilmiştir. Schenk ve diğerleri [15]  çalışmada 

matris çarpımını paralelleştirmektedirler. Farklı matris 

boyutlarına göre performans ve bant genişliği incelen-

miştir. 32 bit CPU, 64 bit CPU ve GPU’nun performans 

karşılaştırması yapılmış ve 64 bit CPU'ya göre GPU'da 

6.5 kata kadar hızlanma görülmüştür. Matris çarpımının 

paralelleştirildiği diğer bir çalışma Diez ve diğerlerinin 

[16] çalışmasıdır. Matris çarpımının yanı sıra Hızlı Fou-

rier Dönüşümü (FFT -Fast Fourier Transform) de GPU 

ile gerçekleştirilmiştir. Çalışmada 2 Boyutlu (2B) Hızlı 

Fourier Dönüşümü ve 3B FFT GPU uygulaması CPU ile 

karşılaştırılmıştır. Fourier dönüşümü farklı filtreler ile 

uygulanmıştır. Elde edilen sonuçlara göre en iyi hızlanma 

lineer filtre ile 256X256X256 büyüklüğündeki verilerde 

24 kat ölçülmüştür. Belleman ve diğerleri [17] yaptıkları 
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çalışmada N-body benzetimini GPU kullanarak gerçek-

leştirmişlerdir. Uygulamalar Geforce 8800 GTX ekran 

kartı üzerinde çalıştırılmıştır. Çalışmanın ilk sonuçları 

2007 yılında yayınlanmıştır. 2007'de Cg dili ile uygu-

lama yapılmışken bu makalede CUDA kullanılmıştır. 

Global belleğe ulaşım yavaşken (400-600 çevrim(cycle)) 

paylaşımlı belleğin hızlı olduğu (4 çevrim) belirtilmekte-

dir. Bu nedenle çalışmada paylaşımlı bellek en verimli 

şekilde kullanılmıştır. Veriler küçük parçalara ayrılmış-

tır. Uygulama 128 iş parçacığı içermektedir.  GRAPE 6 

kütüphanesi kullanılarak uygulama gerçekleştirilmekte-

dir. Elde edilen sonuçlara göre 230 kata kadar perfor-

mans artışı görülmüştür.  Çalışma, temel bilgiler 

içermekte olup GPU donanımının verimli kullanımı ko-

nusunda iyi bir kaynaktır. 

Ram ve diğerleri [18] çalışmalarında en küçük kareler 

yöntemini kullanmışlardır. Metroloji sistemleri yüzey 

bilgilerini (x,y,z) noktası olarak koordinat bilgileri şek-

linde alırlar. Bu bilgiler en küçük kareler yöntemi ile 

koni, silindir, düzlem gibi şekillere dönüştürülür. En kü-

çük kareler yöntemi noktalardan şekillere dönüştüren ti-

pik bir yöntemdir. Noktalar arasındaki uzaklıkların 

toplamını minimize eder. Büyük sistemlerde bu proble-

min çözümü yüksek işlem zamanı gerektirir. Çalışmada 

Gauss-Newton metodunun GPU ile CUDA platformu 

kullanılarak uygulaması yapılmıştır. Farklı nokta sayıları 

ile yapılan uygulama sonuçları karşılaştırıldığında GPU 

ile elde edilen hızlanma CPU’ya göre en fazla 18 kat ola-

rak ölçülmüştür. Geometrik şekillere göre farklı hızlan-

malar elde edilmiş ve en iyi hızlanma 18 kat ile halkada 

gerçekleşmiştir. Uygulaması C++'da gerçekleştirilmiştir. 

Ryoo ve diğerleri [19] çalışmalarında mevcut programla-

rın GPU kullanarak hızlı bir şekilde yapılması için kod 

optimizasyon yöntemi önermiş ve dört farklı uygulama 

üzerinde gerçekleştirmişlerdir. Uygulamalarda Geforce 

8800 GTX ekran kartı ve CUDA platformu kullanmışlar-

dır. Çalışmada performansı arttırmak için veriler bölüne-

rek GPU’da işlenmektedir. Paylaşımlı bellek 

kullanılması ile global belleğe erişimin azaltılması saye-

sinde verilere erişim kısaltılarak hızlanma sağlanmakta-

dır.   

2009 yılındaki yayınlar arasında Walsh ve diğerlerinin 

[20] çalışması yer almaktadır. Lattice-Boltzman kodu, 

sonlu elemanlar analizi ve en küçük kareler yöntemini 

uygulamışlardır. Makalede 3 uygulamanın GPU imple-

mentasyonu gerçekleştirilmiştir: Akışkanlar dinamiği, 

sismik dalga yayılımı ve kaya manyetiği.  Bu uygulama-

lar önemli sayısal modelleme tekniklerini içermektedirler 

ve fen ve mühendislik alanında kullanılan önemli uygu-

lamalardır. Uygulamalarda 10 ile 30 kat arasında hız-

lanma sağlanmıştır. GPU programlamada grafik kartının 

hafıza büyüklüğü, GPU ve CPU arasındaki veri transferi 

hızı ve simülasyondaki elemanların karmaşıklık derece-

sinin karşılaşılan sınırlamalar olduğu belirtilmektedir. 

Sonlu elemanlar analizinin uygulandığı başka bir çalışma 

Komatitsch ve diğerlerinin [21] çalışmasıdır. Depremler-

den alınan sonuçlar üzerinde uygulama yapılmıştır. Uy-

gulama CUDA kullanılarak tek hassasiyetli kayan noktalı 

(single precision) sayılar ile gerçekleştirilmiştir. Uygula-

malar Geforce 8800 GTX ve Geforce GTX 280 ekran 

kartları üzerinde çalıştırılmıştır. Veri iletim süresi hariç 

sırasıyla 15 ve 25 kata kadar, veri iletim süresi dahil 5 ve 

7 kata kadar hızlanma elde edilmiştir. 

GPU’nun kullanıldığı ilk çalışmalar incelendiğinde, ge-

nel amaçlı GPU programlamanın çok farklı alanlarda 

kullanıldığı görülmektedir. Standart ve bilinen bazı algo-

ritmaların paralelleştirilmesi GPU kullanılarak gerçek-

leştirilmiştir. Bu çalışmaların bazılarında hızlanma için 

sayısal değer verilmemekle birlikte sadece hızlanma sağ-

landığı beyan edilmiştir. İlk GPU uygulamaları; GPU 

programlamada donanım kullanımı, hafıza yönetimi, ker-

nel’lerin çalıştırılması gibi konulara açıklık getirdiğinden 

elde edilen sonuç ve uygulanan alan ne olursa olsun çok 

önemli çalışmalardır. Gerçekleştirilen uygulamalar bili-

nen algoritmaların paralelleştirilmesi olmakla birlikte 

GPU programlamanın ilk ve referans alınacak çalışmala-

rıdır. Yüksek performans elde etmek için GPU program-

lama ve CUDA kullanılan ilk çalışmalarda elde edilen 

sonuçlar umut verici olmuş, bu teknolojinin hızlı gelişi-

mini tetiklemiştir. 

 

4.  GÖRÜNTÜ İŞLEMEDE CUDA UYGULAMA-

LARI (CUDA APPLICATIONS ON IMAGE PRO-

CESSING) 

GPU programlamada CUDA platformu kullanılan para-

lel görüntü işleme çalışmaları; görüntü geriçatma, iyileş-

tirme,  bölütleme, çakıştırma ve sınıflandırma konu 

başlıkları altında aşağıda detaylı bir şekilde incelenmiş-

tir.  

4.1 Görüntü Geriçatma (Image Reconstruction) 

Nesnelerin 2B ve 3B yüzey görüntüleri kameralar kulla-

nılarak elde edilebilir. Öte yandan nesnelerin kesitlerinin 

görüntüsünü elde etmek için özel cihazlar ve sensörler 

kullanılmaktadır. Bu cihazlarla toplanan verilerin mate-

matiksel işlemlere tabii tutularak bilgisayar ortamında 

görüntüye dönüştürülmesi işlemine görüntü geriçatma 

denir. Görüntünün oluşturulması için gerçek bir nesne-

den cihazlar ile farklı açılardan elde edilen sinyallerin her 

biri dönüştürülüp tek bir görüntü üzerinde birleştirilerek 

gerçek nesneye en yakın görüntü elde edilmeye çalışılır. 

Geriçatma işlemi ileri ve geri izdüşüm (forward and 

backward projection), ağırlıklandırılmış geri izdüşüm 

(WBP), iteratif geriçatma, eşzamanlı iteratif geriçatma 

(SIFT), FDK (Feldkamp Davis Kress), adaptif en küçük 

dikdörtgen kapama (AMER-Adaptive Minimum Enclo-

sing Rectangle), vb. algoritmalarla gerçekleştirilmekte-

dir. Bu algoritmalar uzun zaman alabilmektedir. Bu 

zamanın kısaltılması için GPU uygulamaları yapılmakta-

dır.  Görüntü geriçatmada CUDA kullanımı ile ilgili lite-

ratürde karşılaşılan çalışmalar aşağıda 

değerlendirilmektedir. 

İncelenen çalışmalarda görüntü geriçatmada ileri ve geri 

izdüşüm yönteminin CUDA ile paralelleştirmede en çok 

kullanılan yöntem olduğu görülmektedir [22, 23, 24, 25]. 

Vazquez ve diğerleri [22] 2010 yılında yaptıkları çalış-

mada ağırlıklandırılmış geriye izdüşüm (weighted back 
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projection) yöntemi ile tomografik görüntülerin geriçatı-

mını CUDA ile gerçekleştirmişlerdir. Çalışmada dört 

farklı metot kullanılmış ve GPU'da gerçekleştirilmiştir. 

Farklı veri seti büyüklükleri için yapılan uygulamalar 

CPU ve GPU'da çalıştırılmış ve karşılaştırılmıştır. Uygu-

lamalar Geforce GTX 295 ekran kartında çalıştırılmıştır. 

Ekran kartı her biri 8 çekirdek içeren 30 çoklu işlemci ve 

1.2 GHz, 896 MB hafıza içermektedir. GPU'da CPU'ya 

göre 40 kata kadar hızlanma sağlanmıştır. Geriye projek-

siyon yöntemini kullanan diğer bir çalışma Noel ve di-

ğerlerinin [23] 2010 yılında yaptıkları çalışmadır. 

Çalışmada ağırlıklandırılmış filtrelenmiş geriye izdüşüm 

ile görüntü geriçatma işlemi CUDA kullanarak çift has-

sasiyetli kayan noktalı mimari ve basit mimari ile uygu-

lanmaktadır. Konik ışınlı (cone beam) bilgisayarlı 

(computed) tomografi ile 3B görüntüler elde edilmekte-

dir. Konik ışınlı tomografi kullanılarak kısa tarama ile 60 

saniyede tarama yapılmaktadır. Standart yöntemlerle 

256x256x256 boyutlarındaki bir görüntünün geriçatımı 

25 dakikanın üzerinde zaman almaktadır. GPU kullanıla-

rak bu işlem çok daha kısa sürede gerçekleştirilmektedir. 

Makalede CUDA kullanılarak NVIDIA Geforce GTX 

280 ekran kartlarında 3B görüntüler geriçatılmaktadır. İş-

lem zamanı 256x256x256 görüntülerde 3.2 saniyeye, 

512x512x512 görüntülerde 8.5 saniyeye düşürülmüştür. 

Çift hassasiyetli kayan noktalı mimaride, basit mimari ile 

karşılaştırıldığında %60 oranında hızlanma görülmüştür. 

Zheng ve diğerleri [24] çalışmalarında iteratif geriçatma 

yöntemini GPU sayısını artırarak daha kısa sürede ger-

çekleştirmektedirler. Herraiz ve diğerleri [25] ise çalış-

malarında pozitron emisyon tomografisi ile elde edilen 

görüntüleri ileri ve geri projeksiyon yöntemini kullanarak 

geriçatmaktadırlar. Bu işlemi GPU ile CPU’ya göre 72 

kata kadar hızlandırmışlardır. 

Xu ve diğerleri [26] 2010 yılında 3B elektron tomografi 

iteratif geriçatma algoritmasını CUDA platformunu kul-

lanarak hızlandırmışlardır. Başka bir çalışmada ise Xu ve 

diğerleri [27] yine görüntü geriçatmanın paralelleştiril-

mesini GPU ile gerçekleştirmiş ancak farklı bir algoritma 

kullanmışlardır. Olasılıkları en iyileme (expectation 

maximization) ve eş zamanlı iteratif geriçatma tekniği 

bilgisayarlı tomografide sık kullanılan geriçatma algorit-

malarıdır. Bu teknikler yakınsamanın artmasıyla popüler 

ve daha performanslı teknikler haline gelmektedirler. Bu 

çalışmada eşzamanlı iteratif geriçatma tekniği GPU ile 

hızlandırılarak gerçek zamanlı uygulamalarda kullanıla-

bilirliği arttırılmış ve optimize edilmiştir.  Palenstijn ve 

diğerleri [28] 2011 yılında yaptıkları çalışmada Xu ve di-

ğerlerinin [26] çalışmasını iyileştirmişlerdir.  Çalışmada 

thread bloklarının ve belleğin daha verimli kullanılması 

sayesinde 10 kata varan hızlanma elde edilmiştir. Başka 

bir çalışmada ise Blas ve diğerleri [29] 2014 yılında X-

ray görüntüleri üzerinde geri izdüşüm yöntemi ile gö-

rüntü geriçatım işlemini gerçekleştirmişler ve GPU imp-

lementasyonu ile hızlandırmışlardır. Bu konuda yapılan 

çalışmalar ile karşılaştırılmış ve çalışmada 3 kat hız-

lanma sağlanarak diğer benzer çalışmalardan daha iyi so-

nuçlar alınmıştır.  

İteratif izdüşüm kullanmasına rağmen Flores ve diğerle-

rinin [30] 2013 yılında yaptıkları çalışmanın yukarıdaki-

lerden farkı CUBLAS ve CUSPARSE kütüphanelerini 

kullanmaları olmuştur. Bu çalışmanın amacı da yüksek 

kalitedeki resimleri düşük örnekleme ve gürültülü izdü-

şüm verileri ile geriçatmada hızlandırmalı GPU tabanlı 

algoritma kullanmaktır.  Çözünürlüğün yükselmesiyle 19 

kata kadar hızlanma elde edilmiştir. Aynı kütüphaneleri 

kullanan diğer bir çalışma ise Flores ve diğerleri [31] ta-

rafından 2014 yılında yapılmıştır. Farklı çözünürlüklere 

göre işlem süreleri değişmekle birlikte en iyi sonuçlar 

yüksek çözünürlüklerde elde edilmiştir. GPU'da elde edi-

len işlem süresi CPU'ya göre 4 kata kadar azaltılmıştır. 

Feng ve diğerleri [32] 2013 yılında yaptıkları çalışmada 

görüntü geriçatmada GPU’yu farklı bir kütüphane üze-

rinde kullanmışlardır. PROPELLER klinik uygulama-

larda veri ve hareket doğrulama metotlarını kullanarak 

görüntü geriçatma gerçekleştiren bir sistemdir. Bu çalış-

mada hareket ve yön doğrulama ile görüntü geriçatmada 

GPU kullanılmaktadır. Gerçekleştirilen çalışmada 6 kata 

kadar hızlanma elde edilmiştir. Kütüphane kullanan diğer 

bir çalışma ise Li ve diğerlerinin [33] 2010 yılında yap-

tıkları çalışmadır. 3B görüntü geriçatma için FREALIGN 

isimli bir kütüphane kullanmışlardır. Kütüphane ile dağı-

tık programlama için çok işlemcili küme üzerinde uygu-

lama kolaylıkla yapılabilmektedir. Kütüphanenin işlemi 

tamamlama süresi, veri setindeki parça sayısı ve CPU sa-

yısına göre değişmektedir. Son versiyonu MPI destekli-

dir. Bu çalışmada FREALIGN'a GPU programlama 

eklenmiştir. 10-240 kat arasında hızlanma sağlanmıştır. 

GPU üzerinde tek parçacıklı 3B geriçatma algoritması 

gerçekleştirilmiştir. Fourier dönüşümü kullanılarak geri-

çatma gerçekleştirilmiştir. Ayrıca tek GPU ile 4 ve 8 

GPU karşılaştırılmıştır. 

Okitsu ve diğerleri [34] 2010 yılında yaptıkları çalışmada 

geriçatmada çok kullanılan algoritmalardan biri olan 

FDK algoritmasını kullanarak CUDA platformunda hız-

lanma sağlamışlardır. Konik ışın görüntü geriçatma işle-

minde 3 teknik kullanmaktadırlar. Bu teknikler: (1) 

Bellek bant genişliğini korumak için GPU yongası dışın-

daki belleğe ulaşımın en aza indirilmesi, (2) Bellek ge-

cikmesini önlemek için döngülerin açılması, (3) Birden 

fazla GPU için çoklu iş parçacıklarının kullanılmasıdır. 

Bu teknikler görüntü geriçatma için kullanılmaktadır. 

Elde edilen sonuçlarda teorik bant genişliğinin %83'ü 

kullanılmış ve 512x512x512 boyutlarında olan vokselde 

(bir noktayı 3B uzayda tanımlayan grafik bilgisi) sani-

yede 64.3 izdüşüm değerine ulaşılmıştır. Bu performans 

standart CUDA tabanlı metottan %41 daha hızlı, 

CPU'dan ise 24 kat daha hızlıdır. Aynı algoritmayı kulla-

nan başka bir çalışma Scherl ve diğerleri [35] tarafından 

2012 yılında gerçekleştirilmiştir. Yapılan çalışmada hem 

CPU çekirdekleri üzerinde hem de GPU üzerinde algorit-

mayı paralelleştirmişlerdir. GPU ile paralelleştirmede 

CUFFT kütüphanesini kullanmışlardır. Optimize edilmiş 

geriye izdüşüm uygulaması ile GPU’da 22 kata kadar 

hızlanma elde edilmiştir.  

2011 yılında Chang ve diğerleri [36] incelenen geriçatma 

yöntemlerinden farklı bir yöntem üzerinde çalışmışlardır. 
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Çalışmada yeni çok görüntülü stereo tabanlı yüzey ele-

man algoritması önerilmektedir. Farklı noktalardan alı-

nan görüntüler ile stereo eşleme gerçekleştirilmekte, 

daha sonra yüzey elemanları yerleştirilmekte, ardından 

da çizgeler (graph) oluşturulmaktadır. 3B görüntülerin 

geriçatımı bu şekilde sağlanmaktadır. İşlem zamanını dü-

şürmek amacıyla GPU kullanılmaktadır. Bu yaklaşım ile 

3B görüntüler CPU’ya göre 100 kat daha hızlı geriçatıl-

maktadır.  

2012 yılında Jiang ve diğerleri [37] CT görüntüleri üze-

rinde buğday fidanlarını sayan uygulamayı GPU ile pa-

ralelleştiren oldukça farklı bir çalışmaya imza 

atmışlardır. Buğday, yetiştirilen tarlalarda elle sayılmak-

tadır.  Bu çalışmada fidanları Xray bilgisayarlı tomografi 

ile otomatik sayan bir sistem geliştirmişlerdir. CT görün-

tülerini geriçatmayı gerçek zamanlı bir uygulamada ça-

lıştırabilmek için zaman kısıtlaması vardır. Bunun için 

geriçatma GPU ile hızlandırılmıştır. Çalışmada AMER 

yöntemi ile çalışma alanı üzerinde oluşturulan görüntü 

üzerindeki piksel sayısı çıkarılmaktadır. Kullanılan iki 

yöntem de GPU ile hızlandırılmıştır. CPU ile GPU karşı-

laştırılmasında 200 kata kadar hızlanma elde edilmiştir. 

AMER ve GPU’nun birlikte kullanıldığı durumda ise 

CPU’ya göre 1100 kata kadar hızlanma elde edilmiştir.  

Agulleiro ve diğerleri [38] 2012 yılında yaptıkları çalış-

mada 3B tomografi görüntülerini geriçatmada hibrit bir 

sistem kullanmışlardır. En çok kullanılan görüntü geri-

çatma yöntemlerinden ağırlıklandırılmış geri izdüşüm ve 

eşzamanlı iteratif geriçatma algoritmalarını paralelleştir-

mişlerdir. Hibrit sistemde çok çekirdekli CPU ve 

GPU’yu birlikte kullanmışlardır. Sadece CPU ve sadece 

GPU paralelliğine göre 1,5-2 kat hızlanma elde etmişler-

dir.  

2013 yılında yayınlanan ve manyetik rezonans (MR-

Magnetic Resonance) görüntülerinin geriçatımında farklı 

algoritmalar kullanan diğer çalışmalar şu şekildedir: 

Yang ve diğerleri [39] MR görüntü geriçatımında ızgara-

lama (gridding) algoritmasını geleneksel olarak Fourier 

dönüşümü kullanarak gerçekleştirmektedirler.  Çalış-

mada ters ızgaralama algoritmasında geleneksel ızgara-

lama algoritmasından farklı olarak her bir eğri için bir 

ızgara penceresinde işlem yapılmaktadır.  CUDA tabanlı 

ters ızgaralama algoritmasında 7.5 kat hızlanma elde 

edilmiştir. Piccialli ve diğerleri [40] ikinci derecede tü-

revli olan bir yaklaşım kullanmaktadırlar. 3B görüntüler 

üzerinde geriçatma işlemi çok çekirdekli CPU ve çoklu 

GPU’da çalıştırılmış ve 25 kata kadar hızlanma elde edil-

miştir. Monte ve diğerleri [41] Monte Karlo yöntemini 

GPU paralel programlama teknikleri kullanarak uygula-

makta ve seri algoritma ile paralel algoritmanın işlem sü-

relerini karşılaştırmaktadırlar. Gai ve diğerleri [42] 

yaptıkları çalışmada MR görüntüleri üzerinde geriçatım 

gerçekleştirmekte ve GPU ile hızlandırmada optimizas-

yon sağlamaktadırlar. GPU kullanımında cuFFT kütüp-

hanesini, hızlanma için paylaşımlı belleği 

kullanmaktadırlar. Bununla birlikte görüntü ızgara şek-

linde bölümlere ayrılarak gereksiz bölümlerin işlenmesi 

engellenmektedir. Böylece performans artışı elde edil-

mektedir. 

Bilgisayar mimarilerini karşılaştıran ve özgün çalışma-

lardan biri olan Birk ve diğerlerinin [43] 2014 yılında 

yaptıkları çalışmada 3B bilgisayarlı tomografi görüntüle-

rinin geriçatımı için iki algoritma kullanılmıştır. Bu algo-

ritmalar GPU ve alanda programlanabilir kapı dizileri 

(FPGA-Field Programmable Gate Array) üzerinde çalış-

tırılmış ve performans analizi yapılmıştır. Çalışmada 

GPU ve FPGA'lar donanımsal olarak incelenmiştir. 

Fermi ve Kepler mimarisinin donanımsal farkları veril-

miştir. 40 nm (nanometre) ve 28 nm mimarilerinin ben-

zerlikleri ve farkları ortaya konmuştur.  40 nm mimarili 

GPU ve FPGA'larda çalıştırılan iki algoritmada birbirine 

yakın performans elde edilmiştir. 28 nm mimarili 

FPGA'lar ise GPU'ya göre farklı algoritmalarda  %86 ve 

% 39 oranında daha iyi sonuç vermiştir. Chang ve diğer-

leri [44] yaptıkları çalışmada MR görüntülerinin geriçat-

ması için yayılım ağırlıklı görüntüleme yöntemini GPU 

kullanarak yüksek hızlanma ile gerçekleştirmişlerdir. 

Veri setlerine göre farklı oranlarda hızlanma sağlanmış-

tır. Verilen sonuçlara göre 490 kata kadar hızlanma sağ-

lamışlardır. 3B model oluşturmada eğitimsiz bir yapay 

sinir ağı algoritması olan nöral gaz algoritmasını Orts-

Escolano ve diğerleri [45] 2015 yılında yaptıkları çalış-

mada kullanmışlardır. Bu algoritma ile nesnelerin 3B 

modellerini oluşturmuşlar ve görüntü geriçatma işlemini 

gerçekleştirmişlerdir. Algoritmayı GPU kullanarak hız-

landırmışlar ve farklı boyutlardaki görüntülerde farklı 

hızlanmalar elde etmişlerdir. CUDA kullanarak 180 kata 

kadar hızlanma sağlamışlardır.  

Görüntü işlemede CUDA uygulanan çalışmalar içeri-

sinde en geniş yerin görüntü geriçatmada olduğu görül-

mektedir. Görüntü geriçatmada en çok kullanılan ileriye 

ve geriye izdüşüm yöntemlerinin, paralelleştirilen 

CUDA platformu uygulamalarında da en yoğun kullanı-

lan algoritmalar olduğu görülmektedir.  Uygulamalar bü-

yük oranda tıbbi veriler üzerinde,  tıbbi uygulamalar da 

genellikle CT ve MR görüntüleri üzerinde gerçekleştiril-

miştir. Görüntü geriçatmada iteratif yöntemlerin kullanıl-

ması bu nedenle yüksek işlem gücü gerektirmesi 

CUDA’nın bu uygulamalarda yoğun bir şekilde kullanıl-

masına neden olmuştur. Ayrıca alınan görüntülerin 3B 

olması nedeniyle sayısal olarak fazla veri içermesi daha 

fazla performans elde edilmesini sağlamaktadır. Her bir 

veri üzerinde aynı algoritmanın uygulanması ve komşu 

piksel ilişkisinin olmaması ise paralelleştirme seviyesini 

artırmakta ve paralelleştirmeyi kolaylaştırmaktadır. 

Çünkü paylaşımlı bellek kullanımına ve karmaşık bellek 

yönetimine ihtiyaç duyulmadan en iyi hızlanma sağlana-

bilmektedir.  

4.2. Görüntü İyileştirme (Image Enhancement) 

Görüntü iyileştirme alanında uygulanan tekniklerin nihai 

hedefi, görüntünün niteliğini istenilen ve beklenen şe-

kilde yükseltmektir. Görüntü iyileştirme, gerçek görün-

tüden farklı olarak alınan görüntülerde var olan gürültü, 

bulanıklık, renk, ışık vb. gibi problemlerin ortadan kaldı-

rılması ve görüntünün mümkün olduğunca gerçeğine ya-

kın hale getirilmesi işlemlerinin tümüdür.  Öte yandan 

görüntü işleme adımlarının başarısını artırmak için de gö-

rüntü iyileştirme algoritmaları kullanılabilir. Kontrast ve 
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parlaklık düzenlemeleri, kenar zenginleştirme, histogram 

eşitleme gibi uygulamalar, kişinin görsel algılamasını et-

kilemeyi hedefleyen ve bu konuda başarı sağlayabilen en 

temel görüntü iyileştirme teknikleridir. Görüntü iyileştir-

mede kullanılan algoritmalar genellikle temel teknikleri 

içermektedir. Bu algoritmaların işlem süreleri de (görün-

tünün çözünürlüğü ile değişmekle birlikte) genellikle di-

ğer görüntü işleme adımlarına göre daha azdır. Görüntü 

iyileştirme teknikleri konusunda yapılan CUDA uygula-

maları tarih sırasına göre aşağıda verilmektedir. 

Görüntü iyileştirme konusunda ilk çalışmayı 2010 yı-

lında Huhle ve diğerleri [46] yapmışlardır. Çalışmada 

renkli görüntüler üzerinde gürültü ayıklama işlemi ger-

çekleştirmişlerdir. Çalışmada GPU uygulaması olmasına 

rağmen GPU'ya çok az yer verilmiş ve hızlanmayla ilgili 

herhangi bir veri, tablo veya grafik verilmemiştir. Sadece 

hızlandığı bir cümle ile söylenmiştir. GPU ve CUDA kul-

lanımında öncelikli hedef hızlanma olduğundan elde edi-

len hızlanmaların net olarak verilmesi beklenmesine 

rağmen çalışmada sayısal bir değer verilmemektedir an-

cak çalışma gürültü temizleme konusunda ulaşılan ilk ça-

lışma olması açısından önemlidir.   

Gürültülerin temizlenmesinde CUDA kullanan başka bir 

çalışma Sanchez ve diğerleri [47] tarafından 2013 yılında 

yayınlanmıştır. Algoritmada fuzzy metriği kullanılmak-

tadır ve eş grup konsepti tabanlıdır. Algoritma aynı za-

manda çok çekirdekli platformlardan OpenMP 

kullanılarak gerçekleştirilmiştir. Performans işlem zama-

nına göre değerlendirilmiş ve büyük miktardaki veriler 

CPU ve GPU'ya paylaştırılmıştır. Çalışmada elde edilen 

sonuçlar gürültü yok edici filtrenin paralel halinin gerçek 

zamanlı uygulamalara kapı açacak nitelikte olduğunu 

göstermektedir. Uygulama 3 farklı şekilde gerçekleştiril-

miştir. Birinci uygulamada çok çekirdekli işlemcide 

OpenMP kullanılmış ve 16 çekirdekli makinada 10 kata 

kadar hızlanma elde edilmiştir. İkinci uygulamada 

GPU'da CUDA kullanılarak 4 GPU'da 30 kata kadar hız-

lanma elde edilmiştir. Bir de hem GPU hem de CPU kul-

lanılarak uygulama çalıştırılmıştır. İşin 1/8 i CPU'ya 7/8 

'i GPU ya yaptırılarak en iyi hızlanma elde edilmiştir.  

GPU’da çözünürlük arttıkça hızlanma oranının da arttı-

ğını [48] ve [49] çalışmalarında belirtmişlerdir. Urena ve 

diğerleri [48] yaptıkları çalışmada yeni bir kontrast iyi-

leştirme tekniği önermektedirler. 320x240, 640x480 ve 

600x800 olmak üzere üç farklı çözünürlükte elde edilen 

sonuçlara göre en iyi sonuç 600x800 çözünürlüğünde gö-

rüntülerde elde edilmektedir.  CPU ile saniyede 2 görüntü 

işlenirken GPU kullanılarak saniyede 20 görüntü işlenir 

hale gelmektedir. Ma ve diğerleri [49] ise 2014 yılında 

yaptıkları çalışmada Laplace kullanarak görüntü keskin-

leştirmeyi CUDA ile hızlandırmaktadırlar. Klasik Lap-

lace görüntü keskinleştirme algoritmasında tüm pikseller 

tek tek işlenmekte ve yüksek işlemci gücü gerektirmek-

tedir. Özellikle yüksek çözünürlüklü resimler için Lap-

lace keskinleştirme işleminde CPU işlem zamanı yüksek 

olmaktadır.  Bu çalışmada Laplace keskinleştirme algo-

ritmasının GPU üzerinde uygulamasında farklı hafıza tip-

leri kullanımı incelenmiş ve paylaşımlı hafıza 

kullanımının genel hafızaya göre daha performanslı ça-

lıştığı görülmüştür. İki algoritmanın sonuçları verilmiştir. 

Farklı görüntü boyutlarına göre keskinleştirme işlemi 

OpenCV (Open Source Computer Vision) kütüphanesi 

fonksiyonları ile global bellek kullanılarak GPU ile ve 

paylaşımlı bellek kullanılarak GPU ile gerçekleştirilmiş-

tir. En iyi sonuç 6,8 kat hızlanma ile paylaşımlı hafıza 

kullanılarak gerçekleştirilen GPU uygulamasında olmuş-

tur. OpenCV ile karşılaştırıldığında çözünürlük yüksel-

dikçe gerçekleştirilen paralel GPU algoritmasının 

kazancı artmaktadır.  

Saha ve diğerleri [50] 2016 yılında yayınlanan çalışma-

larında alçak geçiren filtre, yüksek geçiren filtre, Sobel 

kenar yakalama algoritmasını GPU ile paralelleştirmiş-

lerdir. 3000X3000 çözünürlükteki görüntüler üzerinde 

elde edilen hızlanma sonuçlarını vermişlerdir. Sobel ke-

nar yakalama algoritmasında 11 kat, alçak ve yüksek ge-

çiren filtrelerde 12 kat hızlanma elde etmişlerdir. 

Görüntü iyileştirme amacıyla kullanılan algoritmalar ge-

nel olarak komşu pikselleri kullanmaktadırlar. Bu algo-

ritmalar GPU’da gerçekleştirilirken pencere boyutu 

dikkate alınarak algoritmanın paralelleştirilmesi gerek-

mektedir. Global bellekten verilere ulaşıldığında ulaşıl-

mak istenen piksel sayısının artması ile işlem süresi 

artmaktadır. Paylaşımlı bellek kullanarak hızlanma arttı-

rılmaya çalışıldığında ise bellek miktarı sınırlayıcı bir 

faktör olarak karşımıza çıkmaktadır. Tüm bu nedenler 

hem algoritmanın paralelleştirilmesini zorlaştırmakta 

hem de hızlanma oranını sınırlamaktadır. GPU kullanıla-

rak hızlanma oranının arttırılması için optimizasyon ya-

pılması gerekmektedir. Bu da her algoritma ve uygulama 

için farklı yaklaşımlar içermelidir. Bu nedenle üzerinde 

çalışma gerektirmektedir. Yapılan çalışmalarda standart 

algoritmaların GPU uygulamaları bulunmaktadır. Ancak 

bunların her biri geliştirilmeye açıktır.  

Görüntü iyileştirme görüntü işlemenin önemli alanların-

dan biridir. Bu konuda yapılan uygulamalarda farklı iyi-

leştirme metotları kullanılmaktadır. Bu metotların pek 

çoğunda belli bir büyüklükteki pencere resim üzerinde 

gezdirilmektedir. Bu pencerenin sayısal değerlerinin de-

ğişmesi ile kullanılan metot ismi de değişmiş olur. Ancak 

temelde paralelleştirme açısından değerlendirildiğinde 

aynı çözüm yolunu uygulamaktadır. Bu nedenle çalışma-

lar GPU paralelleştimesi açısından farklı bir yaklaşım ge-

tirmeyeceğinden çalışma sayısının sınırlı kaldığını 

söylemek yerinde olacaktır. Bunun yanında iyileştirme 

algoritmalarının toplam işlem sürelerinin çözünürlük art-

tıkça artmasına rağmen gerçek zamanlı uygulamalarda 

kullanılabilecek işlem zamanlarında gerçekleştirilebil-

diği söylenebilir. Bu da CUDA ile hızlanma ihtiyacını 

azaltmaktadır. Yapılan çalışmalarda elde edilen hızlan-

malar iyi olmasına rağmen yukarıda açıklanan nedenler-

den dolayı görüntü iyileştirme konusunda literatürde 

karşılaşılan çalışma sayısının görüntü geriçatım ve bölüt-

leme çalışmalarından daha az olduğu görülmektedir. An-

cak görüntü iyileştirme algoritmalarının çok 

kullanılmasından dolayı GPU uygulamalarının önemli 



Semra AYDIN, Refik SAMET, Ömer Faruk BAY  / POLİTEKNİK  DERGİSİ, Politeknik Dergisi,2020;23(3): 737-754 

 

746 

olduğu ve diğer görüntü işleme yöntemleri ile birlikte pa-

ralelleştirilmesinin ve optimizasyonunun yapılmasının 

işlem zamanına önemli katkılar sağlayacağı söylenebilir. 

4.3. Görüntü Bölütleme (Image Segmentation) 

Bölütleme görüntüyü her biri içerisinde farklı özellikle-

rin tutulduğu anlamlı bölgelere ayırma işlemidir. Uygu-

lamaya bağlı olarak, kullanılan yöntemler ve yöntemlerin 

performansı değişiklik gösterebilir. Tüm görüntülere uy-

gulanabilecek genel bir bölütleme yöntemi yoktur. Yani 

görüntü bölütleme için tasarlanan yöntemler ve bu yön-

temlerin başarımları uygulamaya göre değişiklik göster-

mektedir. Bu nedenle de üzerinde çok çalışılan 

konulardan biridir. Görüntü bölütleme, görüntü işleme-

nin en zor işlemlerinden biri olmakla birlikte pek çok 

farklı yaklaşımı da içermektedir [51, 52]. Bu yaklaşımlar; 

histogram tabanlı, kümeleme tabanlı, bölge büyütme (re-

gion growing), ayırma ve birleştirme ve morfolojik ola-

rak gruplandırılabilir. Bölütleme konusunda CUDA 

kullanılarak yapılan uygulamalar bu bölümde incelen-

miştir. 

Görüntü bölütleme konusunda karşılaşılan ilk çalışma 

2008 yılında Pan ve diğerleri [53] tarafından yapılan ça-

lışmadır. Çalışmada bölge büyütme ve havza (watershed) 

algoritmaları kullanılmaktadır. Tıbbi veriler üzerinde 

GPU ile bölge büyütme ve havza algoritmaları paralel-

leştirilmektedir. CUDA kullanılan uygulamalarda 2.5 

kata kadar hızlanma sağlanmıştır. Hızlanma oranı düşük 

gibi görünse de bölütleme konusunda karşılaşılan ilk ça-

lışma olduğundan önemlidir. Tıbbi veriler üzerinde uy-

gulanan başka bir çalışma da Zhuge ve diğerlerinin [54] 

yaptıkları çalışmadır. Çalışmada diğerlerinden farklı ola-

rak bulanık mantık kullanılmaktadır. Bulanık mantık ile 

görüntü bölütleme işleminin CUDA ile uygulanmasında 

14.4 kata kadar hızlanma elde edilmiştir. Bulanık mantık 

kullanılan tek çalışma olması bu çalışmayı diğerlerinden 

ayırmaktadır. 2010 yılında Abramov ve diğerlerinin [55] 

yaptıkları çalışmada ise gerçek zamanlı olarak video gö-

rüntüleri üzerinde kullanılabilecek bir bölütleme işlemi 

gerçekleştirilmiştir. 1.2 Mega piksel boyutlarındaki 

renkli görüntüler 10 ms gibi kısa bir sürede bölütlenmiş-

tir. Bölütleme işleminde sürenin kısaltılması için CUDA 

ile paralelleştirme kullanılmıştır. Elde edilen sonuçlarla 

algoritma gerçek zamanlı olarak uygulamalarda kullanı-

labilecektir. SAR (Synthetic Aperture Radar) görüntüleri 

üzerinde Sui ve diğerlerinin [56] 2012 yılında yaptıkları 

çalışmada bölütleme işlemi GPU ile hızlandırılmaktadır. 

Markov rasgele alan (Markov Random Field-MRF) me-

todu kullanılmış ve CUDA uygulamasında 10 kata kadar 

hızlanma elde edilmiştir. Membrane işleme kullanılarak 

gradient tabanlı kenar yakalama ile görüntü bölütleme iş-

lemi gerçekleştiren Pernil ve diğerleri [57] GPU ile 8 kata 

kadar hızlanma elde etmişlerdir. 

Özdemir ve Altılar [58] 2014 yılında yaptıkları çalışmada 

bölütleme için CUDA kullanmaktadırlar. Bitki büyütme 

işlemi için otomatik olarak analiz yapan bir sistem için 

15 farklı yöntemle görüntü bölütleme gerçekleştirmekte-

dirler. Bölütlemeyi GPU kullanarak hızlandırmışlar ve 

6.5 kata kadar kazanç elde etmişlerdir. Çalışma farklı bir 

alanda CUDA kullanılması açısından önemlidir. Aynı 

yılda bölütleme konusunda yapılan başka bir çalışmanın 

uygulama alanı ise medical görüntüler olmuştur. Alva-

rado ve diğerleri [59] yaptıkları çalışmada bölütleme için 

OpenMP ve CUDA kullanmışlar ve 8 kata kadar hız-

lanma elde etmişlerdir. 

Bergen ve diğerleri 60] 2015 yılında yaptıkları çalışmada 

MR (Manyetik Rezonans)  görüntüleri üzerinde faz kont-

rast bölütleme algoritmasını basit ortalama tabanlı hesap-

lama ve en küçük kareler yöntemiyle 

gerçekleştirmişlerdir.  Bu bölütleme işlemi çok çekir-

dekli CPU'da 10 saniye kadar sürmektedir. GPU tabanlı 

algoritma ile ise 0.5 saniyede gerçekleştirilmiştir. 

D’ambra ve diğerleri [61] 2016 yılında yayınlanan çalış-

malarında 2B görüntüler üzerinde PSBLAS tabanlı bir 

bölütleme işlemi gerçekleştirmişler ve GPU ile seriye 

göre 14 kata kadar hızlanma elde etmişlerdir. Singh ve 

diğerleri [62] yaptıkları çalışmada karakter tanıma için 

Otsu eşikleme yöntemini kullanmışlardır. Otsu eşikle-

meyi GPU ile paralelelleştirerek GeForce 9500 GT ekran 

kartında uygulamalarını çalıştırmışlardır. Hem eşikleme 

işlemi hem de Otsu eşik değerini hesaplamak için iki 

farklı kernel yazmışlar ve 32 çekirdekli ekran kartında 

1.6 kat hızlanma elde etmişlerdir. Hızlanmanın az olma-

sının nedeni ekran kartındaki çekirdek sayısının azlığıdır. 

Güçlü bir ekran kartında çalıştırılması durumunda hız-

lanma oranı artacaktır. Jin ve diğerleri [63] çalışmala-

rında kenar ve bölge tabanlı bölütleme işlemini GPU ile 

gerçekleştirmişlerdir. GPU uygulamasında blokları bir, 

iki ve üç boyutlu olarak planlamışlardır. İş parçacıkları-

nın nasıl dağıtıldığı verilmekte ancak hızlanma oranı 

veya işlem süresi verilmemektedir. Wang ve Chen [64] 

çalışmalarında bölütleme için en kısa yol algoritmasını 

GPU ile paralelleştirmişlerdir. Algoritma medikal veriler 

üzerinde uygulanmış ve seriye göre 8 kat hızlanma elde 

edilmiştir. Smistad ve diğerleri [65] yaptıkları çalışmada 

medical görüntülerde görüntü bölütleme işleminde GPU 

kullanılan çalışmaları incelemişlerdir. Bu inceleme sonu-

cunda farklı bölütleme algoritmaları veri paralelliği, iş 

parçacığı sayısı, dallanma, bellek kullanımı ve senkroni-

zasyon konusunda derecelendirilmiştir. Bu verilerden 

elde edilen sonuçlara göre algoritlamaların GPU için uy-

gunluğu belirlenmiştir. Buna göre bölütleme algoritma-

larından eşikleme, morfoloji, aktif kontur çıkarma, 

Markov rasgele alan ve merkez çizgi çıkarma algoritma-

larının üst seviyede paralelliğe uygun olduğu belirtilmiş-

tir. Buna göre bu algoritmalardaki uygulamalarda seriye 

göre kazanç yüksek olacaktır.    

2016 yılında D’Ambra ve Pilippone [66] yaptıkları çalış-

mada görüntü bölütleme için Jacobi ve Gauss-Seidel al-

goritmalarını kullanmışlardır. Paralelleştirme için ise 

PSBLAS kütüphanesini kullanmışlardır. GPU ile seriye 

göre 14 kata kadar hızlanma elde etmişlerdir. Diaz-Pernil 

ve diğerleri [67] ise retina içi görüntüleri üzerinde oto-

matik bölütlemeyi GPU kullanarak gerçekleştirmişlerdir. 

DRIVE ve DIARETDB1 veritabanından 129 retina içi 

görüntüsü kullanarak sonuçları değerlendirmişlerdir. 

Otomatik bölütleme algoritmasında Sobel operatörü, ikili 

bölütleme ve Hough algoritmasını kullanmışlardır. 
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%99,6 doğruluk oranına ulaşmışlardır. Hızlanmaları ko-

nusunda herhangi bir oran belirtilmemiş sadece CPU’dan 

daha iyi sonuç alındığı söylenmiştir. Başka bir çalışmada 

Jaros ve diğerleri [68] k-means bölütleme algoritmasını 

medikal görüntüler üzerinde CPU ve GPU ile paralelleş-

tirmişlerdir. CPU ile paralelleştirmede OpenMP, GPU ile 

paralelleştirmede ise CUDA kullanmışlardır. Hızlanma 

oranları işlenen görüntü sayısına göre farklılık göster-

mekle birlikte CUDA ile elde edilen hızlanmalar görüntü 

sayısı arttıkça yükselmektedir. 

Görüntü bölütleme görüntü işleme adımları içerisinde 

çok kullanılan işlemler arasındadır. Bu uygulamalar özel-

likle çözünürlük arttığında ve bölütleme işlemi çoklu 

eşikleme şeklinde olduğunda yüksek işlem zamanı gerek-

tirmektedir [69]. Bu nedenle özellikle piksellerin bağım-

sız olarak işlendiği algoritmalar için GPU 

paralelleştirmesi ve dolayısıyla CUDA kullanılması ile 

yüksek oranda hızlanma sağlanabilecektir. Yapılan çalış-

maların bir kısmında da yüksek oranlarda paralelleştirme 

sağlandığı görülmektedir. Bundan sonra yapılacak çalış-

malarda da CUDA kullanımı bölütleme algoritmalarında 

hızlanma sağlanması açısından önemlidir. Algoritmala-

rın mümkün olduğu kadar komşu piksellerden bağımsız 

çalışması paralelleştirmenin daha kolaylaşmasını sağlasa 

da iteratif ve bir adımın sonucunun diğer adımın girdisi 

olarak kullanıldığı algoritmalarda GPU üzerinde paralel-

leştirmeyi zorlaştırdığı ve yeterli hızlanmalara ulaşılama-

yacağı söylenebilir. Yapılan çalışmalarda da hızlanma 

oranının sınırlı kaldığı algoritmalar bulunmaktadır. Gö-

rüntü bölütlemede birbirinden farklı pek çok yöntem kul-

lanılmaktadır. Yapılan çalışmalarda da bu çeşitlilik göze 

çarpmaktadır. Bölütleme algoritmalarından bir kısmının 

(örneğin; eşikleme, morfoloji, aktif kontur çıkarma, Mar-

kov rasgele alan ve merkez çizgi çıkarma) GPU ile para-

lelleştirmeye daha uygun olduğu [65] ve CUDA 

uygulamaları sonucu bu algoritmalarda elde edilecek hız-

lanmaların daha yüksek olacağı söylenebilir. Kalman filt-

resi,  istatistik kenar modeli, Ridge traversal gibi 

algoritmaların ise GPU kullanımı için uygunluk derece-

sinin daha düşük olduğu görülmektedir.   

4.4. Görüntü Çakıştırma (Image Registration) 

Görüntü çakıştırma farklı kaynaklardan, farklı açı veya 

farklı zamanlarda elde edilen görüntüler içerisindeki or-

tak alt görüntülerin her noktası geometrik olarak üst üste 

gelecek şekilde hizalanması olarak tanımlanır. Görüntü 

çakıştırmada öteleme, döndürme ve boyutlandırma iş-

lemleri gerçekleştirilir. Bu konuda kullanılan pek çok al-

goritma bulunmaktadır. Görüntü çakıştırma işlemlerinin 

CUDA uygulamaları bu bölümde incelenmiştir. 

Görüntü çakıştırma konusunda yapılan ilk çalışma 2008 

yılında Muyan-Özçelik ve diğerlerinin [70] yaptığı GPU 

hızlandırma uygulamasıdır.  Çalışmada Demons algorit-

ması ile 3B CT akciğer görüntüleri üzerinde görüntü ça-

kıştırma işlemleri CUDA kullanılarak paralelleştirilmiş 

ve 55 kata kadar hızlanma elde edilmiştir. Demons algo-

ritmasının GPU ile paralelleştirildiği başka bir çalışma da 

2010 yılında Gu ve diğerlerinin [71] uygulamasıdır. [68] 

gibi CT görüntüleri üzerinde Demons algoritmasını 

CUDA ile hızlandırmışlardır. CPU’ya göre 100 kata ka-

dar hızlanma elde etmişlerdir.  

Huang ve diğerleri [72] 2011 yılında yaptıkları çalışmada 

3B MR görüntülerinde görüntü çakıştırma için popüler 

bir yöntem olan istatistiksel parametre haritalama yönte-

mini CUDA kullanarak paralelleştirmişlerdir. 643, 1283, 

2563 boyutlarında görüntülerde uygulama gerçekleştiril-

miştir. Çalışmada 14 kata kadar hızlanma sağlanmıştır. 

Aynı yıl yayınlanan başka bir çalışmada Ruijters ve di-

ğerleri [73] görüntü çakıştırmada B-spline tabanlı esnek 

bir yöntem kullanmışlardır. İç cerrahide bölgesel hare-

ketli biyomedikal görüntüler esnek görüntü çakıştırma 

kullanılarak telafi edilebilir. Çalışmada paralel işlemci 

gücü kullanılarak esnek çakıştırma işlemi GPU ile hız-

landırılmaktadır. Bunun için benzerlik ölçümü ve türev-

lerin hesaplanması kullanılmaktadır. 3B görüntüler 

üzerinde GPU ile 50 kat hızlanma sağlanmıştır. Gerçek 

zamanlı bir uygulamada Park ve diğerleri [74] GPU kul-

lanmışlardır. İteratif en yakın nokta ve iteratif izdüşüm 

noktası tekniklerini kullanarak CPU işlem zamanını ölç-

mektedirler. İteratif izdüşüm noktası tekniğini CUDA 

kullanarak paralelleştirmişler ve CPU ile GPU işlem za-

manını karşılaştırmışlardır. Aynı tekniğin CUDA uygu-

lamasında  yaklaşık 10 kat hızlanma sağlanmıştır. 

2012’de Osama ve diğerleri [75] 2B ve 3B röntgen gö-

rüntüleri üzerinde CUDA kullanarak çakıştırma işlemini 

paralelleştirmişlerdir. Çakıştırmada görüntüleri 0 ile 20 

derece arasında çevirerek düzeltmektedirler. Paralelleş-

tirmede iki farklı algoritma kullanmışlardır. İlk algorit-

mada çevirme işlemi GPU’da gerçekleştirilirken, 

benzerlik ölçümü adımı CPU üzerinde çalıştırılmaktadır. 

İkincide ise hem çevirme işlemi hem de benzerlik ölçümü 

adımı GPU üzerinde çalıştırılmaktadır. 3B görüntülerde 

12 kata kadar hızlanma elde edilmiştir.  Sah ve diğerleri 

[76] yine aynı yılda yaptıkları çalışmada çakıştırma için 

öteleme, döndürme ve ölçeklendirme işlemlerini FFT 

(Fast Fourier Transform) kullanarak uygulamışlardır. 

CUDA ve OpenCL ile FFT kütüphanelerini kullanarak 

paralelleştirme gerçekleştirmişlerdir. CUDA ile 345, 

OpenCL ile 116 kata kadar hızlanma elde etmişlerdir. 

CUDA ile OpenCL’e göre daha iyi sonuç alınmasının kü-

tüphanesinde kullanılan komutların optimizasyonunun 

daha iyi olmasından kaynaklandığı öne sürülmüştür. Ça-

lışma frekans modülasyonu kullanılan örneklerdendir. 

2013 yılında Lu [77] Affine dönüşümünü CUDA uygu-

laması ile hızlandırmış ve gerçek zamanlı uygulamalarda 

kullanılabileceğini belirtmiştir. 255 kata kadar hızlanma 

elde edilmiştir. Yine aynı yılda Marchelli ve diğerleri 

[78] çalışmalarında CUDA’nın Thrust kütüphanesini 

kullanarak görüntü çakıştırma işlemini gerçekleştirmek-

tedirler. Uygulamalarında bellekleri etkin bir biçimde 

kullanmaktadırlar. Uygulamalarını farklı NVIDIA kart-

larında çalıştırmışlar ve sonuçları karşılaştırmışlardır. 1 

MB’lık veriyi yaklaşık 1 ms’de işlemişlerdir. Zhang ve 

diğerleri [79] 2014 yılında yaptıkları çalışmada görüntü 

çakıştırma işlemi için esinleştirme ve ayrıntılandırma 

(coarse-to-fine) yaklaşımı kullanmaktadırlar. Algoritma-

nın hızlandırılması amacıyla GPU kullanılmaktadır. 
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Yüksek çözünürlüklü görüntülerde algoritma çalıştırıl-

mış ve farklı yöntemlerle olan sonuçlar verilmiştir. İş-

lemlerin çoğunda GPU uygulamasında CPU'ya göre 

hızlanma sağlanmıştır. Li ve diğerleri [80] 2015 yılında 

yayınlanan çalışmalarında görüntü çakıştırma işlemini 

GPU ile paralelleştirmişlerdir. Çalışmada 5 farklı kore-

lasyon oranı tabanlı metot geliştirmişlerdir. Geliştirdik-

leri algoritmaları Fermi, Kepler ve Maxwell 

mimarilerinde çalıştırmışlardır. CPU uygulamasına göre 

4 GPU ile 55 kata kadar hızlanma elde etmişlerdir. 145 

saniye olan görüntü çakıştırma süresini 2.6 saniyeye ka-

dar indirmişlerdir. 

Görüntü çakıştırma görüntü işleme alanları içerisinde 

nispeten yeni olan ve halen de üzerinde çalışılan alanlar-

dandır. Bu nedenle bu konu geliştirilmeye açıktır ve ya-

pılabilecek çalışmalar bulunmaktadır. GPU ile 

paralelleştırmede farklı algoritmalar üzerinde uygulama-

ların yapıldığı görülmektedir. Yapılan çalışmalar algorit-

maların GPU ve CUDA kullanılarak paralelleştirilmesi 

sonucunda çok yüksek oranlarda hızlanma elde edildiğini 

göstermektedir. Görüntü çakışma algoritmalarında amaç 

bir resim üzerinde belli bir modelin aranması olmaktadır. 

Seri işlemlerde aranan modelin büyük resim üzerinde 

aranması sırasında genellikle algoritmanın daha az za-

man alması için resim belli oranlarla küçültülerek arama-

lar gerçekleştirilmektedir. Bu bakımdan GPU tüm 

piksellerde aynı işlemi eşzamanlı gerçekleştirdiğinden 

algoritmanın küçük iş parçalarına ayrılması kolay ve veri 

miktarı büyük olduğundan elde edilen hızlanmalar da 

yüksek olmaktadır. GPU kartlarının çekirdek sayılarının 

artarak güçlendiğini düşünürsek görüntü çakıştırma ala-

nında GPU kullanımı hız açısından çok büyük avantaj 

sağlayacaktır.  

4.5. Görüntü Sınıflandırma (Image Classification) 

Sınıflandırma birçok bilim dalında bir karar verme işle-

midir. Görüntü sınıflandırması görüntünün çeşitli özel-

liklerini analiz eder ve onları kategorilere ayırır. Görüntü 

sınıflandırma teknikleri kullanılırken iki farklı yaklaşım 

vardır [81]. Bunlardan birincisi piksel tabanlı görüntü sı-

nıflandırma yaklaşımıdır. Bu yaklaşım eğitimli ve eği-

timsiz görüntü sınıflandırma olarak ikiye ayrılmaktadır. 

Bu sınıflandırma yaklaşımında görüntü üzerindeki piksel 

değerlerinden çeşitli algoritmalar kullanılarak sınıflan-

dırma gerçekleştirilir. Diğeri ise nesne tabanlı (object-ba-

sed) görüntü analizi kullanarak yapılan sınıflandırmadır 

[82]. Bu yaklaşımla eldeki görüntülerin sınıflandırılması 

için diğer görüntü işleme teknikleri kullanılmaktadır. 

Komşu pksellerin gruplandırılması ve nesnelerin ölçek-

lerine göre ayarlanması işlem basamakları içerisinde yer 

alır. Sınıflandırma için genellikle diğer görüntü işleme 

tekniklerinden bir veya birkaçı uygulanır. Bu bölümde 

görüntü sınıflandırma konusundaki CUDA uygulamala-

rına yer verilmiştir. 

Görüntü işleme üzerinde sınıflandırma yapan ilk çalışma 

2011 yılında yapılmıştır. Gumbau ve diğerleri  [83] sınıf-

landırma konusunda farklı bir uygulama yapmışlardır. 

Ağaçların türlerinin tespit edilmesi konusunda ağaçlar-

dan elde edilen görüntüleri kullanmışlardır. Bu görüntü-

lerden ağaç türleri belirlenmektedir. Algoritmanın daha 

hızlı çalışması için GPU kullanılmaktadır. Başka bir ça-

lışmada ise Cesnovar ve diğerleri [84] gökyüzü görüntü-

lerini sınıflandırmaktadırlar. Yapısal benzerlik tabanlı 

algoritmalarını CUDA kullanarak paralelleştirmişlerdir. 

Gabor filtrelerini ve hızlı Fourier dönüşümünü kullan-

mışlardır. Algoritmalarında paylaşımlı belleğin kullanıl-

dığı ve kullanılmadığı algoritmalar bulunmakta ve ayrı 

ayrı değerlendirilmektedir. Ortalama 39 kat hızlanma 

elde etmişlerdir.  

Haythem ve diğerleri [85] 2014 yılında frekans dönüşü-

münün sınıflandırmada kullanıldığı bir çalışma yapmış-

lardır. Çalışmalarında görüntülerde nesne tanıma için 

Fourier dönüşümünü kullanmışlardır. İki boyutlu renkli 

görüntülerde nesne tanımayı CUDA kullanarak hızlan-

dırmışlardır. CUDA’nın cuFFT kütüphanesini kullan-

mışlar ve 142 kata kadar hızlanma elde etmişlerdir. Aynı 

yıl Ganiau ve Onchiş [86] yaptıkları çalışmada bazı algo-

ritmaları GPU'da paralelleştirmişlerdir. Dijital görüntü 

analizi yapan pek çok kullanım yerinde hızlı ve doğru 

yüz tanıma sistemine ihtiyaç duyulmaktadır. Bu çalış-

mada yüz tanıma noktalarının işaretlemesinde kullanılan 

Gabor kareleri GPU kullanılarak paralelleştirilmiştir. 

Matris çarpımı, FFT, kenar yakalama, yüz tanıma algo-

ritmaları GPU'da çalıştırılmıştır. Matris çarpımında 48 

kat, FFT'da 10 kat, kenar yakalama algoritmasında 9 kat, 

yüz tanıma algoritmasında 5 kat hızlanma sağlanmıştır. 

Werff ve Bakker [87] çalışmalarında görüntü sınıflan-

dırma için en çok kullanılan mesafe ölçme algoritmala-

rını kullanmışlardır. Çalışmada Öklit uzaklığı ve iki 

vektörün benzerliği olmak üzere iki farklı algoritma kul-

lanılmaktadır. Bunların GPU uygulamaları çalıştırılmış 

ve sonuçları çalışmada verilmiştir. Verilen sonuçlarda 

GPU'ya veri transferinin ne kadar zaman aldığı ayrıca ve-

rilmektedir. Çalışma zamanı veri transferleri ve kernel 

süresi olarak ayrıca belirtilmektedir.  İki vektörün ben-

zerliği (spectral angle) metodu ile Öklit uzaklığına göre 

daha iyi hızlanma sağlanmıştır. 

Lopez-Fandino ve diğerleri [88] 2015 yılındaki çalışma-

larında aşırı öğrenme makinelerini (Extreme machine le-

arning) [89, 90] kullanan bir sınıflandırma 

gerçekleştirmişlerdir. Sınıflandırmada destek vektör ma-

kinelerini kullanmışlardır. Tıbbi görüntüler üzerinde aşırı 

öğrenme makinelerini kullanarak sınıflandırmayı GPU 

ile hızlandırmışlardır. OpenMP ile çok çekirdekli işlemci 

ile karşılaştırıldığında 5,9 kata kadar hızlanma elde et-

mişlerdir.  Çalışma aşırı öğrenme makinesi algoritması-

nın GPU ile hızlandırıldığı karşılaşılan tek çalışmadır. 

Görüntü sınıflandırma konusunda elde edilen çalışma-

larda farklı algoritmaların ve farklı yaklaşımların kulla-

nıldığı görülmektedir. Çalışmaların bir kısmında ise 

piksel tabanlı sınıflandırma yaklaşımı ile görüntü sınıf-

landırma işlemi CUDA kullanılarak paralelleştirilmiştir. 

Bu çalışmalarda Öklit uzaklığı, iki vektörün benzerliği, 

destek vektör makineleri gibi çok kullanılan algoritmalar 

üzerinde uygulama yapıldığı görülmektedir. Bazı çalış-

malarda ise sadece sınıflandırma aşaması değil görüntü 
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işleme sürecinin tüm aşamalarında CUDA kullanılmak-

tadır. Çünkü görüntü sınıflandırma her ne kadar bir gö-

rüntü işleme alanı olsa da bu adım genellikle görüntü 

işlemenin son adımıdır ve yapılan uygulamalarda gö-

rüntü işlemenin GPU ile paralelleştirildiği ve elde edilen 

sonuçlardan sınıflandırma yaparak bir yargıya varıldığı 

görülmektedir. Bu çalışmaların sayısı az da olsa bundan 

sonra yapılacak olan çalışmalara ışık tutmaktadır. Çünkü 

CUDA kullanımının artık gerçek uygulamalar için kulla-

nılması ve sonuç elde edilebilecek çalışmalarda hızlanma 

sağlaması mümkün olabilmektedir. Uygulamalar genel-

likle nesne tanıma işlemlerinin farklı alanlarda ve farklı 

algoritmalar kullanılarak GPU paralelleştirmesi olup hız-

lanma oranları çalışmaya göre farklılık göstermektedir. 

4.6. Diğer Uygulamalar (Other Applications) 

Bu bölümde görüntü işleme konusunda GPU kullanılan 

CUDA uygulamalarından yukarıdaki konu başlıkları dı-

şında yapılan çalışmalar incelenmiştir. 

Shi ve diğerleri [91] 2012 yılında GPU ullanılan tıbbi gö-

rüntü işleme tekniklerini kullanan çalışmaları incelemiş-

lerdir. Çalışmaları bölütleme, çakıştırma ve görüntüleme 

olarak üç gruba ayırmışlardır. Her bir grupta kullanılan 

algoritmaların ne tür veriler üzerinde kullanıldığını ve 

elde edilen sonuçları karşılaştırmışlardır. 

İncelenen çalışmalarda 2014 yılında yayınlananlar şu şe-

kildedir: Sugimoto ve diğerleri [92] çalışmalarında desen 

(texture) tabanlı hacim kaplama (volume rendering) me-

totlarından ışın izleme (ray-casting) tekniğini ön belleği 

kontrollü kullanarak GPU ile hızlandırmışlardır. Çünkü 

GPU mimarisinde işlemci ve hafıza birimlerinin kullanı-

mında ön bellek optimizasyonu performansı arttırmada 

çok önemlidir. Önerilen metotta doku bellek kullanımı 

belirlenmiş ve iş parçacığı bloklarının genişlik ve yük-

sekliği dinamik olarak seçilmiştir. Elde edilen sonuçlara 

göre 2,2 kat hızlanma görülmüştür. Nam ve diğerleri [93] 

yaptıkları çalışmada makro öznitelikler kullanarak gö-

rüntü üzerinde hareket algılama ve nesne yakalama iş-

lemi gerçekleştirmektedirler. Standart insan algılama 

algoritması geliştirilerek daha kısa zaman alan bir algo-

ritma oluşturulmuştur. Bu iki algoritmanın da GPU uy-

gulaması gerçekleştirilmiş ve hızları karşılaştırılmıştır. 

Önerilen algoritma hem CPU'da hem de GPU'da daha 

hızlı çalışmaktadır. Liu ve diğerleri [94] çalışmalarında 

yeni bir merkez çizgi çıkarma algoritması önermektedir-

ler. Merkez çizgi çıkartma şekil analizi, geometri işleme, 

sanal endoskopi gibi farklı görüntüleme uygulamalarında 

önemli bir yer almaktadır. Merkez çizgi nesnelerin uzun-

luklarının ölçülmesini sağlar. 3B şekillerde merkez çiz-

ginin bulunması yeteri kadar hızlı 

gerçekleştirilememektedir. Bu nedenle CPU üzerinde ça-

lışan seri metotların performansı sınırlıdır. Bu çalışmada 

GPU üzerinde çalışan yeni bir paralel merkez çizgi çı-

karma algoritması uygulanmıştır. Bu yeni algoritma var 

olan Brute Force algoritmasından daha iyi sonuç vermiş-

tir. [90] ve [91] çalışmalarında sadece GPU uygulaması 

yaparak onun sonuçlarını karşılaştırmamış kendi algorit-

malarını önermişler ve bu algoritmayı GPU ile hızlandır-

mışlardır. Kütüphane kullanarak uygulama yapan 

çalışma örneklerinden biri de Zhang ve diğerlerinin [95] 

yaptıkları çalışmadır. Geniş veri setleri üzerinde uzaysal 

koordinatları toplama işlemi gerçekleştirmişlerdir. Çok 

çekirdekli CPU’lar ve GPU üzerinde uygulama çalıştırıl-

mış ve elde edilen sonuçlar verilmiştir. Paralelleştirme 

CUDA platformunda gerçekleştirilmiş ve CUDA kütüp-

hanelerinden olan Thrust kütüphanesi kullanılmıştır. 

Galizia ve diğerleri [96] 2015 yılında yaptıkları çalış-

mada heterojen sistemler üzerinde çalışmışlardır. Mo-

dern yüksek başarımlı hesaplama sistemleri çoklu 

çekirdekli CPU, çoklu GPU'lar ve FPGA'lardan oluşan 

heterojen sistemlerden oluşmaktadırlar. Bu sistemlerde 

performans açısından iyi yazılımlar geliştirmek daha zor-

dur. Bu çalışmanın amacı GPU kümelerinde görüntü iş-

leme çalışmalarını yapmak amacıyla PIMA(GE)2 

kütüphanesi ve Paralel Görüntü İşleme GEnoa kütüpha-

nesini kullanmaktır.  Bu kütüphane geleneksel kümeleri 

MPI ile, GPU'ları ise CUDA ile kullanabilmektedir.  Bu-

rada ilk hedef GPU kümelerini tanımak olmaktadır. Kü-

tüphane operasyonları seri arayüzlerle tanımlanmış ve 

paralel işleme kullanıcıdan gizlenmiştir. Çalışmada kü-

tüphanenin geliştirilmesi yaklaşımı daha öne çıkmış ve 

tek GPU'ya göre işlem zamanı açısından %30'luk bir ka-

zanç elde edilmiştir. Quin ve diğerleri [97] çalışmala-

rında video görüntülerinde arka zemin çıkarmayı GPU ile 

hızlandırmışlardır. Arka zemin çıkarma yöntemi ile hare-

ket eden nesneleri tespit etmektedirler. Bunun için Gabor 

filtresini kullanmışlardır. Gabor filtresi kullanılarak ve 

kullanılmadan video görüntülerinde arka zemin çıkarma 

yöntemi ile hareket algılaması gerçekleştirmişlerdir. 

Gabor filtresi uygulanmadan 10 kat hızlanma sağlanır-

ken, Gabor filtresi ile 14.5 kat hızlanma elde edilmiştir. 

Parmak izi tanıma konusunda CUDA ile paralelleştir-

mede literatürde iki çalışmaya rastlanmıştır. Her iki ça-

lışmada da parmak izi tanıma algoritması CUDA 

kullanarak paralelleştirilmektedir. Lastra ve diğerleri 

[98] algoritmalarını tek GPU ile 15 kat, birden fazla GPU 

kullanarak ise 54 kat hızlandırmışlardır. Cappeli ve di-

ğerleri ise [99] GPU ile hızlandırmada saniyede 35 mil-

yon parmak izi taramışlardır. 

Stereo görüntüler üzerinde derinlik haritası çıkarma işle-

minin GPU uygulamasına literatürde 2016 yılında karşı-

laşılmıştır. Hernandez-Juarez ve diğerleri [100] derinlik 

haritası çıkarılmasında semi global matching algoritma-

sını kullanmışlar ve GPU ile daha önce yapılan çalışma-

lardan iyi sonuçlar almışlardır. 640X480 çözünürlükteki 

görüntülerde 128 seviyeli derinlik haritası çıkarmada sa-

niyede 48 kare (frame) işleme hızına ulaşmışlardır. Algo-

ritmalarında paylaşımlı hafıza kullanmışlardır. Stereo 

görüntüler üzerinde derinlik haritası çıkarırken GPU kul-

lanan başka bir uygulamayı Wang ve diğerleri [101] yap-

mışlardır. 20 kata kadar hızlanma elde etmişlerdir. 

Bu bölümde incelenen çalışmalar kullanılan algoritmalar 

ve yöntemler açısından CUDA kullanımının farklı örnek-

leridir. Yapılan çalışmalarda algoritmaların paralelleşti-

rilmesi kazancın yüksek olmamasına rağmen önemlidir. 

Kazancın artırılması için bundan sonra yapılacak çalış-
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malar için rehber niteliğinde kullanılabilecek çalışmalar-

dır. Ayrıca Zhang ve diğerlerinin [95] 2014 ve Galizia ve 

diğerlerinin [96] ise 2015 yılında yaptıkları çalışmada 

kütüphaneler kullanılmaktadır. GPU programlamada bir 

algoritmanın piksel düzeyinde paralelleştirilmesi hem 

zor hem de uzun bir çalışma gerektiren bir iştir. Görüntü 

işlemede kullanılan gerçek bir uygulama için pek çok al-

goritma (gürültü temizleme, bulanıklaştırma, keskinleş-

tirme, bölütleme, çakıştırma, sınıflandırma vb.) 

kullanmak gerekmektedir. Bu nedenle gerçek uygulama-

larda GPU kullanımı uzun bir süreç gerektirmektedir. 

 

 

Çizelge 2. GPU ve CUDA kullanılan paralel görüntü işleme çalışmaları özeti (Summary of parallel image processing studies 

using GPU and CUDA) 

Görüntü 

İşleme Alanı  

Görüntü İşleme Tekniği Çalışma Maksimum 

hızlanma oranı 

Görüntü 

geriçatma 

İleri ve geri izdüşüm [22] Vazquez ve diğ., 2010 40 

[23] Noel ve diğ., 2010 1.6 

[24] Zhengz ve diğ., 2010 Belirtilmemiş 

[25] Herraiz ve diğ., 2010 72 

[29] Blas ve diğ., 2014 3 

İteratif geriçatma [26] Xu ve diğ., 2010 Belirtilmemiş  

[28] Palenstjin ve diğ., 2011 Belirtilmemiş 

İteratif izdüşüm, hareket ve yön doğrulama [30] Flores ve diğ., 2013 19 

[31] Flores ve diğ., 2014 4 

[32] Feng ve diğ., 2013 6 

3B geriçatma [33] Li ve diğ., 2010 240 

FDK algoritması [34] Okitsu ve diğ., 2010 24 

[35] Scherl ve diğ., 2012 22 

Stereo tabanlı yüzey eleman algoritması [36] Chang ve diğ., 2011 100 

Adaftif en küçük dikdörtgen kapama yöntemi [37] Jiang ve diğ., 2012 200 

WBP ve SIFT [38] Aqullerio ve diğ., 2012 2 

Izgaralama algoritması [39] Yang ve diğ., 2013 7.5 

Monte Karlo [41] Monte ve diğ., 2013 Belirtilmemiş 

Yayılım ağırlıklı görüntüleme [44] Cahang ve diğ., 2014 490 

3B modelleme [45] Orts-Escolano ve diğ., 2015 180 

Görüntü 

iyileştirme 

 

Gürültü temizleme [46] Huhle ve diğ., 2010 Belirtilmemiş 

[47] Sanchez ve diğ., 2013 30 

Kontrast iyileştirme [48] Urena ve diğ., 2013 10 

Laplace keskinleştirme [49] Ma ve diğ., 2014 6.8 

Sobel filtresi [50] Saha ve diğ., 2016 11 

Görüntü 

bölütleme 
 

Bölge büyütme [53] Pan ve diğ., 2008 2.5 

Bulanık mantık [54] Zhuge ve diğ., 2009 14 

Markov rasgele alan metodu [56] Sui ve diğ., 2012 10 

Gradient tabanlı kenar yakalama [57] Pernil ve diğ., 2013 8 

Çeşitli yöntemler [58] Ozdemir ve Altılar, 2014 6.5 

[59] Alvarado, 2014 8 

[61] D’ambra ve diğ., 2016 14 

Faz kontrast [60] Bergen ve diğ., 2015 20 

Jacobi ve Gauss-Seidel algoritmaları [66] D’ambra ve Pilippone, 2016 14 

Hough algoritması [67] Diaz-Pernil ve diğ., 2016 Belirtilmemiş 

K-means algoritması [68] Jaros ve diğ., 2017 Belirtilmemiş 

Görüntü 

çakıştırma 

Demons [70] Ozcelik ve diğ., 2008 55 

[71] Gu ve diğ., 2010 100 

Haritalama [72] Huang ve diğ., 2011 14 

B-spline tabanlı esnek çakıştırma [73] Rujiters ve diğ., 2011 50 

İteratif izdüşüm [74] Park ve diğ., 2011 10 

FFT [76] Sah ve diğ., 2012 345 

Affine dönüşümü [77] Lu, 2013 255 

Korelasyon oranı [80] Li ve diğ., 2015 55 

Görüntü 
sınıflandırma 

Gabor filtresi [84] Cesnovar ve diğ., 2011 39 

Fourier dönüşümü [85] Haythem ve diğ., 2014 142 

Çeşitli yöntemler [86] Ganiau ve Onchis, 2014 48 

Öklit uzaklığı [87] Werff ve Bakker, 2014 Belirtilmemiş 

Destek vektör makinaları [88] Lopez-Fandino ve diğ., 2015 6 

Diğer Işın izleme [92] Sugimoto ve diğ., 2014 2.2 

Merkez çizgi çıkarma [94] Liu ve diğ., 2014 Belirtilmemiş 

Parmak izi tanıma [98] Lastra ve diğ., 2015 54 

[99] Cappeli ve diğ., 2014 Belirtilmemiş 

Derinlik haritası çıkarma [100] Hernandez-Juarez ve diğ., 2016 10 

[101] Wang ve diğ., 2016 20 
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GPU programlamada oluşturulan kütüphaneler standart 

algoritmaların kütüphanelerden kullanılmasını 

sağlayarak bu sürecin kısalmasını sağlamaktadır. GPU 

programlamada CUDA platformu kullanılan ve yukarıda 

detaylı bir şekilde incelenen paralel görüntü işleme 

çalışmaları ve teknikleri Çizelge 2’de özetlenmiştir.   

Çizelge 2’de görüldüğü gibi CUDA platformunda GPU 

kullanılarak paralel görüntü işleme ile ilgili görüntü 

geriçatma, iyileştirme,  bölütleme, çakıştırma ve 

sınıflandırma alanlarında çalışmalar yapılmıştır. Bu 

alanlar arasında en fazla çalışmanın görüntü geriçatma 

alanında olduğu görülmektedir. Bu alanda yapılan 

çalışmalar incelendiğinde ise ileri ve geri izdüşüm 

tekniğinin en fazla tercih edildiği görülmektedir. Diğer 

alanlarda ise öne çıkan bir tekniğin olmadığı 

görülmektedir. Hızlanmanın en yüksek olduğu çalışma 

da yine görüntü geriçatma alanında olmaktadır. 

 

5. SONUÇ (CONCLUSION) 

Son yıllarda GPU programlama her alanda kullanılmaya 

başlamıştır. CUDA, GPU programlamada en çok 

kullanılan platformdur. GPU programlama her alanda 

kullanılmakla beraber doğası gereği veri paralelliği 

içeren uygulamalar için daha iyi sonuçlar vermektedir. 

Görüntü işleme, her piksel üzerinde aynı işlemin 

yapılmasından dolayı veri paralelliği içeren 

algoritmaların en çok kullanıldığı alanlardan biridir. Bu 

çalışmada görüntü işlemede CUDA platformu kullanılan 

GPU programlama uygulamaları incelenmiştir. CUDA 

platformu GPU kullanarak paralel programlama 

uygulaması gerçekleştirmeyi sağlamaktadır. Paralel 

programlama bir programın daha kısa sürede 

çalıştırılmasını sağlamaktadır. GPU kullanmanın asıl 

amacı CPU’nun performansını artırmaktır. Performansın 

artırılması için GPU programlamada donanım kullanımı 

ve hafıza yönetimi konusuna dikkat edilmesi 

gerekmektedir.  İncelenen çalışmalarda hızlanmanın çok 

az olduğu çalışmalar bulunmakla birlikte 490 kata kadar 

hızlanma sağlanan çalışmalar da bulunmaktadır.  

GPU programlamada paylaşımlı hafıza kullanımı 

hızlanmayı artıran önemli etkenler arasındadır. Görüntü 

işleme uygulamalarında hızlanmaya etki eden bir diğer 

unsur çözünürlük olmaktadır. Yapılan çalışmalarda 

görülmektedir ki GPU uygulamalarında çözünürlük 

arttıkça elde edilen hızlanma oranı da artmaktadır.  

Hızlanmanın olumsuz olarak etkilendiği noktalardan biri 

CPU’dan GPU’ya ve GPU’dan CPU’ya veri aktarımı için 

geçen süredir. Yapılan işlemin durumuna bağlı olarak 

veri aktarımı için geçen sürenin işlem süresine oranı çok 

yüksek olabilmektedir. Buna rağmen yapılan tüm 

çalışmalarda önemli oranlarda hızlanma elde edilmiştir. 

GPU kullanımı ile elde edilen sonuçlar 

değerlendirildiğinde son dönemlerde yapılan 

çalışmalarda çok yüksek oranlarda hızlanma elde 

edilmiştir. Bu durumun hem donanımsal hem de 

yazılımsal nedenleri bulunmaktadır. Donanımsal olarak 

son dönemlerde GPU gelişimi çok hızlı olmuştur. 

GPU’ların içerdiği çekirdek sayısı çok yükselmiş, her bir 

SM içerisindeki çift hassasiyetli kayan nokta mimarisi 

gelişmiş, bellek miktarları artmış ve CPU ile GPU 

arasındaki veri iletişimi hızlanmıştır. GPU’nun hızlanma 

oranı CPU’ya göre çok daha yüksek olmuştur. Yazılımsal 

olarak da hem CUDA platformunun yetenekleri 

arttırılmış, hem de açık olarak kullandırılan kütüphaneler 

arttırılmıştır. Bunun yanında çalışmalarda 

gerçekleştirilen algoritmalarda GPU’nun yetenekleri 

daha iyi kullanılmaya başlanmıştır. Çekirdeklere işlerin 

paylaştırılması ve bellek kullanımı ile uygulamalarda 

paralellik daha etkin bir şekilde kullanılmaktadır. 

GPU programlamada algoritmaların başarılı olarak 

paralelleştirilmesi için GPU donanımının iyi bilinmesi 

gerekmektedir. Bu, donanımlarla ilgili darboğazların 

aşılması açısından önemlidir. Geliştirilecek 

algoritmaların performansının yüksek olması için, 

görüntüleri piksel ve bit seviyesinde işlenmesine hakim 

olmayı gerektirecek düzeyde uzmanlık gerekmektedir. 

Görüntü işleme ile ilgili araç ve kütüphanelerin gelişmesi 

sayesinde kullanıcılar uzman olmasalar bile GPU ve 

CUDA teknolojilerini verimli bir şekilde 

kullanabileceklerdir. Son dönemlerde CUDA 

kullanımını yaygınlaştırmak amacıyla üst düzey 

programlamayı destekleyen araçlar geliştirilmekte ve 

bazı kütüphaneler oluşturulmaktadır.  

Görüntü işlemede incelenen alanlar içerisinde görüntü 

geriçatma alanı en verimli uygulamaların bulunduğu 

alandır. Hızlanmaların en yüksek olduğu alan olmasının 

temel nedeni bu alanda kullanılan algoritmaların 

paralelleştirmeye çok uygun olmasıdır. Hızlanmanın 

yüksek olduğu diğer alan ise görüntü çakıştırmadır. 

Bunun nedeni ise çakıştırma işlemlerinde aynı işlemin 

farklı veriler üzerinde tekrarının yüksek olması ve bu 

nedenle işlem zamanın fazlalığıdır. Bu algoritmalarda da 

paralelleştirme sonucu kazancın yüksek olduğu 

görülmektedir. İki alanda da GPU’ların donanımları daha 

verimli çalışmaktadır. 

Gerçek zamanlı görüntü işleme uygulamalarında yüksek 

performanslı yöntemlere ihtiyaç duyulmaktadır. Bu 

kapsamda görüntü işleme için kullanılan diğer 

paralelleştirme tekniklerinin araştırılması ve bu konuda 

yapılan çalışmaların incelenmesi gelecekte yapılabilecek 

çalışmalardandır. GPU ile paralelleştirilen çalışmaların 

optimize edilerek hızlandırılması gerçek zamanlı 

uygulamalarda kullanılmasını sağlayacaktır. Optimize 

için CPU ve GPU arasında veri iletişim sürelerinin 

kısaltılması ve paylaşımlı hafıza kullanımının arttırılması 

sağlanabilir. Görüntü işlemede yaygın olarak kullanılan 

OpenCV kütüphanesinin CUDA fonksiyonlarının 

arttırılması ve optimizasyonun yapılması ile CUDA 

konusunda uzman olmayanların bu kütüphaneyi 

kullanım oranı artacaktır.   
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