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Anahtar Kelimeler

Yapay Zekd

Eksik Veri Tamamlama
Giirtiltii Tespiti ve Onarimi
Yapay Sinir Aglart

k-En Yakin Komsular(KNN)
Sezgisel KNN

Ozet: Yapay zeka, giiniimiizde bir¢ok problemin ¢éziime kavusturulmasinda basrol
oynamaktadir. Su an ki konum itibariyle en degerli maden haline gelen veri, bilginin
olusmasindaki asil kaynaktir. Bilgiyi elde etme siireci goz dniine alindiginda, kaliteli
bir bilgiyi elde etmek i¢in ise verinin incelenmesi, analiz edilmesi ve islenmeye hazir
hale getirilmesi gerekmektedir. Veri analiz siirecinde karsilagilan problemlerin
basinda, eksik ya da giiriiltiilii/hatali verilerin tespit edilmesi ve diizeltilmesi
gelmektedir. Bu calismada eksik ve giriltiili verilerin tespit edilmesi ve
diizeltilmesi amaciyla yapay zeka tabanl ¢alisan, 6zgiin ve giicli bir veri yonetim
arac1 gelistirilmistir. Bu ara¢ sayesinde veri setlerinin analiz edilmesi, bu veri
setlerindeki eksik ve giriltili verilerin tespit edilmesi ve diizeltilmesi
saglanacaktir. Gelistirilecek yazilim aracinin 6zgiinligi ise eksik ve giriltili
verileri dizeltme siirecinde modern, giiclii ve melez yapay zeka algoritmalarini
kullanacak olmasidir.

Artificial Intelligence Based Big Data Management Tool
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Abstract: Today, artificial intelligence plays a leading role in solving many
problems. Data, which has become the most valuable mine in terms of the current
location, is the main source of information. When the process of obtaining
information is taken into consideration, in order to obtain a quality information, the
data must be examined, analyzed and made ready for processing. One of the
problems encountered during the data analysis process is the identification and
correction of missing or noisy / incorrect data. In this study, a unique and powerful
data management tool based on artificial intelligence will be developed in order to
detect and correct missing and noisy data. With this tool, data sets will be analyzed,
missing and noisy data in these data sets will be detected and corrected. The
originality of the software tool to be developed is that it will use modern, powerful
and hybrid artificial intelligence algorithms in the process of correcting missing and
noisy data.
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1. Giris

Teknolojik gelismelerin en hizh yasandign ve
hissedildigi alanlarin basinda yapay zeka gelmektedir.
Yapay zekanin gelisimi lizerinde etkili olan baslica
Ogelerden biri ise veridir. Veri, gegmisten gliniimiize
bilginin olusmasindaki asil kaynaktir. Insanin bir
hiicresinde tutulan verinin terabaytlar mertebesinde
oldugu diistiniildiigiinde biyolojik olarak insanin veri
depolama kapasitesinin gilintimiiz teknolojisinden
istiin oldugu sdylenebilir. Bunun yaninda veri isleme
teknolojisinde son yillarda yasanan gelismeleri goz
ard1r etmek miimkiin degildir. Cok ¢ekirdekli, paralel
islem yapabilen, yliksek hizl1 ve biiyiik kapasiteli yeni
nesil islemciler yaninda veriyi bilgiye doniistiirmede
insan ve diger canlilara benzer karar mekanizmalari
kullanan algoritmalar sayesinde ¢ok giiclii veri
madenciligi araglar1 gelistirilmektedir. Sirketler
triinlerinden daha fazla kazang¢ elde edebilmek,

calismalarinda  verimliligi artirmak ve karar
mekanizmalarnini  giiglendirebilmek  i¢cin  veri
madenciligi icin gelistirilmis araglardan

faydalanmaktadirlar. Bu siiregte veri kalitesi ve
bitlinliigii i¢in harcadiklar1 zamani ve biitceyi
artirmaktadirlar. Bunun nedeni, veri Kkalitesi ve
biitiinligiiniin firmalara katmakta oldugu degerin fark
yaratmasidir [1].

Yapay zekanin bir alt disiplini olan veri madenciligi
teknolojik gelismelerden etkilenerek buylik veri
madenciligine evrilmistir. Bu degisimin temelinde ise
internet-tabanlh alis-veristen uzay araglari ile yapilan
haberlesmeye, endiistriyel otomasyon
uygulamalarindan sosyal medya uygulamalarina
kadar sayisiz alanda biyiik bir veri yiginin ortaya
¢ikmasi ve bunlarin elektronik ortamda saklanmasi
ihtiyac1 gelmektedir. Yarn iletken teknolojisindeki
gelismeler, veriyi depolama ve isleme kapasitesi
yiksek elektronik  malzemelerin iretilmesini
saglamistir. Verideki ve islem yapma kapasitesindeki
artis ise veriyi isleyerek anlamli bilgiye dontistirmede
kullanilan yapay zeka algoritmalarinin tekrar gézden
gecirilmesine neden olmustur. Ge¢miste, giinlimize
kiyasla kiiciik sayilabilecek veri yiginlar1 tizerinde
etkili sonuclar treten algoritmalar bugiin ise biyiik
veri isleme gereksinimini ayni sekilde
karsilayamamaktadirlar. Giiniimiizde biiyiik veriyi
isleyerek en kisa siirede en uygun sonucu bulmak
giderek zor bir hale gelmistir. En uygun sonug, kabul
edilebilir bir maliyet ile en kaliteli olan sonuctur.
Basarili bir veri madenciligi i¢in veriyi isleyecek
algoritmadan daha oOnemlisi verinin kendisidir.
Verinin, problem uzaymi homojen bir sekilde
orneklemesi ve dogru olmasi gerekir. Yani basaril bir
veri madenciligi etkisi elde etmek icin kaliteli bir
veriye ihtiyac¢ vardir. Kaliteli bir veriyi elde etmek i¢in
ise verinin incelenmesi, analiz edilmesi ve islenmeye
hazir hale getirilmesi gerekir. Veri analiz siireci,
bilimsel arastirma siirecinin ve veri madenciliginin en
onemli basamaklarindan biridir. Bu siirecte toplanan

veriler amaca en uygun istatiksel, matematiksel ya da
yapay zeka teknikleriyle islenir veya analiz edilir.

Veri analiz siirecinde karsilasilan problemlerin
basinda, eksik ya da giirtltiilii/hatali verilerin tespit
edilmesi ve diizeltilmesi gelmektedir. Bu sorunun
¢oziimiinde kullanilmak {lizere ge¢misten gliniimiize
farkl yontemler gelistirilmistir. Eksik veri ile analize
devam etme, eksik gozlemleri analiz dis1 birakma,
eksik gozlemler yerine veri atama veya c¢esitli
istatistiksel yontemlerle eksik verileri tamamlama gibi
yontemler bu durumlarda sik¢a kullanilmaktadirlar
[2]. Bu yontemler icerisinde arastirmacilar tarafindan
en ¢ok kullanilan ydntemler, liste bazinda silme ve
ciftler bazinda silme gibi eksik verileri analiz disi
birakma yontemleridir. Ancak yapilan ¢alismalar bu
yontemlerin  orneklemde kayba, glivenirlikte
azalmaya, tahminlerde yanhliga neden oldugunu [3]
ve yanliliktan kaynakl olarak da érneklemin evreni
temsil etme derecesinin diistiigiinii gostermektedir
[4]. Belirtilen bu sebeplerden dolayi, son yillarda, bu
yontemler yerine, beklenti maksimizasyonu ve ¢oklu
atama gibi modern yontemler dnerilmektedir. Clinki
bu yontemler, silme yontemleri gibi geleneksel kayip
veri yontemlerinin aksine, yanlhiligin azaltilmasi, etkili
parametre tahminlerinin yapilmasi ve daha biiyiik
istatistiksel giiciin saglanmasi hususunda daha etkili
sonuglar vermektedir [2].

Bu proje ¢alismasinda eksik ve giiriiltiilii verilerin
tespit edilmesi ve diizeltilmesi amaciyla yapay zeka
tabanli ¢alisan, 6zgiin ve gii¢lii bir veri yonetim araci
gelistirilmistir. Bu arag sayesinde veri setlerinin analiz
edilmesi, bu veri setlerindeki eksik ve giriltili
verilerin  tespit  edilmesi ve  dizeltilmesi
saglanmaktadir. Gelistirilmis olan yazilim aracinin
ozgunliigi ise eksik ve giiriltili verileri diizeltme
strecinde modern, giicli ve melez yapay zeka
algoritmalarim1  kullanmis olmasidir. Bu stirecte
sezgisel optimizasyon algoritmalarindan (genetik
algoritma [5], yapay ar1 kolonisi algoritmasi [6], ortak
yasayan organizmalar [7] ve meta-sezgisel tahmin ve
siiflandirma algoritmalarindan [8-9])
faydalanilmaktadir. Gelistirilmis uygulamanin basit
bir ara yiz ile kullanilmasi ve problemlere ait veri
setlerinin kolaylikla diizenlenebilmesi
saglanmaktadir. Veri setindeki eksiklikler ve giiriiltiili
veriler veri yonetim yazilimi tarafindan otomatik
olarak tespit edilip arastirmacilara rapor halinde
sunulmaktadir. Hata tespiti yapildiktan sonra,
program hatali verilerin yerine gecebilecek en uygun
degerleri bulup degistirme islemi yapmaktadir. Bu
stirecte melez bir tahmin ve siniflandirma teknigi olan
“meta-sezgisel k-nn algoritmasi” ve dogrusal olmayan
regresyon problemlerinin ¢dziimlenmesi amaciyla
literatlirde en yaygin kullanilan algoritma olan yapay
sinir aglar1 kullanilmistir.
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2. Yontem

Bu calismada gelistirilen yapay zeka tabanli veri
diizenleme araci, meta-sezgisel k-nn algoritmasi ve
yapay sinir aglarinin ¢ok katmanl bir mimari yapida
melezlenmesi ile gelistirilmistir. ihtiyac halinde diger
tahmin ve siniflandirma algoritmalar: sisteme dahil
edilebilmektedir. Gelistirilmis olan yapay zeka tabanli
veri yOnetim aract web sunucusu iizerinde
calismaktadir. Arastirmacillar web ara yiizi ile
etkilesime girip veri setlerini kolay bir sekilde
onarabilmektedirler. Sekil 1’de verildigi gibi, yapay
zeka tabanl veri yonetim araci veri isleme araglart ile
veri seti arasina konumlandirlmaktadir. Yazilim araci
veri seti onarimini yaptiktan sonra, onarilmis veri
setini arastirmacilara sunmaktadir.

~Parsmetraler]

Parametre-1 Parametre-m

. VERI ISLEME ARACI
Veriler GR'!EK.‘
ot , - Big Data Framesworderi
Vert- . ; :
- Yopay Zeks Tabanh [Haroo, Flink,Sparc .|
ez - - )
= - | eri Vonetimtrans | <> | er adencil

Veri3
~ uygulamalan

~Yapay zeka egitim setleri

(Danigmanh dErenme)

Sekil 1. Yapay zeka tabanli veri yonetim aracinin
dagilim diyagrami

Yapay zekd tabanli veri yonetim araci Sekil 2’'de
verildigi gibi 5 adet modiilden olusmaktadir. Bunlar:
problem  parametrelerini tamimlama = modiili,
regresyon (tahmin) moduld, giirdltili (eksik veya
hatali) veri tespit modiilt, veri onarim modiilii ve
raporlama modiilidiir.

Parametre
Tanilama
Modulu

Raporlama
Modilu

Regresyon
Moduilu

Veri Onarim
Modilu

Guraltla Veri
Tespit
Modilu

Sekil 2. Veri yonetim siireci yasam dongiisii

Problem parametrelerini tanimlama modiiliinde;
kullanicidan alinan veri seti dosyasi (excel tablosu
formatinda) okunup, problem parametreleri bagimh
ve bagimsiz degiskenler olarak etiketlendirilmektedir.
Programlama araclarinin sahip oldugu islevler
kullanilarak her bir parametre i¢in veri tiirii tespiti ve
dogrulamasi yapilmaktadir (sadece siirekli ya da ayrik
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sayisal degerli niteliklerden olusan veri setleri kabul
edilecektir). Bu modil bir sonraki regresyon islemi
icin probleme ait niteliklerin girisler ve cikislar
seklinde etiketlendirmesini saglayacaktir.

Regresyon (tahmin) modiilii: regresyon modiiliiniin
giris verisi, bir 6nceki modiiliin ¢iktis1 olan probleme
ait etiketlendirilmis ve wveri tiirleri dogrulanmis
niteliklerden olusan ¢ok boyutlu bir veri setidir.
Regresyon modiiliiniin islevi, problemlere ait bagimh
degisken(ler) ile bagimsiz degiskenler arasindaki
iliskileri modellemektir. Bu amacla modiilde,
literatiirde yer alan iki gii¢li yapay zeka teknigi
kullanilarak alternatif modeller olusturulmaktadir. Bu
teknikler yapay sinir ag1 (YSA) ve sezgisel k-nn
algoritmalaridir. YSA ile yapilmak istenen, probleme
ait biitiin nitelikler icin bir regresyon modeli
yaratmaktir. Ciinkii veri setinde herhangi bir veri
orneginin herhangi bir parametresi (niteligi)
giirtltili veri iceriyor olabilir. Bu durumda probleme
ait biitlin parametreler icin bir tahmin modeli
yaratilmasi gerekir. Bu asamada kullanilacak veri seti
icin birkag senaryo iizerinden tartisma yapuilabilir. Ik
senaryo en olumsuz gartlardan biri olsun. Ornegin,
veri seti girdltili veri iceriyorsa bununla
olusturulacak bir regresyon modelinin performansi
kotl olur mu? Literatiirde YSA algoritmasi giiriiltila
veri orneklerine karsi giiclii ve etkili bir teknik olarak
bilinmektedir. Bu yoniiyle YSA ile olusturulan
modelden tatmin edici bir performans elde etmek
miimkiindiir. Bunun yaninda ideal ve olagan senaryo
probleme ait kaliteli bir 6rnek veri setinin (girtltili
verilerden arindirilmis ve probleme ait bilgi
alanindaki uzman tarafindan dogrulanmis) bu
asamada  kullanilmasidir.  Ciinkii  endiistriyel
uygulamalarda ve bilimsel calismalarda oncelikle
problem uzayin1 homojen bir sekilde temsil eden veri
orneklerinden olusan bir veri seti hazirlanir. Bu veri
seti kullanilarak problem modeli olusturulur. Daha
sonraki asamalarda ise gercek bir sistem tlizerinden
akan veri kullanilarak hedef parametreye yonelik
tahmin islemi gerceklestirilir. Bu proje calismasinda
gelistirilecek olan regresyon modiliiniin amaci kaliteli
veri lizerinden probleme ait biitiin nitelikler icin
(sadece bagimhi degisken icin degil) tahmin
modellerini olusturmak ve bir sonraki asamayi
gerceklestiren “giiriiltiilii veri tespit modili” icin
hazir hale getirmektir. Boylelikle kullanicilarin
“giriiltili veri tespit modiliine” yiikleyecegi veri
setindeki giirtltili verilerin tespit edilmesi ve
duzeltilmesi saglanacaktir. YSA disinda bu modiilde
parametre tahmini icin ayrica sezgisel k-nn
algoritmasi kullanilmaktadir. Sezgisel  k-nn
algoritmasinin secilmesinin nedeni YSA'ya alternatif
olabilecek nitelikte ve modern bir yapay zeka teknigi
olmasidir. Regresyon modiiliinde sezgisel k-nn
algoritmasi ile ilgili yapilacak ¢alisma bu algoritmanin
probleme ve veri setine baghh olarak degisen
parametrelerinin (problem parametrelerinin agirhik
degerleri, k-nn algoritmasinin k-degeri, uzaklik
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bagintis1 ve oylama yontemi gibi) ideal degerlerini
tespit etmektir [9].

Glriiltild veri tespit modiliinde, bir 6nceki asamada
olusturulan tahmin modelleri kullanilmaktadir. Bu
tahmin modelleri, veri setindeki her bir veri 6rnegi
nesnesi icin glriltili deger iceren nitelikleri
(bagimli/bagimsiz degiskenleri) tespit etmek icin
kullanilmaktadirlar. Bu stirecte veri setindeki bos ve
dolu hiicrelerin kontrolii yapilmaktadir. Bos verilere
sahip hiicreler isaretlenerek kayit altina alinmaktadir.
Dolu hiicrelerdeki veriler i¢in ise tahmin modelleri
(YSA ve sezgisel k-nn) ile elde edilen degerler ile bu
hiicrelerin degerleri karsilastirilacak ve veri setinde
ilgili nitelik icin belirlenen standart sapmanin ¢ok
tizerinde bir anlamli farklilik olmasi durumunda bu
hiicrenin degeri giiriiltiili olarak etiketlendirilecektir.
Bu siirecte “siipheli” ve “kesin” seklinde iki diizeyli bir
etiketlendirme yapilmaktadir. Siipheli durumlarda
tahmin sonucunun mu yoksa hiicredeki degerin mi
kullanilacagina ya da bu veri orneginin silinme
durumuna kullanic1 karar vermektedir. Bu durumlar
kullanicinin onayina sunulmaktadir.

Veri onarim modiiliinde; hata tespit modiiliinden
donen sonuglar alinip, ilgili hiicreler lizerinde gerekli
islemler yapilmaktadir. Bos hiicrelerin doldurulmasi
icin ilgili nitelik icin gelistirilen tahmin modeli
kullanilarak ~ deger  olusturulmaktadir. Dolu
hiicrelerdeki verilericin ise “stipheli” durumda olanlar
kullanici karariyla ve “kesin” durumda olanlar da ilgili
tahmin  modellerinin  iiretecegi  degerler ile
diizeltilmektedir.

Hata raporu modiliinde; onarimi yapilan hiicrenin
kayitlart  tutulup, kullaniciya  rapor  olarak
sunulmaktadir. Ara¢ gercek ortamda c¢ok biylik
veriyle karsilastiginda ka¢ adet degisiklik yapilds,
hangi niteliklerde ylizde ka¢ problem yasandi gibi
ayrica istatistiksel olarak raporlama yapilmaktadir.

Yapay Zeka Tabanl Veri Ynetim Araci

Problem Parametrelerini Tamma - - - - - - - 2

|

Sekil 3. Yapay zeka tabanli veri yonetim aracinin
temel 6geleri
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3. Deneysel Calisma

3.1.Veri seti: Enerji Verimliligi Veri Seti (Energy
Efficiency Dataset)

3.1.1. Veri Seti Bilgisi:

Ecotect'te simiile edilmis 12 farkli yap1 seklini
kullanarak enerji analizi yapilmaktadir. Veri kiimesi,
iki gercek degerli bagimh degiskeni tahmin etmeyi
amaclayan 768 ornek ve 8 ozellikten (bagimsiz
degisken) olusur [10].

3.1.2. Ozellik Bilgisi:

Veri seti, sekiz bagimsiz degisken (X1 .. X8 ile
gosterilen 6zellikler) ve iki bagiml degisken (Y1 ve Y2
ile gosterilen sonuglar) icerir. Amag, iki bagimh
degiskenin her birini tahmin etmek i¢in sekiz bagimsiz
degisken kullanmaktir [10].

3.1.3. Problem Parametre Karsiliklar:

Tablo 1. Problem parametreleri

X1 Goreceli Kompaktlik
X2 Yiizey Alani
X3 Duvar Alani
X4 Cati1 Alani
X5 Genel Yiikseklik
X6 Yénelim
X7 Camlama Alani
X8 Camlama Alani Dagilimi
Y1 Isitma Yiikii
Y2 Sogutma Yiikii
3.1.4. Problemin Yapay Sinir Aglan ile

Modellenmesi ve Tahmin Modeli Hata Sonuglari

Problem ait veri seti sisteme yiiklendikten sonra,
sistem veri setine ait her bir problem parametresi
(bagimh veya bagimsiz degisken) icin bir tahmin
modeli (Yapay Sinir Ag1) olusturmaktadir. Olusturulan
tahmin modeli icin MAPE (Ortalama Mutlak Yiizde
Hata), MAE (Ortalama Mutlak Hata), MSE (Ortalama
Kare Hata), Ortalama Tahmin Hatasi ve tahmin modeli
sonuglar ile gercek sonuclarin karsilastirildigr grafik
cikt1 olarak verilmektedir.
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Tablo 2. Tahmin modelleri hata sonuglari Sekil 5. X1 (1. Problem Parametresi) tahmin modeli
sonucu veri dagilim grafigi
Hatalar
Problem X1 problem parametresi icin olusturulan tahmin
Parametreleri MAPE | MAE | MSE | Ortalama modelinin egitimi sirasindaki hata degisimi Sekil 6’da
(%) Tahmin ki histogramda gosterilmektedir.
Hatasi
X1 0 0 0 0 Error Histogram with 20 Bins
X2 0 0 0 0 =t -Training
I Test
X3 0 0 0 0 Zera Error
X4 0 0 0 0
X5 0 0 0 0 g 100
X6 33.44 1 1.25 0.01 £
X7 399 | 0.01 0 0 E
X8 59.18 1.15 1.87 0.02 50
Y1 0.95 0.18 0.08 0.02
Y2 1.12 0.24 0.12 0.01
o
88888888885 5888888¢88
. . . . $e8desbdytdssessedss
3.1.4.1. X1 parametresine ait tahmin modeli N A I LA T R - B
Errors = Targets - Outputs

grafikleri

Sekil 6. X1 (1. Problem Parametresi) tahmin modeli

Veri setinde bulunan 768 veri 6rnegi icin “Goreceli
hata histogrami

Kompakthk (X1)” parametresi veri dagilim grafigi

asagidaki gibidir. X1 problem parametresi icin olusturulan tahmin

modelinin veri seti lizerindeki performansi Sekil 7'de
ki grafikte gosterilmektedir.

o Best Training Performance is 5.0732e-12 at epoch 116

10

= Train
Test | °

Sekil 4. X1 (1. Problem Parametresi) veri dagilim
grafigi

Mean Squared Error (mse)

X1 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X2, X3, X4, X5, X6, X7, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri drnegi baz

alinarak X1 parametresi icin bir tahmin modeli (Yapay ’ “ “ 116 Esuochs ” m
Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri Sekil 7. X1 (1. Problem Parametresi) tahmin modeli

seti, tahmin modeline gonderilmis ve ele alinan
sonuglar Sekil 5’te ki grafik tizerinde gosterilmistir.

performans grafigi

3.1.4.2. X2 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi icin “Yiizey Alani

(X2)” parametresi veri dagihm grafigi asagidaki
gibidir.

12
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X2 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 11’de

00 ki grafikte gosterilmektedir.
650
600 5 Best Training Performance is 2.5929e-10 at epoch 821
. 10 3
550 Train| :
500 Test

& L e Best

=
(=]
=]

Sekil 8. X2 (2. Problem Parametresi) veri dagilim
grafigi

X2 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X3, X4, X5, X6, X7, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak X2 parametresi icin bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim i¢in kullanilan veri

=
=
&

Mean Squared Error (mse}

. . . . . . 0 100 200 300 400 500 600 700 800
seti, tahmin modeline goénderilmis ve ele alinan 822 Epochs

sonuglar Sekil 9’da ki grafik lizerinde gosterilmistir.

Sekil 11. X2 (2. Problem Parametresi) tahmin modeli
performans grafigi

850

800

3.1.4.3. X3 parametresine ait tahmin modeli

650 grafikleri
600
550 Veri setinde bulunan 768 veri drnegi icin “Duvar Alam
500 " - (X3)” parametresi veri dagihm grafigi asagidaki
© & gibidir.
Sekil 9. X2 (2. Problem Parametresi) tahmin modeli

sonucu veri dagilim grafigi jni

380

X2 problem parametresi icin olusturulan tahmin 260
modelinin egitimi sirasindaki hata degisimi Sekil -
10’da ki histogramda gosterilmektedir. 200

Error Histogram with 20 Bins

e =¥:tn " Sekil 12. X3 (3. Problem Parametresi) veri dagilim
350 Zero Error graflgl
300
D o X3 problem parametresini tahmin etmek icin diger 9
Em nitelikten (X1, X2, X4, X5, X6, X7, X8, Y1, Y2)
£ faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
b alinarak X3 parametresi i¢in bir tahmin modeli (Yapay
100 Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri
< seti, tahmin modeline gonderilmis ve ele alinan
0 % - R sonuglar Sekil 13’te ki grafik lizerinde gosterilmistir.
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Errors = Targets - Outputs

Sekil 10. X2 (2. Problem Parametresi) tahmin modeli
hata histogrami

13
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420

380

Sekil 13. X3 (3. Problem Parametresi) tahmin modeli
sonucu veri dagilim grafigi

X3 problem parametresi i¢cin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil 14’te
ki histogramda gosterilmektedir.

Error Histogram with 20 Bins
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Errors = Targets - Outputs

Sekil 14. X3 (3. Problem Parametresi) tahmin modeli
hata histogrami

X3 problem parametresi icin olusturulan tahmin
modelinin veri seti lizerindeki performansi Sekil 15’te
ki grafikte gosterilmektedir.

Best Training Performance is 2.0674e-17 at epoch 652

Train| :
Test

10710+

Mean Squared Error (mse)

10"

653 Epochs

Sekil 15. X3 (3. Problem Parametresi) tahmin modeli
performans grafigi

14

3.1.4.4. X4 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi icin “Cat1 Alani
(X4)” parametresi veri dagilim grafigi asagidaki
gibidir.

Sekil 16. X4 (4. Problem Parametresi) veri dagilim
grafigi

X4 problem parametresini tahmin etmek icin diger 9
nitelikten (X1, X2, X3, X5, X6, X7, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri drnegi baz
alinarak X4 parametresi i¢in bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri
seti, tahmin modeline gonderilmis ve ele alinan
sonuglar Sekil 17°de ki grafik iizerinde gosterilmistir.

Sekil 17. X4 (4. Problem Parametresi) tahmin modeli
sonucu veri dagihm grafigi

X4 problem parametresi icin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil 18’te
ki histogramda gosterilmektedir.
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Error Histogram with 20 Bins
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Sekil 18. X4 (4. Problem Parametresi) tahmin modeli
hata histogrami

X4 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 19’da
ki grafikte gosterilmektedir.

Best Training Performance is 3.0392e-14 at epoch 171

——Train|
s T 5

Mean Squared Error (mse}

0 20 40 60 80 100 120 140 160
171 Epochs

Sekil 19. X4 (4. Problem Parametresi) tahmin modeli
performans grafigi

3.1.4.5. X5 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri ornegi icin “Genel
Yiikseklik (X5)” parametresi veri dagilim grafigi
asagidaki gibidir.

Sekil 20. X5 (5. Problem Parametresi) veri dagilim
grafigi

X5 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X2, X3, X4, X6, X7, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak X5 parametresi icin bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim i¢in kullanilan veri
seti, tahmin modeline gonderilmis ve ele alinan
sonuglar Sekil 21’de ki grafik iizerinde gosterilmistir.

Sekil 21. X5 (5. Problem Parametresi) tahmin modeli
sonucu veri dagihm grafigi

X5 problem parametresi icin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
22’de ki histogramda gosterilmektedir.

Error Histogram with 20 Bins
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Sekil 22. X5 (5. Problem Parametresi) tahmin modeli
hata histogrami
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X5 problem parametresi icin olusturulan tahmin
modelinin veri seti lizerindeki performansi Sekil 23’da
ki grafikte gosterilmektedir.

Best Training Performance is 4.3388e-15 at epoch 101
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Sekil 23. X5 (5. Problem Parametresi) tahmin modeli
performans grafigi

3.1.4.6. X6 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi icin “Yonelim
(X6)” parametresi veri dagilim grafigi asagidaki
gibidir.

5.0

35

30

Sekil 24. X6 (6. Problem Parametresi) veri dagilim
grafigi

X6 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X2, X3, X4, X5, X7, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak X6 parametresi i¢in bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri
seti, tahmin modeline goénderilmis ve ele alinan
sonuglar Sekil 25’de ki grafik iizerinde gosterilmistir.

Sekil 25. X6 (6. Problem Parametresi) tahmin modeli
sonucu veri dagilim grafigi

X6 problem parametresi i¢gin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
26’da ki histogramda gdsterilmektedir.

Error Histogram with 20 Bins
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Sekil 26. X6 (6. Problem Parametresi) tahmin modeli
hata histogrami

X6 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 27°de
ki grafikte gosterilmektedir.

Best Training Performance is 1.2279 at epoch 3
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Sekil 27. X6 (6. Problem Parametresi) tahmin modeli
performans grafigi
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3.1.4.7. X7 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi i¢in “Camlama
Alani (X7)” parametresi veri dagilim grafigi asagidaki
gibidir.

0.40
035
030
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020
0.15
010
0.05
e

Sekil 28. X7 (7. Problem Parametresi) veri dagilim
grafigi

X7 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X2, X3, X4, X5, X6, X8, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak X7 parametresi icin bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim i¢in kullanilan veri
seti, tahmin modeline goénderilmis ve ele alinan
sonuglar Sekil 29°da ki grafik iizerinde gosterilmistir.
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Sekil 29. X7 (7. Problem Parametresi) tahmin modeli
sonucu veri dagihm grafigi

X7 problem parametresi icin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
30’da ki histogramda gosterilmektedir.

17

Error Histogram with 20 Bins
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Sekil 30. X7 (7. Problem Parametresi) tahmin modeli
hata histogrami

X7 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 31’de
ki grafikte gosterilmektedir.

Best Training Performance is 5.846e-05 at epoch 415
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Sekil 31. X7 (7. Problem Parametresi) tahmin modeli
performans grafigi

3.1.4.8. X8 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi icin “Camlama
Alani Dagilimi(X8)” parametresi veri dagilim grafigi
asagidaki gibidir.
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Sekil 32. X8 (8. Problem Parametresi) veri dagilim
grafigi

X8 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X2, X3, X4, X5, X6, X7, Y1, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak X8 parametresi icin bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim i¢cin kullanilan veri
seti, tahmin modeline goénderilmis ve ele alinan
sonuglar Sekil 33’de ki grafik tizerinde gosterilmistir.
4.0

30

25

20

Sekil 33. X8 (8. Problem Parametresi) tahmin modeli
sonucu veri dagilim grafigi

X8 problem parametresi icin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
34’de ki histogramda gosterilmektedir.

Error Histogram with 20 Bins
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Sekil 34. X8 (8. Problem Parametresi) tahmin modeli
hata histogrami
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X8 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 35’de
ki grafikte gosterilmektedir.

Best Training Performance is 1.9205 at epoch 991
10?
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Sekil 35. X8 (8. Problem Parametresi) tahmin modeli
performans grafigi

3.1.4.9. Y1 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi i¢in “Isitma Yiki
(Y1)” parametresi veri dagihm grafigi asagidaki
gibidir.

45
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20

Sekil 36. Y1 (9. Problem Parametresi) veri dagilim
grafigi

Y1 problem parametresini tahmin etmek icin diger 9
nitelikten (X1, X2, X3, X4, X5, X6, X7, X8, Y2)
faydalanilmaktadir. Veri setindeki 768 veri 6rnegi baz
alinarak Y1 parametresi i¢in bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri
seti, tahmin modeline gonderilmis ve ele alinan
sonuglar Sekil 37°de ki grafik tizerinde gosterilmistir.
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45

Sekil 37. Y1 (9. Problem Parametresi) tahmin modeli
sonucu veri dagilim grafigi

Y1 problem parametresi i¢cin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
38’de ki histogramda gdosterilmektedir.

Error Histogram with 20 Bins
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Sekil 38. Y1 (9. Problem Parametresi) tahmin modeli
hata histogrami

Y1 problem parametresi icin olusturulan tahmin
modelinin veri seti lizerindeki performansi Sekil 39’da
ki grafikte gosterilmektedir.

Best Training Performance is 0.042713 at epoch 801
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Sekil 39. Y1 (9. Problem Parametresi) tahmin modeli
performans grafigi
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3.1.4.10. Y2 parametresine ait tahmin modeli
grafikleri

Veri setinde bulunan 768 veri 6rnegi i¢in “Sogutma
Yikii (Y2)” parametresi veri dagilim grafigi asagidaki
gibidir.

45

40

Sekil 40. Y2 (10. Problem Parametresi) veri dagilim
grafigi

Y2 problem parametresini tahmin etmek i¢in diger 9
nitelikten (X1, X2, X3, X4, X5, X6, X7, X8, Y1)
faydalanilmaktadir. Veri setindeki 768 veri drnegi baz
alinarak Y2 parametresi i¢cin bir tahmin modeli (Yapay
Sinir Ag1) olusturulmustur. Egitim icin kullanilan veri
seti, tahmin modeline gonderilmis ve ele alinan
sonuglar Sekil 41’de ki grafik iizerinde gosterilmistir.

Sekil 41. Y2 (10. Problem Parametresi) tahmin
modeli sonucu veri dagilim grafigi

Y2 problem parametresi icin olusturulan tahmin
modelinin egitimi sirasindaki hata degisimi Sekil
42’de ki histogramda gosterilmektedir.
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Error Histogram with 20 Bins
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Sekil 42. Y2 (10. Problem Parametresi) tahmin
modeli hata histogrami

Y2 problem parametresi icin olusturulan tahmin
modelinin veri seti tizerindeki performansi Sekil 43’de
ki grafikte gosterilmektedir.

Best Training Performance is 0.075563 at epoch 344
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Sekil 43. Y2 (10. Problem Parametresi) tahmin
modeli performans grafigi

4. Sonug¢

Bu proje 6nerisinde yapay zeka tabanli veri yonetim
aracinin gelistirilmesi konusunda detayli bir planlama
ve analiz yapilmistir. Yapay zeka tabanl veri yonetim
aracinin temel 6geleri ve algoritmalari tanimlanmis ve
tanitilmistir. Bu aracin gelistirilmesine iliskin yontem
ise detayll bir sekilde verilmistir. Gelistirilmesi
planlanan aracin literatiirde hangi  boslugu
dolduracagl yani arastirmacilar agisindan O6nemi
acikca ortaya koyulmustur. Ortaya koyulan hedefler,
gelistirilecek yazilim aracinin entegre edilecegi
sistemleri ve internet lizerinden bagimsiz calisabilen
bir uygulamay1 isaret etmektedir. Bu yoniiyle somut
ve Olgllebilir ¢iktilar tanimlanmistir. Projenin kabul
edilmesi biz proje calisanlarinin yapay zeka ile veri
madenciligi konusunda planladigimiz ¢alismalar
yapmamiz acisindan son derece onemlidir. Projeyi

20

hayata gecirmemiz, mezuniyet sonrasi yapay zeka
alaninda faaliyet gosteren yazilim firmalarinda ise
girmemiz agisindan 6nemli bir referans ve motivasyon
kaynagi olacaktir.
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Bu c¢alismanin konusunun belirlenmesinde ve
hazirlanma siirecinin her asamasinda degerli
bilgilerini ve zamanini benden esirgemeyerek her
firsatta calismamla yakindan ilgilenen, elestirileriyle
yol gosteren danisman hocam Dog¢. Dr. Hamdi Tolga
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