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DERLEME / Review Article

Özet

Yapay zekanın tıp alanındaki ana ilgi alanı, teşhis ve tedavi önerileri sunabilecek yöntemler geliştirmek gibi görünse de hekim ve hemşire klinik karar destek sistemleri, 
eczane karar destek sistemleri, hasta bakımı, klinik veri havuzu oluşturulması, birimler ve kurumlar arası veri paylaşımı, depolama, yorumlayabilme, iş zekası ve makine 
öğrenmesi gibi sayısız alanı kapsar. Tıbbi laboratuvarların; otomasyon, uzman sistemler ve yapay zekaya doğru güçlü bir yönelimi olmasıyla beraber özellikle uzman 
sistemlere yönelik artan bir ihtiyacı bulunmaktadır. Klinik mikrobiyoloji laboratuvarları antimikrobiyal dirence karşı mücadelede yer alabilecek veri zincirlerinin tespitinde 
merkezi bir unsurdur. Yapay zekanın klinik mikrobiyoloji laboratuvar kullanımına entegrasyonuyla bireysel epidemiyolojik sürveyans, araştırma uygulamalarına ayrıntılı 
destek sağlamak ve bireysel hasta bakım kalitesini artırmak amaçlanmaktadır. Çalışmamızda klinik mikrobiyoloji ve antibiyotik direncinin işlenmesi konusunda farklı 
yapay zeka çalışma prensip ve yöntemleri gözden geçirilerek, bu yöntemleri irdeleyen önemli klinik çalışmalar incelenmiştir.
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Abstract

Although the main interest of artificial intelligence in medicine seems to be to develop methods that can offer diagnostic and therapeutic recommendations,  it  includes numerous areas such 
as physician and nurse clinical decision support systems, pharmacy decision support systems, patient care, clinical data pooling, data sharing between units and institutions, storage, interp-
retation, business intelligence and machine learning. In addition to having a strong orientation towards automation, expert systems and artificial intelligence, medical laboratories have an 
increasing need especially for expert systems. Clinical microbiology laboratories are a central element in the identification of data chains that may be involved in the fight against antimicrobial 
resistance. By the integration of artificial intelligence to clinical microbiology laboratory use, it is aimed to provide detailed support to individual epidemiological surveillance, research appli-
cations and to improve individual patient care quality. In our study, the principles and methods of the study of artificial intelligence in clinical microbiology and antibiotic resistance processing 
were reviewed and important clinical studies were examined.
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Giriş 
Yapay zeka terimi ilk olarak 1956 yılında, öğrenme ve 
problem çözme gibi insan zekasını taklit eden bilgisa-
yarları tanımlamak için kullanıldı. Bugün; Yapay Zeka, 
matematik teoremlerini kanıtlamak, satranç oynamak, ot-
onom sürüş, şiir yazmak, yarışmalara katılmak gibi güncel 
ve popüler alanların yanı sıra uzman bilgisi isteyen sağlık 
alanında da giderek artan oran ve çeşitlilikte kullanılmak-
tadır1.

Yapay zekanın tıp alanındaki ana ilgi alanı, teşhis ve te-
davi önerileri sunabilecek yöntemler geliştirmektir2. Yapay 
zeka çalışmaları, karmaşık problemleri çözmek için uz-
man bilgisinin kullanılmasına izin verdiği için tıbbi uy-
gulamaya ve öğretime katkıda bulunabilir. Yapay zeka 
yöntemleri, karmaşık ve büyük verileri analiz edebilir ve 
veri seti içindeki anlamlı ilişkileri ortaya çıkarabilir. Yaygın 
olarak kullanılan yapay zeka yöntemlerinden biri uzman 
sistemlerdir. Uzman sistemler bilgi tabanlıdır ve tıp uz-
manlarının desteği ile geliştirilmiştir3. Bu nedenle birçok 
klinik senaryoda sonucu teşhis etmek, tedavi etmek ve 
öngörmek için kullanılır. Yapay zekanın tıp alanındaki ana 
ilgi alanı, teşhis ve tedavi önerileri sunabilecek yöntemler 
geliştirmek gibi görünse de hekim ve hemşire klinik karar 
destek sistemleri, eczane karar destek sistemleri, hasta 
bakımı, klinik veri havuzu oluşturulması, birimler ve ku-
rumlar arası veri paylaşımı, depolama, yorumlayabilmeye 
sürecine katkı ile beraber olarak iş zekası ve makine öğren-
mesi gibi sayısız alanı kapsar.

Uzman sistemler ayrıca kural tabanlı bir sistem olarak 
tanımlanabilir. Buradaki kurallar uzman görüşlerine ve 
deneyimlerine dayanmaktadır4. Uzman Sistemler kul-
lanılarak tıbbi teşhis alanında yapılan ilk çalışma, kan 
dolaşım enfeksiyonlarını teşhis etmek için geliştirilen MY-
CIN programıdır5,6. Yaklaşık 450 kuraldan oluşan MYCIN, 
uzmanlar gibi çalışmış ve yeni doktorlardan daha iyi kara-
rlar vermiştir1. Kural tabanlı sistemlerin tanı ve tedavide 
gücünü gösteren ilk uzman sistem uygulaması olan MY-
CIN, 1974 yılında programlanmıştır7. Günümüzde IBM, 

Google, Apple ve Microsoft  gibi büyük teknoloji şirketleri, 
sağlık kurumlarıyla işbirliği içinde yapay zeka programları 
geliştiriyor. Çalışmamızda klinik mikrobiyoloji ve antibi-
yotik direncinin işlenmesi konusunda farklı yapay zeka 
çalışma prensip ve yöntemleri gözden geçirilerek, bu yön-
temleri irdeleyen önemli klinik çalışmalar incelenmiştir.  

Yapay Zeka ve Sağlık Hizmeti İlişkili Enfeksiyonlar 
Sağlık hizmetleriyle ilişkili enfeksiyonların (SHİE) tespiti 
ve izlenmesi için uzman sistemler son on yılda klinik kul-
lanımı yaygınlaşmıştır8,9. Uzman sistemler ile izleme ge-
leneksel gözetimden daha üstün olarak kabul edilir, çünkü 
elektronik sistemler daha hızlıdır, daha az insan kaynağı 
gerektirir ve manuel gözetlemede olduğu gibi değerlendi-
riciler arasında değişkenliğe tabi değildir10,11. Hastane en-
feksiyonlarında “Hastalık yoktur Hasta vardır” sözüne uy-
gun olarak konak immün kondisyonu, patojen özellikleri 
ve ikisi arası etkileşimlerinden kaynaklı olarak bulgular 
silik olabilir veya sınırda değişimler gösterebilirler12.

Tıpta kullanılan kavramlar genel olarak ”bulanık sistemler” 
mantığına uygundur. Sağlık hizmeti ilişkili enfeksiyonlara 
ait kavramlar ve bu kavramlar arasındaki ilişkilerin kesin 
olmayan doğası nedeniyle bulanık mantık yöntemi SHİE 
için de uygulanabilirdir. Tıptaki bilgi yetersizliği ve belir-
sizliği ile çoğu zaman bu bilgilerin tartışmalı oluşu genel 
gerçeklerdir3,15. Tıptaki yaklaşım algoritmalarının kar-
maşıklığı nedeniyle geleneksel nicel analize dayalı yak-
laşımları uygun olmamaktadır. Kesin olmayan tıbbi du-
rumlar bulanık kümelerle tanımlanabilir. Bulanık mantık 
yaklaşık sonuç çıkarma yeteneğine sahip çözüm üretme 
metodları önermektedir13,14. Enfeksiyon belirtileri taşıma-
yan veya sınırda belirtileri olan hastaları tanımada Bulanık 
kümeler ve mantık kullanan elektronik SHİE izleme sis-
temleri, patolojik enfeksiyon vakalarının tespitinde bu-
lanık olmayan benzerleri kadar etkili olmaya devam etme-
ktedir.  Literatürde bulanık mantık ile SHİE’i öngörmeye 
çalışan sistemler geleceğe dair ışık tutmaktadır15. 
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Yapay zeka ve Klinik Mikrobiyoloji
Laboratuvarlar otomasyon, uzman sistemler ve yapay ze-
kâya doğru güçlü bir yönelimle karşı karşıya olmakla be-
raber uzman sistemlere yönelik artan bir ihtiyaç yaşamak-
tadır16. Klinik mikrobiyoloji laboratuvarları çoğul dirençli 
patojenlere karşı mücadelede yer alabilecek veri zincirl-
erinin tespitinde merkezi bir unsurdur17. Antimikrobi-
yal direnci (AMD) halk sağlığını tehdit eden en önemli 
sorunlardan biridir18. Çoğul dirençli bakterilerin neden 
olduğu SHİE’de uygun ampirik antibiyoterapide gecikil-
mesi artmış hasta mortalitesine yol açar. Uzman sistemler 
birçok alt ünitenin bir iç dolaşım ve dış dolaşım bağlantısı 
ile kusursuz olarak çalışmasını sağlamayı hedefl er. Bu 
bağlantılardan iki önemli yenilik elektronik sağlık kayıtları 
(ESK) ve sağlık bilgi değişimi (SBD)  ağlarıdır17. Elektronik 
sağlık kayıtları hasta sağlığı bilgilerinin dijital formatta to-
planmasını temsil ederken, SBD sağlık hizmetini sunanlar 
arasında klinik bilgilerin elektronik olarak paylaşılmasını 
sağlayan ağları ikisi için entegre edilebilirlik ön şartı ile 
tanımlamaktadır19,20. Bu araçların SHİE alanında nihai 
amacı, bireysel epidemiyolojik sürveyans ve araştırma uy-
gulamalarına ayrıntılı destek sağlamanın yanı sıra bireysel 
hasta bakım kalitesini artırmaktır20-22. Bu dijital entegra-
syon ve iş akışında klinik mikrobiyoloji laboratuvarı için 
süreç absitten karmaşığa dört farklı aşamada incelenebilir:
• Alıcı laboratuvar bilgi işletim sisteminin (LBİS) veril-

eri kullanırken tekrar yorumlamak zorunda olmadığı;
• Laboratuvar işlemlerinde iş süreçlerini koordine 

eden, işin akışı birlikte çalışabilirliğini kontrol eden 
sistemleri tarif eder. Bu akışta LBİS ile laboratuvar ar-
asında iş akışlarını mesajlar, tetikleyiciler ve iş emri ile 
birlikte çalışabilirlik;

• Veri alışverişinin yapısını veya formatını tanımlayan 
yapısal (veya sözdizimsel) birlikte çalışabilirlik. Bilgi 
teknolojisi sistemleri arasındaki veri değişimlerinin 
veri alanı düzeyinde yorumlanabilmesi;   

• İki veya daha fazla sistemin veya öğenin bilgi alışver-
işinde bulunma ve bilgiyi rahatça kullanma yeteneği 
olan anlamsal birlikte çalışabilirliğini ifade eder. Hem 
verilerin yapılandırılmasından hem de kelimeleri 

içeren verilerin uygun şekilde kodlanmasından fay-
dalanır, böylece alıcı bilgi teknolojisi sistemlerinin 
verileri yorumlayabilmesini sağlar.

Terminoloji ve Tanımlayıcı Kodlar
Laboratuvar terminolojileri, kapsamları ve ölçüm yöntem-
leri farklılık gösterebilir23. Laboratuvar terminolojileri en 
önemli gereksinim ölçütlerin, analizlerin, numunelerin 
ideal olarak ortak bir kodu paylaşmasıdır. Varsayım olar-
ak, terminoloji tabanlı kodlama standartlarını kullanarak, 
laboratuvarlar diğer laboratuvarlardan veri alabilir ve bu 
sonuçları yeni ölçümlerini doğrulamak için kullanabil-
ir. Öte yandan, klinik olarak farklı sonuçlar farklı kodlar 
ile tanımlanmalıdır. Laboratuvar analizlerinde anormal 
sonuçlarla hasta kliniği arasındaki ilişkileri tanımalıdır. 
Örneğin, prokalsitonin ve C Reaktif Protein açıkça ayrı 
analizlerdir, ancak her ikisinin de yüksek seviyeleri en-
feksiyöz patolojilere işaret eder. Bu bilgiye eklenebilecek 
başka anlamsal ilişkileri (Yoğun bakımdan gelen kan 
kültürleri, son dönem izole edilen patojenler)  ifade eden 
bir terminoloji ile klinik karar destek sistemleri gibi uy-
gulamalar laboratuvar sonuçlarını daha iyi kullanabilir ve 
akılcı antibiyotik kulanımına uyumu artırabilir. Bütün bu 
sistemin temelini oluşturan bahsi geçen kodları incelemek 
gerekirse:

NPU
NPU, “Joint committee of the International Federation 
of Clinical Chemistry and Laboratory Medicine and the 
International Union of Pure and Applied Chemistry” 
tarafından geliştirilmiştir. Ağırlıklı olarak Kuzey Avru-
pa’da kullanılan laboratuvar analizinde kulanılacak nu-
mune, analiz edilecek değer, ölçüm şeklini kodlar24. Bu 
özellik, bireysel ölçümlerden bağımsız olarak mevcuttur. 
Bu nedenle, ölçüm teknolojisi değişse bile bir NPU kodu 
değişmeden kalır25. Bir NPU kodu, üç eksen boyunca 
bir analizi tarif eder. Sistem ekseni, muayenenin konusu 
olan biyolojik numune malzemesini (örneğin kan) temsil 
eder; Bileşen ekseni, ölçülen malzemenin belirli bileşen-
lerini veya işlemlerini (örneğin, CRP) açıklar. Son olarak, 
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Nitelik tipi ekseni, ölçülen miktar veya nominal özelliktir 
(örneğin madde konsantrasyonu)26. 

LOINC
“Regenstrief Institute” tarafından yayınlanan bir termi-
noloji standardı olan LOINC, laboratuvar ölçümlerine 
ve diğer tıbbi gözlemlere kodlar atar. LOINC kodları altı 
sözde bölümle tanımlanır27. Bu LOINC parçalarının üçü 
NPU eksenlerine benzer. Sistem parçası örnek matery-
ali (örneğin serum) açıklar. Bileşen veya Analizat kısmı, 
ölçülen analitin adını, ölçüm için ek olarak yapılması gerek-
en açıklamaları tanımlar. Özellik kısmı, ölçülen analitin 
miktar yöntemini veya nominal özelliğini belirtir (örneğin, 
kütlesel veya konsantrasyon). NPU özelliklerine ek olarak, 
Zaman bölümü, ölçümün kesitsel zaman aralığını veya 
zaman içinde temsil edilen bir anı mı  kapsadığını gösterir. 
Ölçek kısmı ise niceliksel, sıralı veya nominal gibi ölçüm 
düzeyini belirtir. İsteğe bağlı Yöntem parçası, farklı ana-
litik yöntemler klinik olarak farklı sonuçlara yol açtığın-
da kullanılmalıdır. Bu ana bölümlerin yanı sıra, LOINC; 
Kodun ilgili laboratuvar birimini (örneğin bakteriyoloji), 
yaygın olarak kullanılan birimler, kodun bir laboratuvar 
istemi (örneğin tam kan sayımı talebi) veya bir gözlem 
(örneğin hemoglobin) için mi kullanılacağını ifade eder. 
Mikrobiyoloji alanında kullanılacak kodlar için LOINC 
2018’de bir rehber yayınlamıştır28.

SNOMED CT
Patoloji laboratuarında bir kodlama şekli olarak başlayan 
SNOMED günümüzde yaklaşık 341.000 kodu kapsayan 
en büyük biyomedikal kodlama tabanıdır29,30. Kodlama 
tabanında nitelik, bileşen türü gibi özellikleri SNOMED 
CT dilbilgisi ile tanımlanan kodlarla ifade edilir. Klinik 
mikrobiyolojiye ait kodları da üreten SNOMED CT’de bu 
algoritma mikroorganizma, klinik özellikler ve bazı hiyer-
arşik özelliklere göre düzenlenir; Örnek vermek gerekirse 
Escherichia coli’i temsil eden 112283007, genişletilmiş 
spektrumlu beta laktamaz enzimi üretiyor ise 40980000, 
Kapbapenemaz enzim geni taşıyorsa 737528008 direnç 
özellikleri için SNOMED CT kodu ile tanımlanır.

UCUM
Uluslararası bilim, mühendislik ve iş dünyasında eş zam-
anlı olarak kullanılan tüm ölçü birimlerini içermeyi 
amaçlayan bir kodlama sistemidir31,32. Odak noktası, in-
sanlar arasındaki iletişim yerine, otomasyon ve işletim 
sistemleri iletişim üzerinedir.  Sağlıkta, UCUM kodları 
elektronik iletişimde (Dijital hastane 7. Seviye normları 
tarafından tanımlanan formatlardaki mesajlar veya belge-
ler gibi) kullanılmak üzere tasarlanmıştır ve genellikle in-
san yorumuna aşina olan diğer birim dizeleri de bulunur.

Uygulama alanları ve Öğrenebilir cihazlar 
Elektronik sağlık kayıtlarında çok sayıda veri hastanın 
klinik verileri ile birleştirilerek (Örneğin ateşli nötropeni 
hastasında alınan kan kültürlerinin sinyal vermesi halinde 
sonucunu öngörebilmek) öğrenebilir cihazlarla tahmin 
yapmayı mümkün kılar. Bu yeni ve şaşırtıcı gerçeklik iki 
temel prensipten oluşur. İlk olarak, elektronik sağlık kayıt-
larından elde edilebilecek çok sayıda veri gerçek zamanlı 
olarak (hastanede belirli tarih diliminde izole edilen kan 
enfeksiyonu patojenleri) alınabilir ve kodlanmış verilerin 
geniş matematiksel işlemler modelleri ile büyük verilerin 
çarpıcı biçimde optimize edilmesine olanak sağlar. Mak-
ine öğrenmesi iki farklı biçimde uygulanabilir: Denetimli 
öğrenmede, veriler odaklanılan sonucun parçasını içerir 
ve bir tahmin modeli oluşturmak için kullanılır33,34. Bu 
model bir sonuç ölçümü (örneğin, çoğul ilaç dirençli bak-
teri fenotipini) alır ve sonuç ölçüsünü tahmin etmek için 
mevcut verilerden bilgi almaya çalışır. Geliştirilen model 
daha sonra öğrendiği modeli sonuç tahmin etmek için 
karşılaşmadığı verilerde uygulayabilir. Tahmin problemini 
çözmeye çalışırken, araştırmacı farklı modelleri veya yak-
laşımları test eder ve sonra çalışılan sonucun öngörülm-
esinde en iyi olanı karşılaştırır. Denetimsiz öğrenmede 
önceden belirlenmiş herhangi bir sonuç yoktur, sadece 
farklı değişkenlere sahip bir veri kümesi vardır. Öğrene-
bilir cihaz, verinin temelini oluşturan organizasyonu veya 
yapıyı bulmaya güçlü bir şekilde odaklanır. Bu çözüm-
leme mikrobiyom analizlerinde yaygın olarak görülür; Bir 
mikroorganizmadan elde edilen genetik veriler, genetik 
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benzerliklerine dayanarak organizmaları operasyonel tak-
sonomik birimler, direnç genotipleri halinde kümelemek 
için kullanılır.

AMD saptanması
Klinik Mikrobiyoloji laboratuvarlarında standart (ge-
leneksel) kültür teknikleri ile antimikrobiyal duyarlılık 
test (ADT) sonuçlarının net olarak elde etmek için birkaç 
gün ila haft alar alabileceği bakterilerde AMD’i belirle-
mek için özellikle yararlı olabilir. Tüm genom diziliminin 
(TGD) saptanması azalan maliyeti bu alanda artan kul-
lanımını getirmiştir. Bununla birlikte, AMD tanısı için 
TGD’nin kullanımı sınırlıdır; Mevcut genetik verilerden 
ortaya çıkan direnci belirlemede (örneğin, önceden bilin-
en beta-laktamaz genleri)  iyi performans gösterir, ancak 
birden fazla gende belirsizlikler olduğunda performansları 
sınırlıdır34,35. Ayrıca, bu yaklaşımlar, tüm genom se-
kanslarının, direnç gen veri tabanlarına karşı test edilmes-
ine odaklanmıştır. Yararlı olmasına rağmen, bu yaklaşım, 
yeni keşfedilen mcr-1 gibi plazmid aracılı kolistin direnci-

ni tanımlayan yeni genler keşfetemede güçlük yaşar. Mak-
ine öğrenmesi, kalıpların uygulanması esnasında mevcut 
genetik verilerden algoritmik olarak öğrenebildiğinden bu 
sınırlamanın üstesinden gelebilir35-39. Bu gelişim için bak-
terinin epidemiyolojik özellikleri, minimum inhibisyon 
konsantrasyonu gibi hususlarda artan verilere sahip ol-
mamız gerekmektedir. Makine öğrenme algoritması ori-
jinal verileri, insanların yorumlaması zor olan şekillerde 
soyutlar ve böylece bir yorumlanabilirlik eksikliği ortaya 
çıkabilir40,41. Her karar noktasını anlamak için manuel 
olarak sorgulanabilen karar ağaçları, bu sorunu aşmanın 
olası bir yoludur ve yeni hipotezler için bir kaynak olacak-
tır.

AMD ile savaşmak için yapay zeka bütün bileşenleri ile 
kullanımının henüz başlangıç aşamasındadır. Geno-
mik veri setlerinin artan mevcudiyeti nedeniyle, makine 
öğreniminin AMR’ye en acil uygulamalarının AST fenotip 
tahmini gibi laboratuvar tabanlı olması muhtemeldir
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