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OzeT

Meme kanseri tim diinyada yaygin bir hastalik olmasi sebebiyle hastaligin erken teshisi, hastalarin bu
hastaliktan tamamen kurtulabilmeleri agisindan kritik neme sahiptir. Hastaligin teshisini kolaylastirmak i¢in tip
doktorlar1 bilgisayar destekli uzman sistemlerden yararlanabilmektedir. Bu g¢alismada meme kanseri veri
orneklerini iyi huylu veya koétii huylu siniflarina ayirmak igin genel regresyon sinir ag: (Generalized Regression
Neural Network-GRNN) ve ileri beslemeli sinir ag: (Feed Forward Neural Network-FFNN) temelli bir skor
flizyon yontemi onerilmistir. Onerilen yontem Wisconsin Teshis Meme Kanseri (Wisconsin Diagnostic Breast
Cancer-WDBC) veri seti lizerinde test edilmistir. Bu iki temel agin ve onerilen yontemin kullanislilig
incelenmis ve performans sonuglar karsilastirmali olarak sunulmustur. Onerilen yontem siniflandirma dogrulugu
bakimindan literatirde WDBC veri setini kullanarak yapilan mevcut ¢alismalar ile kiyaslanmugtir. Elde edilen
deneysel sonuglar onerilen yontemin, meme kanseri teshisi ig¢in umut vadettigini ve tip uzmanlarinin hastaliga
iligkin karar vermelerinde yardimci bir arag¢ olarak kullanilabilecegini gostermektedir.

Anahtar Kelimeler: Skor Fiizyon, Meme Kanseri Tegshisi, Sinir Ag1, lleri Besleme, Genel Regresyon

A New Score Fusion Approach for Breast Cancer Diagnosis

ABSTRACT

Early diagnosis of breast cancer disease is critical for patients to recover from this disease entirely as it is a
common disease all over the world. In order to facilitate the diagnosis of the disease, medical doctors can benefit
from computer-aided expert systems. In this paper, a score fusion method based on generalized regression neural
network (GRNN) and feed forward neural network (FFNN) has been proposed so as to split breast cancer data
samples into benign or malignant classes. The proposed method is tested on the Wisconsin Diagnostic Breast
Cancer (WDBC) dataset. The utilities of these basic neural networks and the proposed method are examined and
comparative performance results are presented. The proposed method is compared to the existing studies using
WDBC dataset in the literature in terms of classification accuracy. The experimental results show that the
proposed method is promising for the diagnosis of breast cancer and may be used as an assisting tool in the
decision-making of medical professionals.

Keywords: Score Fusion, Breast Cancer Diagnosis, Neural Network, Feed Forward, Generalized Regression

Gelis: 27/11/2018, Diizeltme: 25/02/2019, Kabul: 28/02/2019
1045


http://orcid.org/0000-0002-3159-2497
http://orcid.org/0000-0002-6133-8617

|. GiRris

Son istatistikler meme kanserinin orta yastaki kadinlarda en sik goriilen kanser oldugunu
gostermektedir [1]. Ayrica diinya genelindeki tiim kanserler arasinda ikinci en yiiksek 6liim
sayisinin sebebidir [2-4]. Meme kanseri her yil diinyada yaklagik olarak 1,7 milyon kadimi
etkilemektedir. Her yil yaklasik 230.000 kadina invazif meme kanseri teshisi konulmaktadir. Bu da
takriben 40.000 hastanin 6lmesine neden olmaktadir [5]. Bat1 iilkelerinde kadinlarin yaklasik %10°u
meme kanserinden muzdarip olmaktadir [6, 7]. Diger yandan 2012 yilinda Misir’daki tiim kanser
vakalariin %18’i meme kanseridir [8, 9]. Kanada Meme Kanseri Derneginin (Breast Cancer Society
of Canada) 2015 yilindaki istatistiklerine gore Kanada’da yaklasik olarak 481 kadinin meme kanserine
yakalanacag1 tahmin edilmektedir [10].

Tipta bir hastaligin teshisi cok karmasik bir siirectir. Hastaligin dogru teshis edilmesi igin gesitli testler
gereklidir. Uzman sistemler bilgisayar destekli tani araglaridir ve bir hastaligin erken teshisi i¢in 6n
karar vermede tip uzmanlarina yardim etmek i¢in kullanilir. Erken teshis sayesinde tedavi siiresi
kisalabilir ve hastanin yasamu kurtarilabilir. Ozellikle meme kanserinde doktorlar hasta vakasiin iyi
huylu mu, yoksa kot huylu mu oldugunu erken o6grenmek isterler. Uzman sistemler hastalik
teshisinde iyi huylu veya kotii huylu vakalart bagarili bir sekilde siniflandirirlar [1, 11].

Literatiirde bugiine kadar Wisconsin Teshis Meme Kanseri (Wisconsin Diagnostic Breast Cancer-
WDBC) veri seti tlizerinde gelistirilen birgok yontem vardir. Law vd. [12] karisim tabanli kiimeleme
(mixture-based clustering) algoritmasi onermis ve WDBC veri setinde test etmistir. Bu algoritmanin
siniflandirma dogrulugu %90,7°dir. Luukka ve Leppédlampi [13] meme kanseri teshisi i¢in C4.5
smiflandiricisint kullanmig ve %94,06 basar1 elde etmistir. Li ve Lu [14] ilk olarak veri setindeki
nitelik boyutlarin1 azaltmak i¢in temel bilesen analizini (Principle Component Analysis-PCA)
kullanmig ve ardindan destek vektér makinelerine (Support Vector Machines-SVM) dayali bir sinif
olasilik tabanh ¢ekirdek (Class Possibility Based Kernel-CPBK) yontemi ileri siirmiistiir. Onerilen
yontemin dogrulugu %93,26°dir. Ayni yil yapilan diger bir ¢alismada Liu ve Ren [15] gelistirdikleri
aksiyomatik bulanik kiime (Axiomatic Fuzzy Set-AFS) teorisine dayali teknikle %94,6 basariya
ulagmigtir. Miao vd. [16] ise bir kaba es-egitim (rough co-training) modeli onererek %88,63’liikk
siiflandirma dogrulugu elde etmistir. Lavanya ve Rani [17] karar agaci siniflandiricilarin tibbi veri
setleri {izerindeki basarisini incelemis ve WDBC veri setinde en iyi basariya (%94,84) siiflandirma
ve regresyon agaci (Classification and Regression Trees-CART) ile ulagmistir. Maldonado vd. [18] en
popiiler SVM tiirlerinden biri olan 6zyinelemeli boyut eliminasyonu (Recursive Feature Elimination-
SVM-RFE) tabanl bir teknik ileri siirmiigtiir. Bu yontemin ortalama siniflandirma dogrulugu oram
%95,25°tir. Koloseni vd. [19] tarafindan gelistirilen diferansiyel evrim tabanli veri siniflandirma
yontemi ile %93,64’lik basariya ulasilmigtir. Astudillo ve Oommen [20] yari-danismanli (semi-
supervised) Oriinti simiflandirma igin aga¢ yapisina dayali Ozdiizenleyici haritalar (Tree-based
Topology Oriented Self-Organizing Maps-TTOSOM) yonteminden yararlanmigtir. Bu y6ntemin
dogrulugu %93,32’dir. Tabakhi vd. [21] karinca kolonisi optimizasyonu (Ant Colony Optimization)
tabanli bir damigsmansiz (unsupervised) Ozellik se¢imi algoritmasi Onerdikten sonra Naive Bayes
siniflandirict ile %92,42 basartya ulasmistir. Lim ve Chan [22] basit bulanik kiime teorisine dayanan
bir Bandler-Kohout Subproduct (BKS) cikarimi gelistirmistir. Yontemin en iyi simiflandirma
dogrulugu oran1 %95,26°dir. Ayni veri seti lizerinde yapilan diger bir ¢alismada Kong vd. [23] meme
kanseri teshisindeki siniflandirma dogrulugu artirmada gerekli olan en énemli 6zellikleri ¢ikarmak igin
ortak aralikli diskriminant analizi (Jointly Sparse Discriminant Analysis-JSDA) adinda bir metot
onererek %93,85 basari elde etmistir. Xue vd. [24] ise meme kanseri siniflandirmasinda 6zellik se¢imi

1046



icin parcacik silirii optimizasyonu (Particle Swarm Optimisation-PSO) ydnteminden yararlanarak
%93,98’lik dogruluga ulagmistir. Son yillarda yapilan calismalardan birinde ise Nilashi vd. [25] ilk
olarak benzer gruplardaki verileri kiimelemek igin beklenti maksimizasyonunu (Expectation
Maximization-EM) kullanmistir. Ardindan ¢oklu-dogrusallik  (multi-collinearity) probleminin
tistesinden gelmek i¢cin PCA’dan yararlanmigtir. Daha sonra hastaligin siniflandirmasinda kullanilacak
olan bulanik kurallart CART metodu ile olusturmus ve son olarak bulanik mantikla %93,2
siniflandirma dogrulugu elde etmistir. Bu makalede ise yukarida bahsedilen tekniklerden farkli olarak
meme kanseri tanisi i¢in temel yapay sinir aglarindan olusan bir skor fiizyon yontemi 6nerilmistir.

Makalenin kalan kisminin organizasyonu soyledir. Bolim 2 meme kanseri teshisi i¢in kullanilan iki
sinir agini, bu temel aglarin birlesimi olarak dnerilen hibrit yontemi ve ¢alismada kullanilan veri setini
tanitmaktadir. Boliim 3’te model dogrulamasi ve deneyler gosterilmektedir. Son olarak c¢aligmanin
sonuglari ve literatiirdeki ¢aligmalarla kiyaslanmasi Boliim 4°te sunulmustur.

Il. MALZEME VE Y ONTEM

A. CALISMADA KULLANILAN VERI SETI

Bu calismada oOnerilen yontem meme kanseri hastaliginin teshisi icin WDBC veri seti {izerinde
uygulanmustir. WDBC veri seti 1995 yilinda Wisconsin Universitesi Genel Cerrahi Boliimiinden Dr.
William H. Wolberg, Bilgisayar Bilimleri Boliimiinden W. Nick Street ve Olvi L. Mangasarian
tarafindan olusturulmustur [26-32]. Ayrica veri seti, California Universitesi-Irvine’de bulunan Makine
Ogrenmesi Deposunda (Machine Learning Repository) ¢evrimici olarak mevcuttur [33] ve 569 6rnek
icermektedir. Nitelik sayis1 32’dir (ID, teshis, 30 gercek degerli girdi 6zellikleri). Yarigap, doku, ¢evre
uzunlugu, alan, piiriizsiizliik, kompaktlik, konkavlik, konkav noktalar, simetri ve fraktal boyut olmak
iizere 10 gercek degerli nitelik vardir. Veri setinde 357 6rnek iyi huylu, 212 6rnek ise kotii huyludur.
Eksik bilgi iceren nitelik yoktur. WDBC veri setinin 6zeti Tablo 1°de gosterilmektedir.

Tablo 1. WDBC veri setinin ozeti

Nitelik # Nitelik ismi Tanim kiimesi Ortalama Standart hata Maksimum
1 ID numarast ID numarasi - - -
2 Teshis Iy huylu - - -

Koti huylu

3 Yarigap Gergek deger 6,98 - 28,11 0,112 -2,873 7,93 - 36,04
4 Doku Gergek deger 9,71 -39,28 0,36 - 4,89 12,02 — 49,54
5 Cevre uzunlugu Gergek deger 43,79 — 188,50 0,76 — 21,98 50,41 — 251,20
6 Alan Gergek deger 143,50 — 2501,00 6,80 — 542,20 185,20 — 4254,00
7 Piruzsuzlik Gergek deger 0,053 -0,163 0,002 - 0,031 0,071 -0,223
8 Kompaktlik Gergek deger 0,019 -0,345 0,002 - 0,135 0,027 — 1,058
9 Konkavlik Gergek deger 0,000 - 0,427 0,000 — 0,396 0,000 - 1,252
10 Konkav noktalar ~ Gergek deger 0,000 - 0,201 0,000 - 0,053 0,000 - 0,291
11 Simetri Gergek deger 0,106 — 0,304 0,008 - 0,079 0,157 - 0,664
12 Fraktal boyut Gergek deger 0,050 - 0,097 0,001 - 0,030 0,055 - 0,208
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B. GENEL REGRESYON SINIR AGI

Genel regresyon sinir agi (Generalized Regression Neural Network-GRNN), radyal tabanli fonksiyon
aginin (Radial Basis Function Network-RBFN) degisik bir halidir ve genellikle olasiliksal sinir aglari
(Probablistic Neural Networks-PNN) ile birlikte anilmaktadir. Bu ag tiirii, 1990 yilinda Donald F.
Specht tarafindan agirliklandirilmis-komsu metodu formiilize edilerek (sinir ag1 bigciminde) ortaya
atilmustir [34]. GRNN aginin genel yapisi Sekil 1°de goriilmektedir.

Oriintii

- ) Aktivasyon
birimleri

fonksiyonu

‘ e(-Di/20%)
Toplama

Giris
birimleri

X birimleri
‘ Payda terimi
' r Cikis birimi
Y(X
"‘ (0 0
X2
Pay terimi
X

N

Sekil 1. GRNN yapisi

Bu ag tiirti genellikle dort katmandan olugmaktadir: giris katmani (input layer), gizli katman (hidden
layer), toplama katmani (summation layer) ve ¢ikis katmani (decision/output layer). Girig katmani
noronlari, medyan ¢ikarilarak ve ¢eyrekler arasi araligin boliinmesiyle degerleri normallestirme ve
bunlar1 bir sonraki katmana iletme isini iistlenir. Egitim veri setinde her gozlem vakasi i¢in bir ndron
vardir. Gizli katman noronlari, hedef degerlerin yani sira gézlem vakalaria ait 6ngorii degiskenlerinin
degerlerini de tutar. Bu katmandaki ndronlar, test vakalarmin merkezlerine olan Oklit uzakliklarini
hesaplar. Toplama katmaninda pay ve payda birimleri olarak adlandirilan iki néron vardir. Payda
birimi, agirlik degerlerini toplayarak tiim gizli katman néronlarmin katkilarini birlestirir. Digeri ise
agirlik degerlerini hedef degerleriyle carparak tiim gizli katman ndronlarinin genel katkisini hesaplar.
Son olarak ¢ikis katmani basit¢e pay biriminde biriktirilen degeri paydaya bolerek tahmin sonucunu
iiretir.

Caligsan bir sistemden toplanan veriler geri-beslemeli sinir aglar i¢cin genellikle yetersiz kalirken
GRNN agi1, diger PNN’ler gibi sadece bir miktar egitim numunesine ihtiya¢ duyar [34]. GRNN’nin bir
avantaj1 da sudur: Geri-beslemeli aglardan farkli olarak arzulanan sonuca yaklagmak i¢in birden fazla
iterasyona ihtiya¢ duymaz [35]. Tek seferde 6grenme yapisina dayali bir ag tiirii olarak GRNN, stirekli
degerli degiskenleri tahmin etmede, modelleme ve smiflandirma problemlerinde rahatlikla
kullanilabilmektedir [36-38]. GRNN, olasilik yogunluk fonksiyonu olarak normal dagilimi kullanir.
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Her bir X; egitim 6rnegi, normal dagilim ortalamasi olarak kullanilir [37] ve ifadesi Denklem 1 ve 2’de
verilmistir.

Di= (X-X)"(X-X,) @

27

Burada o standart sapma degeri, ayn1 zamanda yayilim (spread) degeri olarak da anilir. Bu ¢alismada
kurulan GRNN modeline iliskin parametreler Tablo 2’de verilmistir. Bu modelde gizli katmandaki
radyal tabanli néron sayisi, egitim verisinin durumuna gore 448 olarak ortaya ¢ikmistir. Aga egitim

Y(X)=

veya test asamasinda giris olarak uygulanan oriintiiler 1x30’luk vektor seklindedir.

Tablo 2. GRNN parametreleri

Parametreler GRNN
Yayilhim degeri 50
Gizli katmandaki noron sayisi 448

Gizli katmandaki néronlarin transfer fonksiyonu tiiriit  ‘radbasn’

C. ILERI BESLEMELI SINIR AGI

Ileri beslemeli sinir ag1 (Feed Forward Neural Network-FFNN), iki veya daha fazla islem katmaninin
arka arkaya baglanmasiyla olusan bir ag yapisidir. Birinci katman aga uygulanan girisler i¢in bir kap1
gorevi goriir [39]. Cikis katmani nihai izdiisim veya yaklasim sonucunu {iretir. Probleme iliskin temel
karmasik iligkileri tutan noronlardan olusan bir veya daha fazla gizli katman vardir. Farkh
katmanlardaki islem birimleri arasindaki agirliklar, problem hakkinda dagitik bir depolama yapisi ve
her katmanda firetilen sonuglarin sonraki katmana iletimini saglar. FFNN’nin genel yapis1 Sekil 2’de
gorlilmektedir. Cok katmanl ileri beslemeli bir ag, katmanlarinda bilesik bir fonksiyon uygulamasina
sahip olabilir. Her katman, baz1 aktivasyon fonksiyonlar1 vasitasiyla belirli bir fonksiyonu barmdirir.
Boylece, FFNN tarafindan saglanan nihai izdiisiim, bilesik bir fonksiyon ile karakterize edilir. Yaygin
olarak kullanilan bu agin matematiksel temelleri hakkinda ayrintilar igin okuyucular [39, 40]
kaynaklarina basvurabilirler.
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Giris katmani Gizli katman(lar) Cikis katmani

Sekil 2. FFNN yapisi

Bu ¢aligmada kullanilan FFNN modeline iliskin parametreler Tablo 3’te yer almaktadir. Agin gizli
katmanindaki noron sayisi 200 ve bu ndronlarin aktivasyon tiri ‘tansig’ (tangent-sigmoidal)
yapilmistir. Agin egitiminde Levenberg—Marquardt egitim (‘trainlm’) algoritmasi1 kullanilmigstir ve
egitim sonlandirma kriteri olarak ortalama karesel hata esigi 0,001 yapilmistir. Olusturulan agin
parametreleri eldeki veri seti i¢in en iyi performansi verecek sekilde deneysel olarak belirlenmistir.
Aga egitim veya test asamasinda girig olarak uygulanan oriintiiler 1x30’luk vektor seklindedir.

Tablo 3. FFNN parametreleri

Parametreler FFNN
Gizli katmandaki néron sayisi 200
Gizli katmandaki noronlarin transfer fonksiyonu tiirii ‘tansig’
Ortalama karesel hata hedefi 10°
Egitim fonksiyonu ‘trainlm’

D. ONERILEN SKOR FUZYON YONTEMI

Onerilen ydntem, yukarida bahsedilen iki temel sinir ag yapisindan olusmaktadir. Metot dziinde,
belirli bir diizende biitiin degerlendirme skorlarmi birlestirmek suretiyle, her ag tiiriiniin bireysel
smiflandirma sonucunu iyilestirerek toplam basariy1 yukarilara ¢ekmis olur. Sekil 3, meme kanseri
siniflandirmasi igin onerilen skor fiizyon yonteminin blok diyagrammmi gostermektedir. Onerilen
yontemde, meme kanseri veri seti, 6nce k-kat ¢apraz gegerleme semasinda egitim ve test setlerine
boliiniir. Ardindan GRNN ve FFNN olmak iizere iki sinir ag1 olusturulur. Bu sinir aglan egitilir ve
daha sonra test numuneleri i¢in bagimsiz olarak ¢alistirilir. Kotii huylu veya iyi huylu vakalar olmak
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lizere iki smifa ait hedef degerler sirasiyla O ve 1°dir. Her bir temel ag tarafindan iiretilen
degerlendirme skoru, 1’den biiyiik skorla sonuglanan vakalar i¢in 6nce 1’e sabitlenir. Bu islem tiim
skorlarin 0-1 araliginda olmasini saglar. Ardindan sabitlenmis skorlar asagidaki formiil yardimiyla
diizeltilir ve daha da iyilestirilir:

skor = yuvarla (skor® + 0,15) (3)

Denklem 3’teki karesel ifade, aglarin bireysel skorlarindaki karar esigini 0,5 seviyesinden uzaklastirir
ve 0,15 ofset degeri karesel ifadeyle 0,25 seviyelerine inen esigin tekrar 0-1’in orta noktasina
yaklagmasini saglar. Yuvarlama fonksiyonu ile tiim bireysel skorlarin nihayet 0 veya 1’¢
haritalanmasin1 saglar. Optimum performansi saglamak i¢in Denklem 3’teki ofset degeri deneysel
olarak 0,15 olarak belirlenmistir. Denklem 3 yardimiyla FFNN sonucu iizerinde yapilan skor
iyilestirme iglemi Sekil 4’teki 6rnek ile gorsellestirilmistir. 56 test vakasi i¢in agin {lirettigi ham skorlar
ve bunlarin iyilestirilmesi sirasiyla Sekil 4a ve Sekil 4b’de verilmistir. Grafikte mavi ¢izgi ham puana,
kirmiz1 ¢izgi ise yuvarlama sonucuna karsi diismektedir. Sekil 4a’dan goriildiigii gibi 7. test vakasinin
yuvarlama sonucu 1 ¢ikmistir. Bu test vakasin etiket bilgisi ise sonucun 0 ¢ikmasi gerektigine isaret
etmektedir. Denklem 3 yardimiyla elde edilen iyilestirilmis skorun yuvarlanmasi sonucunda ise ayni
(7.) test vakasinin sonucu 0 ¢iktigi Sekil 4b’den net bir sekilde goriilmektedir. Bu iyilestirme nihali
basar1 oraninin artmasina katki saglamaktadir.

Sekil 3°te goriilen skor flizyonu blogu mutlak oylama ve agirlikli toplam iglemlerinden olusur. Her bir
agin Urettigi skor 0 veya 1 oldugu i¢in bunlarin toplami 0, 1 veya 2 olabilir. Toplam 0 veya 2 ise, nihai
siniflandirma mutlak oyla belirlenir. Bagka bir deyisle eger toplam 2 ise nihai siniflandirma sonucu iyi
huyludur veya toplam 0 ise sonu¢ kotii huyludur. Toplam degerinin 1 oldugu durumlarda nihai
siniflandirma, ag birlesiminin bireysel puanlarinin agirlikli toplami hesaplanarak belirlenir. Bu durum
icin agirliklandirma ¢arpanlari deneysel olarak sirasiyla GRNN ve FFNN igin 0,45 ve 0,55 olarak
belirlenmigtir.

Onerilen skor fiizyon ydntemi ve bu ydnteme temel olusturan yapay sinir a1 (Artificial Neural
Network-ANN) modelleri, 4GB RAM ve Intel Core i5 M460 (2.53GHz) islemci ile Windows 7 64-bit
isletim sisteminde calisan MATLAB R2016a’da gerceklenmistir. Onerilen yontemde kullanilan ANN
parametreleri Tablo 2 ve Tablo 3’te belirtilmis ve bu parametreler, dayatilan hesaplama yikii
bakimindan veri seti i¢in optimum basar1 verecek sekilde deneysel olarak dogrulanmstir.
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( Simiflandirmaya bagla >

v

Giris: Meme kanseri veri seti
Cikis: Meme kanseri tanisi (iyi veya kotti huylu)

v

Veri setini k-kat capraz gegerleme ile bol

v

Egitim ve test verisini olustur

|
v v

GRNN skorunu elde et FFNN skorunu elde et

v

Skor iyilestirmesi yap

v

Mutlak oylama ve agirlikli toplamlarin
kombinasyonu ile skor fiizyonunu gergeklestir

Nihai siniflandirma

Tan1 sonucu:
Katii huylu

Tam sonucu:
Lyi huylu

Sekil 3. Meme kanseri siniflandirmast igin onerilen skor fiizyon yaklagimi
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Sekil 4. FFNN sonucu iizerinde skor iyilestirme

1. BULGULAR VE DEGERLENDIRME

Ikili tahmin yaparken, Gergek Pozitif (True Positive-TP), Yanls Negatif (False Negative-FN), Yanlis
Pozitif (False Positive-FP), Ger¢ek Negatif (True Negative-TN) olmak tizere dort sonug ¢iktisi olabilir
[41]. llgilenilen siiflandirma problemi igin TP, uzman sistemin dogru sekilde kotii huylu bir timér
teshisi koymasi anlamina gelir. FN, uzman sistemin kotii huylu bir tiimoriin teshisinde basarisiz
oldugu anlamina gelir. FP, uzman sistemin iyi huylu vakayi koéti huylu bir timor olarak gordiigii
anlamia gelir. TN, uzman sistemin iyi huylu bir tiimérii kétii huylu olarak teshis etmedigi anlamina
gelir. Konflizyon matrisi, model tarafindan yapilan tiim ongoriilerin iizerinden ge¢mek suretiyle bu
dort sonucun her birinin kag kez olustugu sayilarak hesaplanir. Rastgele secilmis belirli bir vaka igin
iki sinir agina ve onerilen skor fiizyon yontemine iliskin konfiizyon matrisleri Sekil 5’te verilmistir.
Performans o6l¢iimlerinden siniflandirma dogrulugu, dogru siniflandirilan &rneklerin tiim 6rneklere
boliinmesiyle hesaplanir. Hassasiyet (sensitivity), sistem tarafindan kotii huylu olarak degerlendirilen
pozitif vakalarin gergekte olan tiim pozitif vakalara boliinmesiyle bulunur (TP/(TP+FN)). Serpinti
(fall-out) orani, sistem tarafindan yanlislikla pozitif olarak degerlendirilen negatif vakalarin gercekteki
tim negatif vakalara bdolinmesiyle ortaya ¢ikan orana karst diiser (FP/(FP+TN)). Belirlilik
(specificity) orani, serpinti oran1 1°den ¢ikarilarak hesaplanir. Sekil 5’te konfiizyon matrisleri verilen
duruma iligkin performans metrik sonuglart Tablo 4’te gosterilmistir. Sonuglar, 6nerilen yéntemin
dogruluk oranmi bir miktar arttirdigi ve duyarlilik oranmi dikkate deger bir sekilde artirdigim
gostermektedir.
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Tablo 4. Belirli bir durum igin siniflandirma dogrulugu, hassasiyet ve belirlilik oranlart

Simiflandirma Simiflandirma

metotlart Dogrulugu (%) Hassasiyet (%0) Belirlilik (%0)
GRNN 93,75 85,71 97,18
FFNN 94,64 90,47 97,14
Onerilen yontem 95,53 95,23 95,71

Tablo 5, onerilen yaklasim ve iki temel agin k-kat gapraz gegerlemedeki siniflandirma sonuglarini
icermektedir. Boylece Tablo 1°de verilen 6rnek verilerin %20’si (5-kat) ve %10’u (10-kat) sirasiyla
test i¢in ayrilmistir ve gerisi, k-kat ¢apraz gecerleme semasinda egitim i¢in kullanilmustir. Test igin
saklanan veriler gelistirilen sistemin bagarisini ve etkililigini ispatlamak i¢in aga sunulur.

Tahmin edilen smif Tahmin edilen smf
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b= =
> >
= Z
o B 3 6 6 w B 3 8 4
£ G s g
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2 2 69 = 2 68
= o)
(a) (b)
Tahmin edilen smif
Onerilen  Koti huylu fyi huylu
=
)
=
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8 =
© %
- 3 67
w2

(©)

Sekil 5. Belirli bir durum icin konfiizyon matrisleri: (a) GRNN, (b) FFNN ve (c) Onerilen yontem

100 rastgele tekrar i¢in 5-kat ve 10-kat ¢apraz gecerlemedeki siniflandirma dogrulugu, hassasiyet ve
belirlilik oranlar1 Tablo 5’te gosterilmektedir. 5-kat ¢apraz gegerlemedeki GRNN ve FFNN igin
siniflandirma dogruluk oranlari sirasityla %91,21 ve %93,74 olarak o6lciilmiistiir. ki temel agdan
olusan dnerilen yontem, bu temel aglar1 asarak %93,78 oranina ulasmistir. Onerilen fiizyon yaklasimi,
belirlilik orami agisindan GRNN’yi gegmistir, ancak FFNN’nin biraz gerisinde kalmustir. Onerilen
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yaklagim, hassasiyet oraninda diger tiim modellerden daha iyi sonug tiretmistir. Bu yontem hassasiyet
oraninda ise FFNN’den yaklagik olarak en az %3 daha basarili olmustur.
Tablo 5. Gergeklenen yontemlerin k-kat ¢apraz gegerlemede 100 tekrar i¢in performans metrik sonuglar

Simiflandirma metotlar: 5-kat capraz gecerleme 10-kat capraz gecerleme
Ortalama  Std. sapma Ortalama  Std. sapma
Siniflandirma
Dogrulugu (%) 91,21 2,46 91,48 3,49
GRNN Hassasiyet (%0) 85,79 5,58 86 6,96
Belirlilik (%0) 94,46 2,61 94,77 3,92
Simiflandirma
Dogrulugu (%) 93,74 3,3 94,41 3,55
FFNN Hassasiyet (%0) 88,83 6,36 89,33 8,01
Belirlilik (%0) 96,69 2,89 97,46 2,75
Simiflandirma
Dogrulugu (%) 93,78 3,43 94,54 3,28
Onerilen yontem Hassasiyet (%) 92,07 5,7 92,57 6,43
Belirlilik (%0) 94,8 3,85 95,71 3,78

10-kat ¢apraz gecerlemede benzer performans metrik sonuglari gézlemlenmistir. GRNN ve FFNN i¢in
siniflandirma dogruluk oranlar1 sirasiyla %91,48 ve %94,41 olarak Slgiilmiistiir. Onerilen ydntem,
temel aglardan daha iyi performans gostererek %94,54°liik bir orana ulasmistir. Bu yontem, belirlilik
orant agisindan GRNN’yi agmis, ancak FFNN’nin biraz gerisinde kalmistir. Diger taraftan bu yontem,
hassasiyet orani agisindan digerlerini en az %3 oraninda geride biraktig1 gériilmektedir. Elde edilen
sonuglar, 6nerilen skor flizyon yonteminin temel aglarda elde edilen hassasiyet oraninda hissedilir bir
artis sagladigini ortaya koymaktadir.

A. LITERATURDEKI CALISMALAR ILE KIYASLAMA

Bu boliimde WDBC veri seti iizerinde son on bes yilda ¢esitli tekniklerle elde edilen basar1 oranlarina
yer verilmistir. Tablo 6°da yer alan mevcut ¢aligmalarin siniflandirma dogrulugu yaklasik yiizde 88 ile
yiizde 95 arasinda degisim gostermektedir. Bu ¢alismada onerilen skor fiizyon yaklasimi elde ettigi
ylizde 94,54’liik simiflandirma dogrulugu ile literatiirdeki mevcut yontemler arasinda kendisine iyi bir
yer edinmistir.
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Tablo 6. Mevcut ¢alismalarda kullanilan yontemler ve basart oranlart

.. Siniflandirma
Calhisma Yontem Dogrulugu (%)
Law vd. [12] Karigim tabanli kiimeleme 90,7
Egikka ve Leppdlampi c45 94,06
Li ve Lu [14] PCA - SVM - CPBK 93,26
Liu ve Ren [15] Aksiyomatik bulanik kiime (AFS) 94,6
Miao vd. [16] Kaba es-egitim (Rough co-training) 88,63
Lavanya ve Rani [17] CART 94,84
Destek vektor makinesi-Ozyinelemeli
Maldonado vd. [18] boyut eliminasyonu (SVM-RFE) 95,25
Koloseni vd. [19] Diferansiyel evrim algoritmasi 93,64
. Agag yapisina dayali 6zdiizenleyici
Astudillo ve Oommen [20] haritaiar (TTOSOM) 93,32
Tabakhi vd. [21] Naive Bayes 92,42
Lim ve Chan [22] Bandler-Kohout Subproduct (BKS) tabanli 95.26
¢ikarim
Kong vd. [23] Ortak aralikli diskriminant analizi (JSDA) 93,85
Xue vd. [24] Pargacik siirli optimizasyonu (PSO) 93,98
Nilashi vd. [25] EM — PCA — CART - Bulanik mantik 93,2
Onerilen yontem GRNN ve FFNN birlesimi 94,54
V. Sonuc

Meme kanseri diinyadaki tiim toplumlarda yaygin bir hastaliktir. Bu sebeple bu hastaliktaki erken
teshis, hastalarin geri dondiiriilemez bir evreye gelmeden Once tedavisi i¢in hayati 6neme sahiptir.
Uzman sistemler hastaligin teshisini kolaylagtirmak igin gelistirilmektedir. Bu calismada meme
kanseri teshisi i¢in GRNN ve FFNN’den olusan bir skor fiizyon yaklasimi sunulmustur. Calisma bu
temel sinir aglarmin ve Onerilen yaklasimin performanslarmi karsilastirmistir. Deneysel sonuglar
onerilen skor fiizyon yonteminin temel yontemlerle elde edilen siniflandirma dogrulugunu koruyarak
hassasiyet oranim1 &nemli derecede gelistirdigini gostermektedir. Literatitrde WDBC veri setini
kullanarak yapilan son yillardaki c¢aligmalarla kiyaslandiginda, Onerilen skor flizyon yaklasimi
nispeten iyi bir basar1 orani elde etmistir. Onerilen yaklasim biraz daha gelistirilmesi durumunda, tip
uzmanlarinin hastaliga iligkin karar vermelerine yardime1 olabilecek bir ara¢ olarak kullanilmada umut
vadetmektedir.
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