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ÖZ 

Karmaşıklığın oldukça fazla olduğu, dinamik bir çevrede operasyonlarını sürdüren havayolu işletmelerinin birçok kısıta 

rağmen doğru karar almaları oldukça önemlidir. Bugün çok çeşitli veri ve büyük miktarda veri üreten havayolu 
işletmelerinin bu verileri en doğru şekilde değerlendirebilme becerileri kararlarının etkinlik derecesini 

belirleyebilecektir. Bu nedenle, bu çalışma kapsamında Yapay Zeka (YZ) uygulaması olan Makine Öğrenmesinin (MÖ) 

havayolu işletmelerinin hangi süreçlerinde, hangi algoritmalar ile kullanılabileceği alanyazında yer alan çalışmalar 
incelenerek tespit edilmeye çalışılmıştır. Elde edilen sonuçlar, özellikle son yıllarda MÖ’nün “dispeç güvenilirliği”, 

“uçuş emniyeti”, “gelir yönetimi/fiyatlama” ve “müşteri davranışları” konularına uygulanmasında bir artış olduğunu 

ortaya koymaktadır. 
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ABSTRACT 

It is very important that the airlines that carry out operations in a dynamic and complex environment struggle to make 
the right decision despite many limitations. Today, a wide range of data and a large amount of data generated by airline 

companies and their ability of data evaluation will determine the effectiveness of the decisions. For this reason, in this 

study, it has been tried to determine the applications of Artificial Intelligence (AI) and Machine Learning (ML) algorithms 

in airline processes of by examining previous literature. The results show that there has been an increase in the 
application ML algorithms in “dispatch reliability”, “flight safety”, “yield management/pricing” and “customer 

behavior” issues especially in recent years. 
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GİRİŞ 

Ticari havayolu taşımacılığı sektörü teknolojinin yoğun olarak kullanıldığı sektörlerdendir. Kullanılan 

teknolojiler, genellikle operasyonel verimliliğin (Rosenberg vd., 1978; Lee ve Mo, 2011), uçuş emniyeti ve 

güvenliğinin sağlanmasına yöneliktir. Özellikle, tarihsel süreçte incelendiğinde havaaraçlarının daha emniyetli 
hale getirilmesi için önemli teknolojik geliştirmelerin yapıldığı görülmektedir (AU Department of Transport, 

1998; Hansman, 2005). Seyrüsefer esnasında karar vermeyi kolaylaştıracak, ekip üyelerine daha az iş yükü 

yükleyecek otomatik sistemler havaaraçlarını robotik sistemler haline getirmiştir. Diğer yandan, uçuş 
güvenliği de teknolojinin yoğun bir biçimde kullanıldığı alanlardan birisidir. Büyük oranda havalimanı 

emniyetine bağlı olan uçuş emniyetinin sağlanmasında şüpheli olan ya da yetkisiz girişlerin engellenmesine 

ve tehlikeli maddelerin tespit edilmesine yönelik girişimleri engellenmesine yönelik teknolojiler sürekli 
geliştirilmektedir.  

Havayolu işletmeleri istenilen kalitedeki ürünleri düşük fiyatlara sunmak için optimizasyon temelli karar 

destek sistemlerine başvurmak durumundadırlar. Optimizasyon ile yeterli miktarda kâr sağlamaya imkân 

verecek ücret sınıflarının belirlenmesi, uçuş programları, ekip eşleştirmeleri, bakım programları, uçuş planları, 
uçuş rotaları, kapı-uçak eşleştirmeleri ve eğitimlerin programlanması gibi alanlarda karar verme süreçlerinin 

etkinleştirilmesi sağlanmaktadır. Özellikle, havayolu taşımacılığı sektöründeki yoğun rekabet yapısı, büyük 

operasyonel hacim, birbirine yüksek seviyeli bağımlılık ve etkileşim içinde olan kaynaklar/süreçler (havaaracı, 
ekip, bakım faaliyetleri, havalimanı gibi), karmaşık operasyonel planlamalar, oldukça dinamik çevre, karmaşık 

müşteri davranışları, birçok sektöre göre daha yoğun yasalar, kurallar ve düzenlemelerin oluşturduğu hukuksal 

çevre süreçlerin optimizasyonu ile ilgili çabaları desteklemektedir (Yu & Yang, 1998:1383).  
Günümüzde, örgütler; farklı yapılarda, önemli miktarda ve sürekli olarak artan veriyle karşı karşıyadırlar. 

Büyük veri olarak tanımlanan bu veri yığınları havayolu işletmeleri içinde karar vermede kullanabilecekleri 

önemli bir kaynak niteliğindedir. Uçuş rotaları, yolcu bilgileri, havalimanı operasyonları, havadurumu verileri, 

emniyet raporları, havaaracı, havayolu ve pazara dair bilgiler havayolu işletmelerinin sürekli olarak 
ulaşabildikleri büyük verilerdir (Andronie, 2015:153-154). Büyük veri aynı zamanda bilgisayarlar teknolojileri 

ile karar vermek için kullanılan Yapay Zeka (YZ) ve Makine Öğrenmesi (MÖ) uygulamalarının etkin bir 

biçimde çalışmasına ihtiyaç duymaktadır (Bhatnagar, 2018: 469). YZ ve MÖ uygulamaları farklı sektörlerde 
yer alan işletmeler için süreçlerin verimliliği ve karar verme etkinliğinin sağlanmasında giderek daha fazla 

gündeme gelmektedir. Bu anlamda, operasyonel süreçlerin etkinliğini belirleyecek konularda havayolu 

işletmeleri sahip oldukları verileri YZ ile değerlendirebilirler. Diğer yandan, havayolu işletmelerinin YZ’den 

hangi süreçlerde ve ne kapsamda yararlanabilecekleri incelenebilir. Özellikle, YZ’nin ticari havayolu 
sektörünün bir takım problemlerine uygulayan akademik çalışmaların incelenmesi faydalı olabilecektir. Bu 

nedenle, çalışma kapsamında ticari havayolu taşımacılığı sektöründe YZ ve MÖ yöntemlerinin uygulama 

alanları araştırılmaktadır. 

1. YAPAY ZEKÂ VE MAKİNE ÖĞRENME KAVRAMLARI  

İnsan zihninin kapsamlı yeteneklerinin gerekli olduğu görevleri yerine getiren tüm bilgisayar temelli araçlar 

YZ olarak tanımlanmaktadır. Bilgisayarların işlem performanslarındaki önemli gelişmeler ve yüksek miktarda 
veriye ulaşmanın kolaylaşması YZ’ye olan ilginin artmasını sağlamıştır. MÖ ise, yapay zekânın alt bir 

uygulaması olarak kullanılmaktadır (Financial Stability Board, 2017:4). En temel düzeyde, MÖ, bir insan 

tarafından kapsamlı programlanmasına gerek kalmadan kendi başına “öğrenebilen” her türlü bilgisayar 

programını ifade etmektedir (Wehle, 2017:2). MÖ, istatistik ve bilgisayar bilimlerinin ortak uygulandığı bir 
alan olarak kabul edilmektedir. MÖ kapsamında yönetilmesi oldukça zor olan veri setleri, oluşturulan 

matematiksel modeller ile anlamlandırılmaktadır (Boelaert & Ollion, 2018). MÖ; insan zekasının konuşma, 

olgusallaştırma, çıkarım yapma ve problem çözümü gibi yönlerini simüle etmektedir (Buchanan, 2005; 
Deloiitte, 2017). MÖ, verilerin analizinde kullanılan bir matematiksel prosedürü (algoritma) ifade etmektedir. 

MÖ ile farklı veri bileşenleri arasındaki örüntülerin (ilişkiler) keşfedilmesi amaçlanmaktadır. Olgular 

arasındaki ilişkilerin belirlenmesinden sonra çıkarımlar yapılarak oluşabilecek yeni durumlardaki davranış 
örüntüleri anlaşılmaya çalışılmaktadır (Finlay, 2017: 5). MÖ, çok çeşitli algoritmaları kullanarak mevcut 

verilerden sürekli öğrenerek kendisini geliştirmekte ve öngörüde bulunabilmektedir. MÖ kapsamında 

kullanılan algoritmalar sayesinde veriler arasındaki ilişkilerin öğrenilmesi (eğitim) ile daha kesin öngörüler 

yapılabilmektedir (Hurwitz ve Kirsch, 2018). MÖ kapsamında büyük veriler kullanılarak sürekli öğrenme ve 
geliştirme sağlanmaktadır (Deloiitte, 2017).  

MÖ; gözetimli (supervised learning), gözetimsiz (unsupervised learning) ve pekiştirmeli öğrenme 

(reinforcement learning) olarak adlandırılan algoritmaları kullanmaktadırlar. Gözetimli öğrenme algoritmaları 
ile “eğitim” aşamasında etiketlenmiş, bazı özellikleri belirtilmiş olan veri setleri analiz edilmektedir (Financial 
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Stability Board, 2017; Raschka ve Mirjalili, 2017). Gözetimli öğrenmenin en temel görevi verileri ortak 

özelliklerine göre sınıflandırmaktır. Verileri sınıflandırmasının yanısıra gözetimli öğrenme öngörüsel hedef 

nümerik değerler de yaratmaktadır. Örneğin, bir otomobilin yapmış olduğu mesafe (km), markası ve yaşı gibi 

verilerden yola çıkarak aracın değeri ile ilgili bir değer oluşturulabilmektedir (Géron, 2017).  
 

Tablo 1:  Makine Öğrenmesi Türleri 

Gözetimli Öğrenme Gözetimsiz Öğrenme Pekiştirmeli Öğrenme 

Etiketli veriler kullanılır. Etiketli olmayan veriler 
kullanılır. 

Ödül sistemine göre karar 
verilir. 

Çıktı, eğitim veri setine 
dayanmaktadır. 
Sınıflandırma yapılır. 

Çıktı, verinin 
kümelenmesini temel 
almaktadır. 

Çıktı aracı-ajan (agent)’ın 
çevreyle olan etkileşimi 
sayesinde oluşmaktadır. 

Öncül bir veri seti gereklidir. Öncül bir veri setinin olması 
gerekli değildir. 

Öncül bir veri setine ihtiyaç 
duyulur. 

Aynı girdiler her zaman aynı 
çıktıları üretir.  

Aynı girdiler için her bir 
tekrarda farklı sonuçlar 
üretilebilir. 

Eğer çevre değişiyor ise 
aynı girdiler için çıktılar da 
değişir. 

Geleceğe yönelik çıktılar, 
öngörüler üretilir.  

Veri setindeki gizli ilişkiler 
tespit edilir. 

Eylem serileri oluşturulur.  

Kaynak: Dasgupta & Nath, 2016; Raschka ve Mirjalili (2017) 

 

Gözetimsiz öğrenme algoritması ise etiketlenmemiş veriler üzerinden çalışmaktadır (Financial Stability 

Board, 2017:4-5). Gözetimsiz öğrenme; temel olarak verinin sınıflandırılması, boyutlarının belirlenmesi ve 

verideki düzensizliklerin belirlenmesi amaçları ile kullanılmaktadır. Özellikle verideki düzensizliklerin tespit 
edilmesine yönelik olan gözetimsiz algoritmalar normal olmayan kredi kartı harcamalarının tespit edilerek 

hırsızlık girişimlerinin engellenmesinde ve üretim hatalarının tespit edilmesinde yoğun olarak tercih edilmeye 

başlanmıştır. Bu kapsamda, sistem normal veriler ile eğitildiğinden normalin dışında bir veri hemen ayırt 
edilmektedir. Bunların yanı sıra sistem içerisinde var olan fakat kolayca tespit edilemeyecek ilişkiler de 

gözetimsiz öğrenme algoritmaları ile öngörülmektedir. Örneğin, bir markette bir ürün tercih eden müşterilerin 

aynı zamanda tercih ettiği ürünlerin belirlenerek fiyat, promosyon ve mağaza düzenlemelerinin yapılması 

gözetimsiz öğrenme ile mümkün olabilmektedir (Géron, 2017). 
Üçüncü bir öğrenme algoritması olan pekiştirmeli (takviyeli) öğrenme yönteminde ise, hedef çıktıyı vermek 

için bir danışman yerine, elde edilen çıkışın verilen girişe karşılık iyi ya da kötü olarak değerlendiren bir kriter 

kullanılmaktadır (Atalay ve Çelik, 2017). Pekiştirmeli öğrenmede öğrenen sistem aracı-ajan (agent) olarak 
tanımlanmakta ve çevreyi gözlemleyek, eylemlerini belirlemekte ve harekete geçmektedir. Bu hareket sonucu 

karşılaşılan olumlu (ödül) ya da olumsuz durum (ceza) aracının öğrenmesinde etkili olmaktadır. Benimsenen 

eyleme karşı çevreden gelen geribildirime göre aracı tarafından politika (policy) olarak adlandırılan bir 
davranış yolu belirlenmektedir. Böylece, şartlar benzer olduğunda aracı, nasıl davranışlar sergileyeceğini 

öğrenmiş olmaktadır (Géron, 2017). Aracının çevre ile etkileşiminde deneme yanılma yaklaşımı ya da bilinçli 

bir planlama ile ödülleri maksimize edecek eylemler serisi öğrenilmektedir (Raschka ve Mirjalili, 2017).  

2. YAPAY ZEKÂ VE MAKİNE ÖĞRENMENİN İŞLETMELERDEKİ UYGULAMALARI 

İstatistiksel yöntemleri öngörü yapacak şekilde bir araya getirmesinin yanı sıra tarihsel verilere dayanarak 

öngörüde bulunan MÖ, modeller oluşturmakta ve veriler değiştikçe bu modelleri güncellemektedir. Yeni veri 

akışları sayesinde öğrenerek öngörü yapmaya yarayan modelleri sürekli güncelleyebilen MÖ, veri akışının 
sürekli ve büyük miktarlarda olduğu günümüz iş dünyasında veri bileşenleri arasındaki ilişkileri dinamik bir 

biçimde tanımlayarak öngörü de bulunması, bu suretle çevresel belirsizliği azaltabilmesi örgütler için oldukça 

önemlidir (Bramer vd., 2015). Bu nedenle, MÖ, örgütlerin performanslarını ve pazardaki pozisyonlarını 
iyileştirmelerinde kullanılabilmektedir. YZ, her büyüklükteki işletmede uygulama alanı bulabilme 

potansiyeline sahiptir. İşletmeler; dolandırıcılık girişimlerinin tespitinde, güvenliğin artırılmasında, ses ve 

görüntü tanıma ile daha etkin insan-makine ara yüzlerinin oluşturulması, araçların kullanımına ve medikal 

operasyonlara destek sağlanması gibi alanlarda YZ uygulamalarını kullanabilmektedirler (Azoff, 2015).  
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Tablo 2: Makine Öğrenmesinin İşletmeler İçin Faydaları 

Gelir Artışı Verimlilik Artışı Sermaye Tasarrufu Artışı 
Yatırım Maliyetlerinin 

Azaltılması 

İşletme çıktılarının sonuçlarının 
tahmin edilmesi 

Süreç verimliliği 
sağlanması 

Üretim girdilerinin optimize 
edilmesi 

Veri maliyetinin azaltılması 

Müşteri ilişkilerinin 

bireyselleştirilmesi 

Çalışan verimliliğinin 

sağlanması 

Sabit sermayenin 

devamlılığının sağlanması 

İnsan kaynağı maliyetinin 

azaltılması 

Daha iyi pazar araştırması ile işletme 
stratejisinin geliştirilmesi 

Değer zinciri 
verimliliğinin 

sağlanması 

Kalite kontrolünün 
etkinleştirilmesi 

Üçüncü kişi tedarikçi 
maliyetlerinin azaltılması 

Rekabetçi avantaj elde etme    

Kaynak: Deloitte, 2017. 

 

İşletmeler ellerinde bulunan sınıflandırılmış ya da sınıflandırılmamış verilerin işlenmesi ve buna dayanarak 

karar verilmesinde YZ önemli bir araç niteliğindedir. Birçok işletme, müşterileri ile ilgili ellerindeki çok geniş 
veri tabanlarını MÖ uygulamaları ile işleyerek müşteri profili belirleme ve pazar bölümleme çalışmalarını daha 

etkin hale getirebilirler. Pazarlama alanında; pazar bölümleme (Florez-Lopez ve Ramon-Jeronimo, 2009;Grau 

vd., 2009; Dullaghan ve Rozaki, 2017; Kamthania vd., 2018;) tüketici davranışlarının belirlenmesinde (Badea, 
2014;Ravnik vd., 2014), müşteri ilişkilerinin analizinde (Emtiya ve Keyvanpour, 2011; Cioca vd., 2013; 

Amnur, 2017; Sabbeh, 2018) işletmelerin MÖ’den yararlanabileceği görülmektedir. MÖ’nün, pazarlama 

süreçlerinin yanı sıra fiyat belirleme (Narahari vd., 2005; Tulabandhula ve Rudin, 2013; Spedicat vd., 2018), 
gelir yönetimi (Shin ve Park, 2000; Rana ve Oliveira, 2014; Gosavi, 2004; Bayoumi vd., 2013), üretim 

süreçlerinin planlanması (Song vd.,2005; Gyulai vd., 2014; Müller vd., 2018), insan kaynakları planlamaları 

(Aytug vd., 1994; Punnoose ve Ajit, 2016; Serengil ve Ozpinar, 2017), süreç yönetimi-kalite kontrolü (Yang, 

Lu, & Lin, 1992; Escoba ve Morales-Menendez, 2018; Bai vd., 2018;), dağıtım hatlarının planlanması (Min, 
2010; Mei ve Doomernik, 2017) gibi işletmecilik alanlarında kullanılabileceği görülmektedir.  

3.TİCARİ HAVAYOLU SEKTÖRÜNDE YAPAY ZEKÂ-MAKİNE ÖĞRENMESİ UYGULAMA 

ALANLARI 

1980’li yıllarda serbestleşmeye başlayan ticari havayolu taşımacılığı sektöründe giriş engelleri kalkmış, 

sektöre yeni girişlerin kolaylaşması ile rekabet de artmıştır. Rekabetin artması ile birlikte fiyatlar düşmüş ve 

kar marjları azalmaya başlamıştır. Bu nedenle, yoğun rekabet ortamında gelirlerini artırabilmek için verimlilik 
havayolu işletmelerinin en önemli stratejisi haline gelmiştir (Odoni, 2009; Doganis, 2006).  

Ticari havayolu taşımacılığı sektöründe maliyetler yoluyla rekabet etmek oldukça önemli bir strateji haline 

gelmiştir. Özellikle, serbestleşme hareketiyle ortaya çıkan düşük maliyetli iş modelini uygulayan havayolu 

işletmeleri, büyük ağa sahip olan, büyük merkezlerde topladıkları çok sayıda yolcuyu küresel çapta taşıyan 
büyük network tipi bayrak taşıyıcıları için kısa-orta hatlarda rekabet baskısının daha da artmasına neden 

olmuşlardır. Ayrıca, ticari havayolu taşımacılığı sektöründe oldukça yüksek olan yakıt, personel, bakım-

onarım, havalimanı, sigorta giderlerinin baskısını azaltmak için yöntemlerin geliştirilmesi havayolu 
işletmelerini meşgul etmektedir. Bunların yanısıra, havalimanı sıkışıklıkları, yüksek sermaye gereksinimleri, 

güvenlik ve emniyet ile ilgili gereklilikler, karmaşık ve büyük sistemin yönetimi ile ilgili zorluklar 

optimizasyon araçlarının/modellerinin kullanımının ön plana çıkmasına neden olmaktadır (Barnhart ve Cohn, 

2004). 
Bahsedilen konuları çözmek üzere akademik kapsamda rasyonel modellerin oluşturulmasını ele alan birçok 

çalışma bulunmaktadır. Çalışmaların yapıdığı alanlar aynı zamanda YZ ve MÖ uygulamaları ile çözüm 

aranabilecek alanlardır. Bu çalışmaların kapsamları aşağıdaki gibidir: 
a) Yakıt Yönetimi: Yakıt giderlerin havayolu işletmelerinin operasyonel maliyetleri arasında birinci 

sırada bulunmaktadır (Zouein vd., 2002; Belobaba, 2016). Nash (1981)’e göre, havayolu 

işletmeleri için petrol krizinin yaşandığı 1974 yılından itibaren matematiksel formülasyonlar ve 
bilgisayar yardımı ile yakıt giderlerini azaltmaya çalışmaktadırlar. Yakıt gidelerinin azaltılması için 

uçuş planlamanın sürecinin etkinliğinin sağlanmasına yönelik bir çok çalışma (Zouein vd., 2002 ; 

Naumann ve Suhl, 2013; Belkin, 2017; Legrand vd., 2018 ) bulunmaktadır.  

b) Ekip Planlama: Yakıt giderlerinden sonra havayolu işletmelerinin en yüksek maliyetleri personel 
gideleridir (Belobaba, 2016). Bu nedenle, personelin en verimli şekilde kullanılması 

gerekmektedir. Personelin çalışma saatlerine getirilen kanuni kısıtlamalar ve havaaracı tipine 

uygunluk gibi kısıtlamalar personel planlamasında kısıtlardan bazılarıdır. Bu nedenle, ekip 
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planlamasının etkinleştirilmesine yönelik çalışmalar (Rubin, 1973; Vance vd., 1997; Yen ve Birge, 

2006; Rauf vd., 2016) bulunmaktadır.  

c) Gelir Yönetimi/Fiyatlama: Havayolu işletmelerinin karşılamaya çalıştıkları talebin birçok sektöre 

göre değişken olması fiyatlamayı zorlaştırmaktadır. Gün, hafta, ay ve yılın belirli zamanlarına göre 
değişen talebe uygun bir fiyatlama yapmak uçakların doluluklarını artırırken gelirleri maksimize 

etmek hedeflemektedir. Bu nedenle, dinamik bir fiyatlama sürecinde doğru karar verebilmeyi 

amaçlayan matematiksel modellemeler önplana çıkarılmıştır (Belobaba, 1987). Matematiksel 
modellemeleri kullanan çalışmalar (Belobaba ve Farkas, 1999; Lautenbacher vd., Stidham, 1999; 

Subramanian vd., 1999; Coughlan, 1999) temel olarak talep değişimlerinde dolululuğu ön görmeye 

çalışmakta, fazla satış ve ek satışları da dikkate alarak fiyatlama için karar modelleri 
oluşturmaktadır.  

d) Filo Yönetimi: Havayolu işletmeleri için filodaki en uygun havaaracının uçuşlara atanması 

üzerinde çaba gösterilmesi gereken bir problemdir (Barnhart vd., 2009). Bu anlamda, filo yönetimi, 

hem hedeflenen hizmet kalitesinin sağlanması hem karlı operasyonlar için oldukça kritik öneme 
sahiptir (Khoo ve Teoh, 2014). Bu anlamda belirsizlik yaratan farklı koşullarda filo planlama 

süreçlerinin etkinliğinin sağlanmasına dair bir çok çalışma bulunmaktadır (Sherali ve Zhu, 2008; 

Yan vd., 2008; Lohatepanont ve Barnhart, 2004, Khoo ve Teoh, 2014). Bahsedilen çalışmalarda; 
filo ile ekip, hat ve talep eşleştirmelerine en etkin çözümler birtakım matematiksel modeller ile 

aranmaktadır.  

e) Network Planlama: Havayolu işletmelerinin yeterli talep düzeyinin olduğu pazarlara, talebin 
olduğu zaman dilimlerinde, uygun miktarda uçuş sunmaları gerekmektedir. Network geliştirme 

tarife oluşturma (nerelere, ne zaman uçulacağı) ve filo atamasını içermektedir. Bu anlamda, doğru 

bir uçuş networkünün oluşturulması gelirle üzerinde etkili olmaktadır (Caetano vd., 2017). Bu 

kapsamda geliştirilen modeller ile gelirleri maksimize edecek şekilde hatların ve uçuş 
frekanslarının belirlenmesine yönelik matematiksel karar verme modelleri üzerinde alanyazında 

çalışılmaktadır (Yan ve Wang, 2010).  

Günümüzde havayolu işletmelerinin yakıt, uçuş hatları, filo, bakım ve network gibi alanlarda elde ettiği 
büyük veriler yöneylem çalışmalarının yanı sıra YZ-MÖ ile araştırma yapmayı da mümkün hale getirmektedir. 

4. ARAŞTIRMANIN AMACI VE YÖNTEMİ 

Akademik alanda havayolunun yukarıda bahsedilen problemlerinin (yakıt yönetimi, ekip planlama, gelir 

yönetimi/fiyatlama, filo yönetimi ve network gelişimi) yöneylem kapsamında çok fazla incelenmiştir. Diğer 
yandan, yöneylem araçları ile cevap aranmaya çalışılan her problem aynı zamanda YZ uygulamaları ile 

incelenebilen problemlerdir. Bu çalışmada nispeten yeni ve giderek ilgi yaratan bir alan olan YZ 

uygulamalarının hangi havayolu problemlerine uygulandığı anlaşılmaya çalışılacaktır. Bu kapsamda, Business 
Source Complete, IEEE Xplore Digital Library, Scopus, Jstor Journals, EBSCOHOST, Science Direct ve 

Academic Search Complete veri tabanlarında yer alan çalışmalar bir doküman taramasından geçirilmiştir. 

Araştırma sürecinde YZ-MÖ’nün kullanıldığı ve havayolu taşımacılığı sektörünü konu alan araştırmalar tespit 
edilmiştir. İncelenen çalışmaların araştırma soruları ve kullanılan algoritmaları görmeyi kolaylaştıracak bir 

sınıflandırma formu kullanılmıştır. 

4.1.Bulgular 

Çalışma kapsamında 34 adet araştırma incelenmiştir. İncelenen çalışmaların 2004-2018 yılları arasını 
kapsadığı görülmektedir. Havayolu taşımacılığı ile ilgili problemleri MÖ algoritmaları ile inceleyen 

çalışmaların özellikle son yıllarda artış gösterdiği görülmüştür. İncelenen çalışmaların önemli bir bölümünün 

2018 yılında (%32’si) yapılmıştır. Diğer yandan, incelenen 34 çalışma içerisinde MÖ tekniği olarak en çok 
gözetimli öğrenme (%61’i) tercih edilmiştir.  

Tablo 3:  İncelenen Çalışmalarda Yıllara Göre Kullanılan Algoritmalar 

 2002 2004 2009 2010 2012 2013 2014 2015 2016 2017 2018 

Gözetimli 
Öğrenme 

  1  1  2 1 3 3 8 

Gözetimsiz 
Öğrenme 

 1     1 1 1 1 1 

Pekiştirmeli 
Öğrenme 

1 1  1 1 1 1   1 2 

Toplam 1 2 1 1 2 1 4 2 4 5 11 
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İncelenen çalışmalardan on dokuz âdeti gözetimli öğrenme ile yapılmıştır. Bu çalışmaların dokuzunda 

Destek Vektör Makineleri Algoritması kullanılmıştır. Diğer gözetimli öğrenme çalışmalarında ise çeşitli 

algoritmalar (Rasgele Orman, Gradyen Güçlendirme, Yapay Sinir Ağları, Regresyon Ağacı Modellemesi, 

Multinominal Logit (MNL), Bulanık Mantık) kullanılmıştır. Diğer yandan, altı adet gözetimsiz öğrenme 
çalışması incelendiğinde belirgin bir algoritmanın baskın olmadığı görülmektedir. Bunlara ek olarak dokuz 

adet pekiştirmeli öğrenme çalışmasının dördünde Q-Öğrenme algoritması kullanılmıştır. Geri kalan 

pekiştirmeli öğrenme çalışmalarında ise çeşitli algoritmaların (SARSA, P-Öğrenme, Monte Carlo Öğrenme, 
Otomatik Nesne Tespit, Thompson Örnekleme) kullanıldığı görülmüştür. 

 

Tablo 4  İncelenen Çalışmalarda Kullanılan MÖ Algoritmaları 

Gözetimli Öğrenme Sıklık Gözetimsiz Öğrenme Sıklık Pekiştirmeli Öğrenme Sıklık 

Dispeç Güvenilirliği 4 Dispeç Güvenilirliği 1 Dispeç Güvenilirliği 2 

Güvenlik 1 Uçuş Emniyeti 2 Güvenlik 1 

Müşteri Davranışları 5 Havaaracı Verimliliği 2 Talep Tahmini 1 

Ekip Planlama 1 Ekip Planlama 1 Havayolu fiyatlama/ Gelir yönetimi 4 

İnsan Kaynakları 1   Havaaracı Verimliliği 1 

Süreç Planlama 1   Talep Tahmini 1 

Talep Tahmini 1     

Uçuş Emniyeti 4     

 

İncelenen çalışmaların havayolu sektörünün hangi problemlerine yönelik olduğu değerlendirilmiştir. Buna 
göre, yapılan çalışmalar en çok dispeç güvenilirliğine yöneliktir. Genel olarak tarifede belirtilen saatlere göre 

kalkış yapabilmeyi ifade eden dispeç güvenilirliğinin sağlanması havayolu işletmelerinin verimlilik, müşteri 

memnuniyeti ve gecikmelerden kaynaklanan maliyetlerin önlenebilmesi adına önem verilen bir konudur (Fan 

vd. 2014). Bu kapsamda yapılan MÖ uygulamalarının en fazla kalkış-varış performansının ve gecikmelerin 
öngörülmesine yönelik çalışmalar olduğu anlaşılmaktadır. Çalışmaların önemli bir bölümü gözetimli öğrenme 

algoritmaları kullanılmıştır. Dispeç güvenilirliği ile ilgili çalışmalarda kullanılan gözetimli algoritmalar 

genellikle regresyon temelli karar ağaçları ve rasgele orman algoritmaları şeklindedir. 
 

Tablo 5. Dispeç Güvenilirliği İle İlgili Çalışmaların Kapsamı 

Konu MÖ Tipi MÖ Algoritması 

Havaaraçlarının varış 
zamanlarının ön görülmesi. 

Gözetimli 
Öğrenme 

Rasgele Orman 

Zamanında kalkış ve varış 
performansının tahmin 
edilmesi. 

Gözetimli 
Öğrenme 

Rasgele Orman, Ekstra-Ağaç 
Regresyonu (Extra-Trees Regressor), 
Gradyen Güçlendirme, Çok Katmanlı 

Algılayıcı (Multilayer Perceptron 
(MLP) 

Zamanında kalkış ve varış 
performansının tahmin 

edilmesi. 

Gözetimli 
Öğrenme 

Gradyen Güçlendirme, Ekstra-Ağaç 
Regresyonu (Extra-Trees Regressor) 

Havaaracından kaynaklanan 
gecikmelerin öngörülmesi, 
havaaracı bileşenlerine dair 
bakım incelemelerini temel 
alan gecikme analizi. 

Gözetimli 

Öğrenme 
Regresyon Ağacı Modellemesi 

Gecikme tiplerinin 

sınıflandırılması. 

Gözetimsiz 

Öğrenme 
Apriori Algoritması 

Taksi Sürelerinin 
kısaltılması. 

Pekiştirmeli 
Öğrenme 

Eşzamanlı Pertürbasyon Stokastik 
Yaklaşım (SPSA) 

Dispeç güvenilirlik 
düzeyinin analizi. 

Pekiştirmeli 
Öğrenme 

Monte Carlo Öğrenme 
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Havayolu işletmeleri için uçuş emniyeti önemli bir hizmet bileşeni olarak kabul edilmektedir (Elliott & 

Roach, 1993;Lambert & Luiz, 2011). Yapılan çalışmaların uçuş emniyeti ile ilgili belirli bir odağı 

bulunmamaktadır. Çalışmaların konuları; uçuşun çeşitli aşamalarının gerçekleştirildiği bölgelerde çevresel 

risklerin öngörülmesi, pilotların emniyet odaklı davranışlarının ve olağandışı durumlarda karar verme 
eğilimlerinin öngörülmesi şeklindedir. Uçuş emniyeti ile ilgili çalışmaların gözetimli ve gözetimsiz 

algoritmaları tercih ettiği, pekiştirmeli öğrenmeye yer vermedikleri görülmektedir. 

  

Tablo 6. Uçuş Emniyeti İle İlgili Çalışmaların Kapsamı 

Konu MÖ Tipi MÖ Algoritması 

ASRS ve ASAP veri tabanlarının 
incelenerek kaza/kırım nedenlerinin 
sınıflandırılması. 

Gözetimli 
Öğrenme 

Destek vektör 
makineleri (Support 
Vector Machines) 

Pilotların beklenmedik olaylara tepkileri, 
elektroensefalografik sinyallerin 
pilotların performansını geliştirmek için 
kullanılması. 

Gözetimli 
Öğrenme 

K-En Yakın Komşu 
Algoritması, Destek 
Vektör Makineleri 
(Support Vector 

Machines), Rastgele 

Karar Ağaçları, Yapay 
Sinir Ağları, Doğrusal 

ve Radyal Temelli 
Kernel Fonksiyonları 

Türbülanslı sahaların öngörülmesi 
Gözetimli 
Öğrenme 

Rasgele Orman 
(random forest) 

Uçuşun iniş aşamasında oluşan sıradışı 
durumların incelenmesi 

Gözetimli 
Öğrenme 

Destek vektör 

makineleri (Support 
Vector Machines) 

Değişik seviyelerdeki yorgunluğun ve iş 
yükünün pilotun performans ve 
psikolojik tepkileri üzerindeki etkilerinin 
eş zamanlı olarak tespiti. 

Gözetimsiz 
Öğrenme 

Kümeleme 

Olağandışı durumların yönetilmesi ve 
karar vermenin etkinleştirilmesi. 

Gözetimsiz 
Öğrenme 

Parçacık Sürüsü 
Optimizasyon 
Algoritması 

Olağandışı durumların yönetilmesi ve 
karar vermenin etkinleştirilmesi 

Gözetimsiz 
Öğrenme 

Parçacık Sürüsü 
Optimizasyon 
Algoritması 

 

Müşteri davranışlarının tespit edilerek havayolu hizmetinin uyarlanması havayolu işletmelerinin 

performansı için önemlidir (Shaw, 2007; Belobaba vd., 2009). İncelenen çalışmalarda havayolu müşterilerin 

davranışlarının sınıflandırılmasına ve öngörülmesine çalışıldığı görülmektedir. Bu kapsamda, çalışmaların 
odağı müşterilerin satın alma süreçlerindeki karar verme davranışları ve hizmeti değerlendirmelerinin 

anlaşılmasına yönelik olduğu görülmektedir. İncelenen çalışmalarda müşteri davranışlarının anlaşılması için 

sadece gözetimli öğrenme algoritmaları tercih edildiği görülmektedir. Gözetimli öğrenme kapsamında en çok 
Destek Vektör Makineleri (Support Vector Machines) algoritmasından faydalanılmıştır. 

 

Tablo 7. Müşteri Davranışları İle İlgili Çalışmaların Kapsamı 

Konu MÖ Tipi MÖ Algoritması 

Duygu analizi ile müşterilerin havayolu ulaşımı ile ilgili tutumlarının 
anlaşılması. 

Gözetimli Öğrenme Destek vektör makineleri 
(Support Vector Machines) 

Müşteri tarafından hangi hizmet bileşenlerinin değerlendirildiğinin 
anlaşılması. 

Gözetimli Öğrenme Destek vektör makineleri 
(Support Vector Machines) 

Müşterilerin uçuş seçim sürecinde karar vermelerini etkileyen 

unsurların anlaşılması. 

Gözetimli Öğrenme "Multinominal Logit (MNL)" 

Müşteri davranışları/Pazar Bölümleme (Satın alma aşamasında müşteri 
tercihleri ve satın alma kararının nasıl verildiğinin anlaşılması) 

Gözetimli Öğrenme Destek vektör makineleri 
(Support Vector Machines) 

Müşteri davranışları/Pazar Bölümleme (Satın alma aşamasında müşteri 
tercihleri ve satın alma kararının nasıl verildiğinin anlaşılması) 

Gözetimli Öğrenme Destek vektör makineleri 
(Support Vector Machines) 

Talebin çok değişken olduğu havayolu taşımacılığı sektöründe dinamik bir fiyatlama politikasını 

uygulayabilmek gelir yönetiminin başarısı için önemlidir. Bu nedenle, talep düzeyi ile eşleşen ve aynı zamanda 
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kapasitenin en yüksek gelir seviyesi ile kullanılmasını sağlayacak fiyatların belirlenmesi gerekmektedir 

(Burger ve Fuchs, 2005; Chen, vd., 2010) Bu bağlamda, incelenen çalışmaların doğru fiyatlamanın yapılması 

ve gelir yönetiminin etkinleştirilmesine yönelik olduğu görülmüştür. Diğer yandan, gelir yönetimi ve fiyatlama 

ile ilgili MÖ uygulamaları daha çok pekiştirmeli öğrenme algoritmaları ile yapılmıştır. Pekiştirmeli öğrenme 
kapsamında en çok Q-Öğrenme algoritmasından faydalanılmıştır.  

 

Tablo 8. Gelir Yönetimi İle İlgili Çalışmaların Kapsamı 

Konu MÖ Tipi 
MÖ 

Algoritması 

Talebin belirsiz olduğu durumda gelir 
yönetiminin etkinleştirilmesi. 

Pekiştirmeli 
Öğrenme 

Thompson 
Örnekleme 

Dinamik fiyatlama için çözüm üretimi. 
Pekiştirmeli 
Öğrenme 

SARSA, Q-
learning, Monte 
Carlo Learning 

Gelirleri maksimize edecek fiyatlama 
politikasının belirlenmesi. 

Pekiştirmeli 
Öğrenme 

Q-Öğrenme 

Gelirleri maksimize edecek fiyatlama 

politikasının belirlenmesi. 

Pekiştirmeli 

Öğrenme 

Q-Öğrenme, P-

Öğrenme 

Kısıtlar gözönüne alarak en uygun fiyatların 
öngörülmesi, gelirlerin maksimize edilmesi. 

Pekiştirmeli 
Öğrenme 

Q-Öğrenme 

Talebin ve fiyatın belirlenmesine dair çalışmaların yanı sıra incelenen çalışmalarda MÖ ile ekip, yakıt ve 

havaaracı verimliliğini artırmaya yönelik uygulamalar bulunmaktadır. Ayrıca, havacılık güvenliğini 
sağlamaya yönelik sabotaj potansiyeline sahip yolcuları tespit edecek algoritmalar üzerinde çalışılmıştır. 

SONUÇ 

Günümüzde örgütler mal ve hizmet üretmenin yanı sıra çok miktarda veri üreten yapılar haline gelmişlerdir. 

Örgütler, çeşitli süreçlerine dair büyük miktarda veriler üretirken aynı zamanda stratejik karar verme 
aşamalarının birçoğunda veri ekosisteminin içerisinde faaliyetlerini sürdürmektedirler. Bu ekosistem 

müşterilerin ve rakiplerin davranışlarına, sektörel ve ekonomik göstergelere dair verilerden oluşmaktadır. 

Ayrıca, bu ekosistem anbean büyümektedir. Bu anlamda, bahsedilen miktarda veriyi sürekli olarak 
değerlendirerek, yorumlayabilecek araçları kullanabilmek önemli bir üstünlük olarak değerlendirilmektedir.  

1950’li yıllardan itibaren üzerinde çalışılan, YZ’nin bir uygulaması olan MÖ’nün gelişimi 2000 yıllarda 

bilgisayarların performanslarındaki artış ile ivme kazanmıştır. Ayrıca bu ivmenin nedenlerinden birisi de 

Facebook, Google, Baidu ve Microsoft gibi teknoloji örgütlerinin bu alandaki artan ar-ge yatırımlarıdır 
(Boelaert & Ollion, 2018). Böylece, MÖ’den faydalanan yeni teknolojiler farklı sektörlerde kullanılmaya ve 

yaygınlaşmaya başlamıştır.  

Birçok farklı sektör gibi ulaştırma sektöründe de verimlilik oldukça ön plandadır. Verimliliğin 
sağlanabilmesi çoğu zamanda operasyonel etkinliklerin sağlanmasına bağlıdır. Ayrıca, rekabetin yoğun olması 

havayolu işletmelerinin bütün süreçlerinin verimliliğini oldukça kritik bir noktaya çekmektedir. Nitekim, 

Uluslararası Hava Ulaştırma Birliği (International Air Transportation Association-IATA) havayolu 
taşımacılığı sektöründe MÖ’nün öncelikli uygulama alanlarını “müşteri ile ilgili süreçler”, “operasyonel 

yetenekler”, “destek ve yönetsel yetenekler” olarak tanımlamaktadır (IATA, 2018: 13). Bahsedilen alanlarda 

çözüm üretmek üzere yöneylem araştırması kapsamında bir çok çalışma yapılmıştır. Diğer yandan, bu 

araştırma kapsamında MÖ ile ilgili çalışmalar incelendiğinde bahsedilen alanlarda operasyonel yetenekler 
üzerinde oldukça fazla durulduğu görülmüştür. MÖ’nün gözetimli algoritmalarından faydalanarak havayolu 

işletmelerinin gecikmelerinin yapısını incelemek, öngörmek ve nedenlerini sınıflandırmak için 

kullanılabileceği anlaşılmaktadır. Gecikmelerin incelenmesinin yanısıra bir diğer kritik operasyonel nitelik 
olan uçuş emniyeti alanında da MÖ’den faydalanabileceği incelenen çalışmalardan anlaşılmaktadır. Elde 

edilen sonuçlar; uçuş planlamanın emniyet odaklı tasarlanması, olağandışı durumlara verilecek ekip 

tepkilerinin öngörülmesi ve kaza-kırımların nedenlerinin incelenmesi gibi geniş bir kapsamda MÖ’nün 
kullanılabilirliğini ortaya koymuştur. 

IATA tarafından da belirtildiği gibi MÖ’nün havayolu taşımacılığı sektöründe kullanılabileceği bir diğer 

alan olan müşteri ile ilgili süreçlerde de akademik ilginin mevcut olduğu görülmektedir. Nitekim; satın alma, 

hizmet kalitesini değerlendirme, müşteri profili belirleme gibi alanlarda MÖ’nün uygulanabileceği 
görülmüştür. Buna ilave olarak, fiyatlama ve gelir yönetimi alanında özellikle pekiştirmeli öğrenme 

algoritmalarının tercih edilerek MÖ’nün uygulanabileceğini göstermiştir. Bu alanda, özellikle Destek Vektör 

Makineleri Algoritması’nın geniş bir uygulama alanı bulduğu görülmektedir. 
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Araştırma kapsamında incelenen otuz dört çalışmadan sadece biri (Kocak & Polat, 2016) Türkiye’deki 

alanyazına aittir. Bu durum, önemli bir uygulama alanına sahip olan MÖ’nün ülkemizde havayolu işletmeleri 

ile ilgili çalışmalarda yeterli ilgiyi görmediğini de ortaya koymaktadır. Elde edilecek veri setleri ile uçuş 

emniyet, gelir yönetimi, gecikme ve müşteri davranışı ile ilgili konularda özgün çalışmalar yapılarak hem yerli 
alanyazına hem de havayolu sektörüne katkı sağlanacağı tahmin edilmektedir. Ayrıca, ülkemizde 2003 

yılından itibaren tüm ulaştırma sektörlerinin yeniden yapılandırılması ile ilgili devlet politikalarının 

uygulandığı görülmektedir. MÖ ile yapılacak çalışmalar ile pazar büyüklüklerinin, ulaştırma düğümlerinin, 
filo büyüklüklerinin, liman ve havalimanları konum ve büyüklüklerinin belirlenmesinde fayda elde 

edilebileceği düşünülmektedir.  
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Ek: Havayolu Sektöründe Araştırma Sorularını Makine Öğrenmesi İle İnceleyen Çalışmalar 

Yayın bilgileri Kullanılan Yöntem Kullanım Amacı Yayın bilgileri 

(Lu, Liang, & Zhou, 2017) "Pekiştirmeli Öğrenme" "Monte Carlo Learning" 
Dispeç Güvenilirliği (Dispeç 
güvenilirlik düzeyinin analizinin 
yapılması) 

(Achenbach & Spinler, 
2018). 

"Gözetimli Öğrenme" 
"Rasgele Orman" 
(random forest) 

Dispeç güvenilirliği (Havaaraçlarının 
varış zamanlarının ön görülmesi) 

(Balakrishna, Ganesan, & 

Sherry, 2010) 
"Pekiştirmeli Öğrenme" 

"Eşzamanlı Pertürbasyon 
Stokastik Yaklaşım 

(SPSA)" 

Dispeç Güvenilirliği (Taksi Sürelerinin 

kısaltılması ) 

(Thiagarajan, Srinivasan, 
Sharma, Sreekanthan, & 
Vijayaraghavan, 2017) 

"Gözetimli Öğrenme" 

"Rasgele Orman" 
(random forest), “Ekstra-

Ağaç Regresyonu”, 
Gradyen Güçlendirme, 

Çok Katmanlı Algılayıcı 
(Multilayer Perceptron-

MLP) 

Dispeç Güvenilirliği (Zamanında kalkış 
ve varış performansının tahmin 
edilmesi) 

(Prabakaran & Kannadasan, 
2018) 

"Gözetimli Öğrenme" 
"Gradyen Güçlendirme"," 
Ekstra-Ağaç Regresyonu" 

Dispeç Güvenilirliği, Gecikme 
(Gecikmelerin tahmin edilmesi) 

(Gosavi, Bandla, & Das, 
2002) 

"Pekiştirmeli Öğrenme" “Q-Öğrenme” 

Havayolu fiyatlama/ Gelir yönetimi 
(Kısıtlar gözönüne alarak en uygun 
fiyatların öngörülmesi, gelirlerin 
maksimize edilmesi) 

(Dattaram & Madhusudanan, 
2016) 

"Gözetimli Öğrenme" 
"Regresyon Ağacı 

Modellemesi" 

Dispeç Güvenilirliği, Gecikme 
(Havaaracından kaynaklanan 
gecikmelerin öngörülmesi, havaaracı 
bileşenlerine dair bakım incelemelerini 

temel alan gecikme analizi) 

(Wei & Vikrant, 2018) "Gözetimli Öğrenme" 

"Destek vektör 
makineleri" (Support 
Vector Machines)", 
"Yapay sinir ağları" 

Ekip Planlama (Ekip planlamanın 
optimizasyonunun sağlanması) 

(Aoun, Sarhani, & El Afia, 

2016) 
"Gözetimsiz Öğrenme" 

"Arı Kolonisi 

Algoritması" 

Ekip Planlama (Ekip planlamanın 

optimizasyonunun sağlanması) 

(Zheng, Sheng, Sun, & Chen, 
2017) 

"Gözetimli Öğrenme" 
"Pisagor Temelli Bulanık 
Mantık Derin Boltzmann 

Makinesi (PFDBM)" 

Güvenlik (Havalimanına girişte 
potansiyel sabotaj profil olan yolcuların 
normal yolculardan ayrılması) 

(Gittinger, Suknot, Jimenez, 
Spaulding, & Wenrich, 2018) 

"Pekiştirmeli Öğrenme" 
"Otomatik nesne tespit 

algoritmaları" 

Güvenlik (Yolcu bagaj 
görüntülemelerindeki srıadışılıkların 
tespit edilmesi) 

(Al-Tabbakh, Mohamed, & 
El-Zahed, 2018) 

"Gözetimsiz Öğrenme" “Apriori algoritması” 
Dispeç Güvenilirliği (gecikme tiplerinin 
sınıflandırılması) 

(Chiu, Chiu, & Hsu, 2004) "Gözetimsiz Öğrenme" "Genetik Algoritma" 
Havaaracı Verimliliği (Yolcular ve ekip 
için en uygun ışıklandırma düzeyinin 
sağlanması) 

(Ferreira, Simchi-Levi, & 
Wang, 2018.) 

"Pekiştirmeli Öğrenme" "Thompson Örnekleme" 

Havayolu fiyatlama/ Gelir yönetimi  

(Talebin belirsiz olduğu durumda gelir 
yönetiminin etkinleştirilmesi) 

(Collins & Thomas, 
Comparing reinforcement 
learning approaches for 
solving game theoretic 
models: a dynamic airline 
pricing game example, 2012) 

"Pekiştirmeli Öğrenme" 
"SARSA", "Q-learning" , 
"Monte Carlo Learning" 

Havayolu fiyatlama/ Gelir yönetimi 
(Dinamik fiyatlama için çözüm üretimi) 

(Rana & Oliveira F., 2014) "Pekiştirmeli Öğrenme" "Q-Öğrenme" 
Havayolu fiyatlama/ Gelir yönetimi 
(Gelirleri maksimize edecek fiyatlama 
politikasının belirlenmesi) 

(Abhijit, 2004).  "Pekiştirmeli Öğrenme" 
"Q-Öğrenme","P-

Öğrenme" 

Havayolu fiyatlama/ Gelir yönetimi 
(Gelirleri maksimize edecek fiyatlama 
politikasının belirlenmesi) 

(Kocak & Polat, 2016) "Gözetimli Öğrenme" 
"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Müşteri Davranışlar (Duygu analizi ile 
müşterilerin havayolu ulaşımı ile ilgili 
tutumlarının anlaşılması) 

(M., Deokar A., & Janze, 
2018) 

"Gözetimli Öğrenme" 
"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Müşteri Davranışları (Müşteri tarafından 
hangi hizmet bileşenlerinin 
değerlendirildiğinin anlaşılması) 
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(Lheritier, Bocamazo, 

Delahaye, & Acuna-Agost, 
2018) 

"Gözetimli öğrenme" 
"Multinominal Logit 

(MNL)" 

Müşteri davranışları (Müşterilerin uçuş 

seçim sürecinde karar vermelerini 
etkileyen unsurların anlaşılması) 

(Bude, Hoogenboom, 
Kastrop, Reniers, & 
Frasincar, 2018) 

"Gözetimli öğrenme" 
"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Müşteri davranışları/Pazar Bölümleme 
(Satın alma aşamasında müşteri 
tercihleri ve satın alma kararının nasıl 
verildiğinin anlaşılması) 

(Delahaye, Acuna-Agost, 
Bondoux, Nguyen, & 
Boudia, 2017) 

"Gözetimli Öğrenme" 
"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Müşteri davranışları/Pazar Bölümleme 
(Satın alma aşamasında müşteri 
tercihleri ve satın alma kararının nasıl 
verildiğinin anlaşılması) 

(Homaie-Shandizi, Nia, 
Gamache, & Agard, 2016) 

"Gözetimli Öğrenme" "Karar ağaçları" 
Pilot Kaynağının Planlanması (Pilot 
kaynağının süreklililğinin sağlanmasına 
yönelik modelleme) 

(Schultz & Reitmann, 2018) "Gözetimli Öğrenme" "Yapay sinir ağları" 
Süreç Planlama (En uygun uçağa kabul 
zamanının belirlenmesi. 

(Srisaeng, Baxter, & Wild, 
2015) 

"Gözetimli Öğrenme" 

"Yapay sinir ağları", 
"Bulanık 

mantık","Bulanık-sinir 
ağı modelleme") 

Talep tahmini (Düşük maliyetli 
havayolu talebinin ön görülmesi) 

(Ming, Bao, Hu, & Xiong, 
2014) 

"Gözetimli Öğrenme" 

"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Talep tahmini (Havayolu yolcu talebinin 
belirlenmesi) 

(Collins & Thomas, Learning 
competitive dynamic airline 
pricing under different 
customer models, 2013) 

"Pekiştirmeli Öğrenme" "SARSA" 
Talep tahmini, (Müşteri tercihlerinin 
belirlenmesi) 

(Oza & Castle, 2009) "Gözetimli Öğrenme" 

"Destek vektör 

makineleri" (Support 
Vector Machines)" 

Uçuş Emniyeti (ASRS ve ASAP veri 

tabanlarının incelenerek kaza/kırım 
nedenlerinin sınıflandırılması) 

(Thomas, Gast, Grube, & 
Craig, 2015) 

"Gözetimsiz Öğrenme" "Kümeleme" 

Uçuş Emniyeti (Değişik seviyelerdeki 
yorgunluğun ve iş yükünün pilotun 
performans ve psikolojik tepkileri 
üzerindeki etkilerinin eş zamanlı olarak 
tespiti) 

(Gan, Yang, & Duanmu, 
2014) 

"Gözetimsiz Öğrenme" 
"Parçacık Sürüsü 

Optimizasyon 
Algoritması" 

Uçuş emniyeti (Olağandışı durumların 
yönetilmesi ve karar vermenin 
etkinleştirilmesi) 

(Bartosz, Dariusz, & 
Krzysztof, 2018) 

"Gözetimli Öğrenme" 

"K-en yakın komşu 
algoritması", Destek 
Vektör Makineleri 
(Support Vector 

Machines), Rastgele 
Karar Ağaçları, Yapay 

Sinir Ağları, Doğrusal ve 
Radyal Temelli Kernel 

Fonksiyonları 

Uçuş emniyeti (Pilotların beklenmedik 
olaylara tepkileri, electroensefalografik 
sinyallerin pilotların performansını 
geliştirmek için kullanılması) 

(Smart, Brown, & Denman, 
2012) 

"Gözetimli Öğrenme" 
"Destek vektör 

makineleri" (Support 
Vector Machines))" 

Uçuş Emniyeti (Uçuşun iniş aşamasında 
oluşan sıradışı durumların incelenmesi.) 

(Williams, 2014) "Gözetimli Öğrenme" 
"Rasgele Orman" 
(random forest) 

Uçuş emniyeti, uçuş planlama 
(Türbilanslı sahaların öngörülmesi) 

(Yanto & Liem, 2018) "Gözetimsiz Öğrenme" "K-Ortalama Kümeleme" 
Havaaracı Verimliliğ (Uçuş aşamalarına 
göre havaaracı yakıt sarfiyat etkinliğinin 
modellenmesi) 

 


