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Covid-19 Oncesi ve Sonrasindaki Bitcoin Fiyat
Degisimlerinin Makine Ogrenmesi, Zaman Serileri Analizi
ve Derin Ogrenme Yontemleriyle Degerlendirilmesi
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Ozet— Son zamanlarda kullanimi olduk¢a yayginlasan blokzinciri teknolojisinin, Internet teknolojisi ile beraber ad1 sik¢a
anilir olmaya baglamistir. Blokzinciri teknolojisiyle gelistirilen Bitcoin, sanal para birimleri arasinda en ¢ok piyasa
hacmini elinde bulunduran sanal para birimidir. Sanal para piyasalarinin kontroliinii elinde bulunduran bir merkezi
otoritenin olmamasi sebebiyle fiyat manipiilasyonlarina ve disaridan miidahalelere agik olan bu pazarda, en ugtaki
yatirimeinin yatirim yapabilmesi agisindan yol gosterimine ihtiya¢ duyulmaktadir. Son zamanlarda bu ihtiyaci karsilamak
amaciyla birtakim yontemler kullanilmaya baglanmistir. Bu ¢alismada makine 6grenmesi, zaman serileri analizi ve derin
O6grenme yontemleri kullanilarak Bitcoin fiyatlarindaki dalgalanma hakkinda gesitli tahminleme ve siniflama yontemleri
beraber olarak degerlendirilmistir. Bu baglamda, koronaviriis pandemisi 6ncesi ve sonrasindaki Bitcoin kapanis fiyatlari
ve diisiis-yiikselis egilimleri baz alinarak iki ayr1 veri kiimesi olusturulmustur. Bu veri kiimeleri iizerinde tahmin ve
smiflama yontemleri degerlendirilerek, basarilari karsilastirilmigtir. Karsilagtirmalar sonucunda, pandemi dncesi verilerle
yapilan ¢alismada Destek Vektor Makineleri, pandemi sonrasi verilerle yapilan ¢alismada ise ARIMA en basarili
sonuglar1 vermistir.

Anahtar Kelimeler— tahminleme, uzun kisa siireli bellek aglar1 algoritmasi, biitiinlesik otoregresif hareketli ortalama
yontemi, destek vektor makineleri algoritmasi, bitcoin, blokzinciri teknolojisi, kriptopara, sanal para, koronaviriis

Evaluation of Bitcoin Price Changes Before and After
Covid-19 by Machine Learning, Time Series Analysis and
Deep Learning Algorithms

Abstract— Blockchain technology, which has been become quite widespread in use recently, has become very popular
with the Internet technology. Bitcoin, which has been developed with blockchain technology, is the virtual currency that
holds the most market volume among virtual currencies. Due to the lack of a central authority that controls the virtual
currency markets, this market is open to price manipulations and external interventions, so that guidance is needed for
the end-investor to invest. Recently, a number of methods have started to be been used to meet this need.

In this study, various forecasting and classification methods about fluctuation in Bitcoin prices were evaluated together
using machine learning, time-series analysis and deep learning methods. In this context, two separate datasets have been
created based on the Bitcoin closing prices and up-to-down trends before and after the coronavirus pandemic. The success
of forecasting and classification methods on these two datasets were evaluated and compared. As a result of the
comparisons, Support Vector Machines method for the study conducted with the data before the pandemic, and ARIMA
method for the study conducted with the data after the pandemic, had the most successful results.

Keywords— forecasting, long-short term memory algorithm, auto regressive integrated moving average method, support
vector machines algorithm, bitcoin, blockchain technology, cryptocurrency, virtual currency, coronavirus
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1. GIRIS (INTRODUCTION)

Dijital yollarla gergeklestirilen islemlerin artmasiyla
birlikte kriptopara birimleri de iiretilmeye ve kullanilmaya
baglanmigtir. Finansal bazda en 6nemli igerik olan parasal
karsilik, sanal diinyada kendine kriptoparalarla birlikte yer
bulabilmistir. Kriptopara veya diger adiyla sanal para, para
gibi islev gdéren ama paranin aksine ulusal smirlar ve
merkez bankalarindan bagimsiz bir degisim aracidir [1].
Kriptopara iiretiminin altinda blokzincir adi verilen bir
teknoloji yatmaktadir. Blokzinciri teknolojisi, yapilan tiim
islemlerin sifrelenerek kaydinin tutulmasimi ve bu
kayitlarin bloklar halinde saklanmasini saglamaktadir [2].
Ozellikle kriptopara uygulamalariyla tanman blokzincir
teknolojisinin ~ kullanimi1  son zamanlarda artmaya
baglamigtir. Blokzinciri teknolojisinde kullanilan bloklar,
ozellikle islemlerin giivenligi agisindan biiyliik énem arz
etmektedir. Bir blokzincir, eklenen yeni bloklarla birlikte
genislemektedir.  Blokzincirindeki  her  bir  blok,
kendisinden oOnce gelen blokla iliskilendirilmektedir.
Bloklarin  her biri, zaman damgasini(timestamp),
kendinden dnceki blogun 6zet degerini(hash value) ve bu
o0zet degeri dogrulamak i¢in kullanilan degeri(nonce)
barindirmaktadir [3]. Blokzincir teknolojisinde, her
kullanic1 bir genel(public) ve bir 6zel(private) anahtara
sahiptir. Bu anahtarlar kriptolojik olarak blokzincirinde
depolanmaktadir. Ayrica, blokzincir islemlerinde akilli
sozlesmelerden(smart contracts), dijital imzalardan ve
uzlasma  protokollerinden(consensus ~ protocols)  de
yararlanilmaktadir [4]. Akilli sozlesmeler, birtakim
kurallara bagl islemler i¢in kullanilmaktadir, fakat diger
islemler i¢in kullanimi bir zorunluluk degildir. Kullandig1
bu tir yapilarla birlikte, blokzincirinin sahip oldugu
merkezi olmayan dagitik yapi, seffaflik ve kriptografik
algoritmalar zamanla kriptoparalara olan ydnelimi
artttrmastir [5]. Blokzinciri teknolojisiyle gelistirilmis ilk
kriptopara birimi Bitcoin(BTC)’dir. BTC, kullanicilara ait
tim tasarruflarin korundugu, yapilan her islemin kayit
altina alindigy, halka agik ve ugtan uca(peer to peer) calisan
bir elektronik 6deme sistemidir [6]. BTC’den sonra birgok
kriptopara birimi piyasaya siiriilmiistiir. BTC’nin ardindan
zay1f piyasa degerlerine sahip bu kriptoparalarin piyasaya
striilmesi,  kriptoparalarmm  ticaret hacminde ani
sivrilmelere ve fiyat manipiilasyonlarina yol agmigtir [7].
Bu ani sivrilmeler ve manipiilasyonlar, bazi etkenlerle
birlikte BTC’nin fiyat akisinda da goriilmiistiir. Ornegin,
Zimbabve’de yasanan hiperenflasyon, BTC fiyatini dnemli
olgiide etkilemistir. 9 Kasim 2017 itibariyle Harare
merkezli BTC borsast Golix’te olusan yiiksek ticaret
hacmi, BTC fiyatini diinya genelinde ayn1 donemde gecerli
olan ortalama BTC fiyatinin 6.500 dolar {izerine tasiyarak
13.900 dolara yiikseltmigtir [8]. BTC’nin fiyat akigini
degistirebilen bazi1 politik ve sosyal etkenler de vardir.
Politik manada, bazi hiikkiimet yetkilileri BTC’nin yasadist
gecisleri kolaylastirabilecegini ve devletin para politikasi
uygulamak gibi faaliyetlerini bozabilecegini sdylemistir.
Bu soylemler, BTC’ye bazi kisitlama ve yaptirimlar
yapilmasiyla sonuglanmigtir [9]. Bu durum, kullanicilarin
BTC’ye yonelimlerini olumsuz yonde etkilemistir. Sosyal
manada bakildiginda ise, liberaller ve merkez sol kesim
tarafindan BTC’ye alternatif bir para birimi goziiyle
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yaklagilmasi, BTC i¢in olumlu sonuglar dogurmustur [10].
Fiyat manipiilasyonlarina agik olan bu sektorde akislara
miidahale edebilecek giicte olan siipheli islemler de, BTC
fiyatinin asir1 dilgmesine veya asir1 yiikselmesine sebep
olmaktadir. Buna ek olarak, alternatif 6deme
teknolojilerinin potansiyel olarak sanal para hirsizligina ve
karapara aklama riskine acik olmasi da BTC fiyat akigini
etkileyebilmektedir [11].

Diinya fizerindeki tiim ilkeler igin biiyilk bir problem
haline gelen koronaviriis(Covid-19) pandemisi, tilkelerin
ekonomik politikalarinin  degismesi gerekliligini de
beraberinde getirmistir [12]. Koronaviriis pandemisinin
geleneksel piyasalarda yaratmis oldugu ¢okiisiin dolaylt
olarak BTC’nin fiyatlarindaki dalgalanmalar1 olumlu
yonde etkileyebilecegi de iddia edilmistir [13].

BTC fiyat akisim degistirebilecek tim bu etkenler goz
Oniine alindiginda, fiyat akis yoniiniin belirlenmesi biiytik
bir ehemmiyet kazanmigtir. En ugtaki yatirrmeinin BTC’ye
yatirim yapabilmesi i¢in bir yol gosterimine ihtiyag
duyulmaktadir. Bu yol gosteriminin saglanmasi igin,
gerekli analizlerin yapilmasi gerekmektedir. Bilgisayar
tabanli olarak analizlerin yapilip bir karara varilmasini
saglayan yontemler bulunmaktadir [14]. Simiflandirma ve
tahminleme algoritmalari, bu yontemler kapsamindadir.
Siiflandirma(classification) algoritmalari, veri giktilarinin
nitel olmasi durumunda verilerin hangi sinifa ait oldugunu
belirlemeye yarar [15]. Bu algoritmalar, saglanan egitim
verilerinden smif dagilimmi 6grenir. Ardindan, test
verilerini dogru bir bigimde smiflandirmaya calisir.
Tahminleme(forecasting) algoritmalari, ge¢mis verileri
kullanarak  gelecekteki egilimlere dair ¢ikarimlar
yapilmasini saglar [16].

Calismada, makine dgrenmesi, zaman serileri analizi ve
derin O6grenme yontemleri kullanilarak koronaviriis
pandemisi Oncesi ve sonrast Bitcoin fiyatlarindaki
dalgalanma hakkinda g¢esitli tahminleme ve siiflama
yontemleri beraber olarak degerlendirilmistir.
Siniflandirma ydntemi olarak SVM, tahminleme yontemi
olarak LSTM ve ARIMA algoritmalart kullanilmistir. Kisa
donem zaman serisi tahminlemelerindeki uygunlugu
nedeniyle ARIMA, giiglii katman yapilarit nedeniyle LSTM
ve siniflandiricilarinin tahminleyici islevi nedeniyle SVM
algoritmalart se¢ilmistir.

Bu calismanin amaci, koronaviriis pandemisi Oncesi ve
sonrasindaki haftalik etkiler tizerinden BTC fiyatlarinin
donemsel diisiis, yiikselis egilimlerini SVM, ARIMA ve
LSTM yontemleriyle tahmin edilerek, en basarili yontem
veya yontemlerin tespit edilmesi ve viriis siirecindeki fiyat
degisimlerinin  degerlendirilmesidir. ~ Takip  eden
boliimlerde, sirasiyla bu konudaki literatlir taranip daha
onceki caligmalara yer verilecektir. Ardindan, kullanilan
tim yoOntemler tanitilacak ve uygulama asamasinda bu
yontemlerin nasil uygulandig1 hakkinda bilgi verilecektir.
Bu algoritmalarin BTC fiyat egilimlerini belirlemedeki
model performanslar1  birbiriyle karsilastirilacaktir.
Literatiirde olan yayinlardan farkli olarak, 6lgiimlerde daha
fazla performans metrigi dikkate alinacaktir.
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2. LITERATUR CALISMASI (LITERATURE REVIEW)

Kriptoparalarin fiyat akiginin belirlenmesi, kriptoparalara
yatirim yapan yatirimcilarin ilgisini biiytik olciide cekmeyi
basarmistir. Bu mevzu, her gegen giin daha da 6nemli bir
hale gelmeye baslamistir. Birgok arastirmaci da bu konuda
¢aligmalarda bulunmuslardir. Bu béliimde, 6zellikle son
bes yilda kriptoparalarla ilgili yapilan ¢alismalar
detaylandirmay1 amaglamaktay1z.

Jang ve Lee(2018) ileri siirdiikleri ¢aligmada,
makroekonomik degiskenleri Blockchain bilgilerine
ekleyip BTC fiyatlarinda zaman serisi analizi yapmiglardir.
Calismada, Bayes¢i Sinir Aglar1t (Bayesian Neural
Network-BNN) algoritmasi tahminleme i¢in kullanilmugtir.
Modelin, giinliik fiyat ve giinliik degisimleri baz alarak
BTC fiyatlarindaki dalgalanmalar1 etkili bir sekilde
gosterdigi goriilmiistiir. BNN algoritmasinin, Dogrusal
Regresyon(Linear Regression-LR) ve Destek Vektor
Baglayicisi(Support Vector Regressor-SVR)
yontemlerinden tahminleme konusunda daha iyi oldugu
iddia edilmistir [17].

Katsiampa(2017) BTC fiyatlarindaki degiskenligi ortaya
koymak amaciyla bazi Genellestirilmis Otoregresif
Kosullu  Degisen = Varyans(GARCH)  modellerini
olusturarak birbirleriyle kiyaslamigtir. Bu modellerin
kiyaslanmasi sonucunda, fiyat degiskenliginin uyum iyiligi
anlaminda optimal olarak agiklamasini yapabilecek bir
Asimetrik Bilesenli Genellestirilmis Otoregresif Kosullu
Degisen Varyans(AR-CGARCH) modeli gelistirmislerdir.
Modelin, kosullu varyansin kisa vadeli ve uzun vadeli
bilesenlerine sahip olmasmin o6nemi vurgulanmistir.
Ayrica, modelin risk ydnetiminde, portfolyo ve miisteri
hassasiyeti analizinde yatirimcilar tarafindan bir karar

verme mekanizmasi olarak kullanilabilecegi ifade
edilmigtir [18].
Sutiksno, Ahmar, Kurniasih, Susanto ve

Leiwakabessy(2018) a-Sutte Indicator adini verdikleri
yeni bir tahminleme yontemi ile birlikte Biitiinlesik
Otoregresif ~ Hareketli  Ortalama(Auto  Regressive
Integrated Moving Average-ARIMA) ve Sinir Aglari
Zaman Serisi Tahminlemesi(Neural Network Time Series
Forecast-NNETAR) araglarmi kullanarak gegmis BTC
verileri lizerinde bir fiyat tahminleme ¢alismasi yapmay1
amaglamislardir. ARIMA(1,1,1) ve NNETAR(21,11)
parametrelerini kullanan arastirmacilar, Odlgiimler igin
ortalama karesel hata(MSE) ve ortalama mutlak
hataMAE)  degerlerini  kullanmuglardir. ~ Calisma
sonucunda, a-Sutte Indicator yonteminin verdigi hata
oranmmin ARIMA ve NNETAR algoritmalarimin hata
oranindan daha diisiik oldugunu gdzlemlemislerdir. BTC
geemis verileri iizerinde tahminleme yapmak icin
olusturmus olduklar1 bu yontemin olduk¢a uygun
oldugunu tespit etmislerdir [19].

Abu Bakar ve Rosbi(2017) BTC’nin 2013 Ocak aymndan
2017 Ekim ayma kadar gelisen doviz kurunu
incelemiglerdir. BTC/USD kuru iizerinden topladiklar
verilerle ARIMA yontemini kullanarak bir fiyat tahmin
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calismas1 yapnuglardir. BTC/USD kurunun duraganlik
durumunu analiz etmek igin otokorelasyon ve kismi
otokorelasyon fonksiyonlart kullanilmistir. Yipranmanin
yavas oldugu ve kurun duragan olmadigi tespit edilmistir.
ARIMA (2,1,2) modelini kullanan aragtirmacilar, bu
yontemin sozkonusu veriler i¢in giivenilir sonuglar
verdigini ifade etmislerdir. Ayrica, ylksek degiskenlige
sahip olan kurlarda ARIMA yonteminin kullanilmasi
halinde hata tanimalarinda 6zel degerlendirmeler
yapilmasina ihtiya¢ duyuldugu belirtilmistir [20].

Karakoyun ve Cibikdiken(2018), ge¢gmis BTC fiyatlarinin
verileri izerinden bir sonraki otuz giiniin degerlerini ortaya
cikarmak i¢in bir fiyat tahminlemesi uygulamiglardir.
Calismada, ARIMA ve Uzun Kisa Siireli Bellek (Long-
Short Term Memory-LSTM) algoritmalart kullaniimugtir.
ARIMA(4,2,1) ve LSTM algoritmalarindan ¢ikan
sonuclarin MAPE degerlerini, hata &lgim orani olarak
kullanmiglardir. Hata oranlari, ARIMA modeli i¢in
%11,86, LSTM algoritmasi i¢in %1,4 olarak bulunmustur.
Derin 6grenme algoritmalarinin fiyat tahminlemelerinde
kullanilmak igin uygun oldugu sonucuna varilmstir [21].

McNally(2018), derin 6grenme ve zaman  Serisi
tahminleme algoritmalarim1 BTC fiyatlar1 {izerinde
kullanmistir. Tekrarlayan Sinir Aglari(Recurrent Neural
Network-RNN), LSTM ve ARIMA algoritmalari
kullanildigi ¢alismada, algoritmalara ait tahminleme
basarilart kiyaslanmistir. ARIMA modelinin, LSTM ve

RNN algoritmalariin  tahminleme  performanslari
karsisinda oldukca giigsiiz bir tahminleme performansi
gosterdigi  belirtilmistir. LSTM  algoritmas;, RNN

algoritmasindan biraz daha yiiksek bir performans
gostermistir. Ayrica, BTC verilerindeki yiiksek varyansin,
tahminleme sonuglarint biiyiik 6l¢iide zorlastirdiginin da
alt1 ¢izilmigtir [22].

Sakiz ve Kutlugiin(2018), yapay sinir aglar1 yontemlerini
kullanarak 2015 Ocak ve 2018 Nisan aylar1 arasindaki
aylk BTC fiyatlarinin ortalamalar1 hesap edilerek
olusturulmus bir veri lizerinde ¢alismiglardir. Bu verileri
kullanarak 2018 Mayis ayina dair bir ortalama fiyat
tahminlemesi yapmaya ¢alismislardir. Cikan sonuglara
gore, BTC fiyatlarna dair tahminlenmis deger ve
gerceklesen  degerin  arasinda  biyik  farklilik
gozlenmlenmistir. Egitilen verilerin fazla olmamasinin ve
yontemlerde kullanilan parametre se¢iminin bu biiyiik
farkliliga etki ettigi sonucuna varilmistir. Ayrica, BTC
piyasasinda illegal faaliyetlerin bulunmasi ve mevcut
talebin Ongoriilen talebe gore diisilk olmasi gibi
¢ikarimlarda da bulunulmustur [23].

Azari(2019), 2015 Eylil ayindan itibaren ii¢ yillik bir
periyottaki gecmis kapanis fiyatlarini baz alarak BTC kuru
i¢in bir tahminleme ¢aligmasi yapmistir. Calismada, BTC
fiyatlarim1  tahminlemek amaciyla ARIMA  modeli
kullanilmistir. Arastirmacilar, modelin hata orani 6l¢iimi
icin  MSE degerini kullanmiglardir. MSE degerini
minimize eden degeri saptamak i¢in ARIMA modelinin
degisik parametreleri denenmistir. MSE degerlerine gore,
BTC fiyatlarmin yiiksek sigrama ve ¢okiislerindeki
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kirllganligin - uzun donemlerde diisik tahminleme
performansina  sebep oldugu  gorilmiistir. Kisa
donemlerde ise ARIMA modelinin kullanilmaya uygun
oldugu belirtilmistir [24].

Olvera-Juarez ve Huerta-Manzanilla(2019), BTC fiyat
tahminlemesinde kullanilan bazi karma yontemleri
incelemislerdir. Aragtirmacilar, ARIMA, LSTM ve RNN
algoritmalarmin BTC fiyatlarin1 tahminlemeye yonelik
performanslarini incelemislerdir. ARIMA algoritmasi
duragan olmayan dénemlerde kullanildiginda, tatmin edici
tahminlemelerin goriilmedigi belirtilmistir. Ayrica, LSTM
ve RNN algoritmalari ile BTC fiyatlarini tahminlemek igin
uygun yapilar kurulabilecegini vurgulamiglardir [25].

Greaves ve Au(2015), BTC islem grafiklerindeki diisiis ve
yiikselis hareketlerini baz alarak bir fiyat tahminleme
caligmasi uygulamiglardir. Arastirmacilar, farkli yontemler
kullanilarak yapilan tahminlerdeki hata payini 6lgmek
iizere MSE metrigini kullanmislardir. SVM ve Dogrusal
Regresyon ile  yaptiklari  regresyon  analizinde
tahminlemeye yonelik MSE sonuglar1 diisiik ¢ikmuistir.
Lojistik Regresyon(LR), SVM ve Neural Network ile
yaptiklari siniflandirma modelinde ulastiklar1 dogruluk
seviyesi %53 ve %55 arasinda seyretmistir [26].

Almeida, Tata, Moser ve Smit(2015), onceki gilinlerin
kapanis fiyatlarin1 ve hacimlerini baz alarak sonraki giin
icin BTC fiyatinin egilimini tahminlemislerdir. Caligmada,
tahminleme yapmak iizere yapay sinir aglari(ANN)
algoritmas1 kullanilmigtir. Hacimlerin hesaba katildig
6l¢timlerin sonucu, sadece kapanis fiyatlarinin yer aldigi
Ol¢iimlerin sonucundan daha diistik ¢ikmustir. Buna ek
olarak, basit yapay sinir ag yapisi ve karmasik yapay sinir
ag yapist karsilastinlmistir. Basit ag yapilariin
tahminlemelerde daha yiiksek performansa sahip oldugu
goriilmiistiir. Farkli ndron sayilart ve geciktirme metrikleri
kullanan aragtirmacilar, néron sayisi diigiik olsa bile basit
ag yapilarindaki performansin pozitif bir ivme kaydettigini
vurgulamglardir [27].

Hitam ve Ismail(2018), makine 6grenmesi algoritmalarinin
fiyat tahminleme basarilarin1 karsilagtirmak tizere bir
galismada  bulunmuslardir.  Fiyat  tahminlemeleri,
sozkonusu donemde revagta bulunan alt1 kriptopara birimi
tizerinden yapilmigtir. Bu kriptopara birimleri, BTC,
Ethereum, Litecoin, Nem, Ripple ve Stellar olarak
belirlenip tahminlemeye dahil edilmistir. Yapilan
tahminlerde, SVM’in diger smflayicilara gore daha
yiiksek dogruluk oranina sahip oldugu gézlemlenmistir.
Ayrica, SVM yonteminin kullanilan diger siniflayicilara
kiyasla daha diisiik bir MAPE oranina sahip oldugu
sonucuna ulasilmustir. Veri kiimesindeki toplam veri
sayisinin  ve egitilen verinin kalitesinin, basarili bir
tahminleme i¢in kilit noktalar oldugu belirtilmistir [28].

Literatiirde incelenen makalelerde yer alan tiim yontemler,
degerlendirme metrikleri ve bu yontemlerden elde edilen
sonuglar derlenerek tabloda 6zetlenmistir (Tablo 1).
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Tablo 1. Literatiire ait 6zet tablo
(Summary table of the literature)

Makale Yontem Degﬁlen'(}i'rme Sonug
etrigi
MAPE % 10,08
[17] BNN RMSE 0,5750
[18] AR-CGARCH RMSE 0,8910
. MSE 121362,344
[19] a-Sutte Indicator
MAE 299,766
[20] ARIMA MAPE % 46,40
[21] ARIMA MAPE % 11,86
LSTM MAPE % 1,4
RNN RMSE 0,9455
[22] LSTM RMSE 0,9193
ARIMA RMSE 0,4626
[23] ANN MSE 0,00021042
[24] ARIMA MSE 118000,0
ARIMA+LSTM Accuracy %90,10
[25] ARIMA+RNN Accuracy %87,88
ARIMA Accuracy %90,31
LR Accuracy %54,3
[26] SVM Accuracy %53,7
NN Accuracy %55,1
[27] ANN MSE 0,03
[28] SVM MAPE % 31

Literatiir taramas: sonucunda, SVM, ARIMA ve LSTM
yontemlerinin ayni veri kiimesi iizerinde uygulandig1 bir
calisma  gorilememistir. Bu  sebepten, c¢aligmada
kullanilmak iizere makine 6grenmesi tarafinda SVM, derin
ogrenme tarafinda LSTM, zaman serisi tahminlemeleri i¢in
ise ARIMA yontemleri segilmistir. S6zkonusu yontemler,
iki ayr1 zaman dilimine ait (koronaviriis pandemisi oncesi
ve koronaviriis pandemisi sonrasi) veriler {iizerinde
uygulanmis  olup koronaviriis pandemisinin BTC
fiyatlarina olan etkisi de degerlendirilmeye ¢alisiimistir.

3. YONTEMLER (METHODS)
3.1. Veri Kiimesi (Data Set)

Calismada, koronaviriis pandemisi 6ncesi ve koronaviriis
pandemisi sonrasi olmak iizere iki ayri veri kiimesi
kullanilarak BTC fiyatlariin yiikselis ve diisiis egilimleri
literatiirde kullanilmig en basarili olarak gosterilen gesitli
yontemler ile tahmin edilerek degerlendirilmistir.
Koronaviriis pandemisinin  6ncesini kapsayan veri
kiimesinde 5 Subat 2018 ile 27 Ekim 2019 tarihleri
arasinda BTC/USD kurundaki giin sonu kapanis fiyatlari
esas alinmugtir. Koronaviriis pandemisinin  sonrasini
kapsayan ¢aligma i¢in ise 5 Subat 2018 ile 28 Haziran 2020
tarihleri arasinda BTC/USD kurundaki giin sonu kapanis
fiyatlarindan yararlamlmustir.  Bahsedilen periyottaki
giinler, haftalik dilimlere c¢evrilmistir. BTC, islem
hacminin biiylikligii ve fiyat oynakliginin fazla olmasi
nedeniyle gelismekte olan ekonomileri etkileyebilecek
glictedir [29]. Giinliik fiyat araliklarinda yiiksek farklar
oldugu gozlenen BTC’nin bir anda yiikselip diismeye
baglamasi sikigma teorisiyle agiklanmaktadir [30]. Diger
yandan, aylik vadeli islemlerin sonlarina denk gelen
tarihlerde, piyasalardaki kriptopara hacmini diisiirmeye
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yonelik manipiilasyonlar gézlemlenmistir [31]. BTC,
ginlik ve  aylk  olarak  manipiilasyonlardan
etkilenmektedir. Bu sebeplerden 6tiirii, giinliik veya aylik
olarak fiyat tahminleri yapmanimn sistemin basarisini
olumsuz etkileyecegi diisiinilmiistir. Bu ylizden,
¢aligmada haftalik bir tahminleme s6zkonusudur. Pandemi
oncesi veriler 90 haftayi, pandemi sonrasi ¢aligmay1 iceren
veriler ise 125 haftay1 kapsamaktadir. BTC, haftanin tim
giinlerinde islem gorebilmektedir. Her hafta i¢in, haftanin
ilk gilinline(pazartesi) ait giin sonu kapanis fiyat1 ve
haftanin son giiniine(pazar) ait giin sonu kapanis fiyati goz
online alinmigtir. Her haftaya ait egilimler, diisiis ve
yiikselis etiketleriyle derlenmistir. Yapilan tahminleme,
her hafta igin o haftanin Pazartesi giinii kapamis degeri ile
Pazar giinli kapanis degeri arasindaki egilimi belirlemeye
yoneliktir. Derleme sonucunda olusan verideki 6znitelikler
“Hafta”, “Kapams”, “Asil Trend” olarak belirlenmistir.
Pandemi 6ncesi ¢aligma igin kullanilan 90 haftalik verinin
test kismi i¢cin 30 haftanin ayrilmasmin nedeni, iissel
hareketli ortalamanin(Exponential Moving Average-
EMA) 200 giinliik periyodunun fiyat egilimlerinde daha
keskin ve daha dogru sonuglar vermesinden kaynaklidir.
EMA, bir ortalama gostergesidir. Bu 200 giinliik ortalama
olarak 30 haftaya tekabiil eder. EMA, borsadaki teknik
analizlerde Onemli bir yere sahiptir. BTC fiyatlarinin
haftalik trendlerini belirlemek ve onaylamak amaciyla
borsada bilyilk bir oneme sahip olan trend gizgileri
kullanilmistir. Ayrica, BTC fiyatlarinin yiikselis trendinde
olduguna isaret eden boga piyasasina(bullish market)
girdigi donemler ve asagi yonlii diisiise isaret eden ay1
piyasasina(bear market) girdigi donemler belirlenmistir.
Yaymin geri kalaninda verilecek grafik ve gorsellerde
kullanilacak ‘Hafta’ ifadesi hafta sayisini, ‘Kapanis’
ifadesi sozkonusu haftanin Pazar giiniiniin kapanig fiyatini
ve ‘Asil Trend’ ifadesi ise mevcut haftanin diisiis ve
yikselis durumunu gostermektedir. Tahmin edilmis
degerler, yaymin geri kalanminda ‘Tahmin’ ifadesiyle
belirtilmistir. Buna ek olarak, etiketlenen diisiis ve yiikselis
durumlari, tahmin edilmis degerlerle karsilastirilmak tizere
kullanilmistir.

3.2. Veri Kaynag: (Source of Data)

Pandemi Oncesi ¢alisma igin belirli tarih araliklariyla
filtrelenen 630 adet veri ve pandemi sonrasi ¢alisma igin
875 adet veri, www.coinmarketcap.com [32] adresinden
toplanmistir. Bu veriler haftalik olarak pandemi dncesi igin
90 kayit ve pandemi sonrasi igin 125 kayit olarak
tarafimizdan  derlenmistir.  Calismada bu  veriler
kullanilmistir. S6zkonusu adres birgok yatirimei tarafindan
kriptopara birimlerinde giivenilir bir kaynak olarak
goriilmektedir.

3.3. Deney Asamalarinda Kullanilan Yontemler (Methods
Used in Experimental Stages)

Deney asamalarinda kullanmak igin segtigimiz ARIMA,
LSTM ve SVM  algoritmalari  bu  kisimda
detaylandiriimaktadir.
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3.3.1. Biitiinlesik Otoregresif Hareketli Ortalama (Auto
Regressive Integrated Moving Average-ARIMA)

ARIMA modeli, dogrusal zaman serisi modellerinde
otoregresif(AR) ve hareketli ortalama(MA) olarak gegen
modellerden yararlanir. Tek degigskenli zaman serisi
tahminlerinde kullanilmaya uygun olan bu modelde iig
parametre vardir. Bir ARIMA(p,d,q) modeli AR(p), I(d),
MA(q) modellerinin birlesimiyle olusur [33].

AR(p) notasyonu otoregresif modeli belirtir. Otoregresif
model, bir degiskenin kendi gecikmeli(dnceki) degerleri
tizerinde baglanimli olarak geriledigini gostermektedir. Bu
model matematiksel olarak su sekilde tanimlanabilir:

Xe=c+ X0 0 X+ & 1)

Formiildeki ¢ ifadesi sabit degeri gosterir. X; ifadesi bir
zaman serisini belirtir ve t ifadesi zaman serisinin tamsay1
indeksini gosterir. @ ifadesi otoregresif modelin parametre
degerlerini ifade eder, integralin {ist kismindaki p ifadesi
ise modeldeki gecikme g6zlemlerinin sayisin1 gosterir. &
ifadesi, sifir ortalamaya ve sabit varyansa sahip beyaz
giiriiltiilii hata terimini ifade eder.

MA(q) notasyonu hareketli ortalama modelini belirtir.
AR(p) notasyonunun formiiliinden tiiretilen hareketli
ortalama modeli, tahmin edilemeyen simdiki ve ge¢mis
verilerin dogrusal olarak ¢ikis degiskenini ifade eder. Bu
model su sekilde gosterilebilir:

Xt: u+€t+ Ziq=10i€t—i (2)

Formiildeki p ifadesi modeldeki serinin ortalamasini,
ifadesi ise sabit degeri gosterir. 0;ifadesi hareketli ortalama
modelinin parametre degerlerini ifade eder, integralin {ist
kismindaki q ifadesi ise hareketli ortalamanin sirasini
belirtir. Esitlikteki X; ifadesi zaman serisini ve t ifadesi ise
zaman serisinin indeksini ifade eder. &;ve &;ifadeleri, sifir
ortalamaya ve sabit varyansa sahip beyaz giriltiilii hata
terimlerini ifade eder.

I(d) notasyonu ise gozlemlere ait fark alma mertebesini

belirtir. ARIMA(p,d,q) modeli matematiksel olarak
genellestirilmis formiilii ile su sekilde izah edilir:

(1+Z‘_Z 6iLl) &
X¢ = = 3)

(1-38 oi1%) 1-1)2

Formiildeki L ifadesi gecikme operatoriini, @; ifadesi
otoregresif modelin parametre degerlerini, 0; ifadesi ise
hareketli ortalama modelinin parametre degerlerini
gosterir. X ifadesi zaman serisini, t ifadesi zaman serisinin
indeksini ifade eder. Denklemdeki p ifadesi modeldeki
gecikme gozlemlerinin sayisini, q ifadesi ise hareketli
ortalamanin sirasini, d ifadesi ise modeldeki ham
gozlemlerin kag kez degistirildigini gosterir. & ifadesi, sifir
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ortalamaya ve sabit varyansa sahip beyaz giiriiltiilii hata
terimini ifade eder.

3.3.2. Uzun-Kisa Stireli Bellek (Long-Short Term Memory-LSTM)

LSTM modeli, 1997 yilinda Hochreiter ve Schmidhuber
tarafindan tasarlanan, birlesme noktalarindaki egim
derecesi nedeniyle probleme yol acan yapilart ve uzun
vadedeki bagimliliklart hedef alan, dogrusal olmayan
modellemelerde ve tahminlemelerde kullanilan komplike
bir gizli birimler biitiiniidir [34]. LSTM modelinde bir
hiicre durumu(cell state) yapist vardir. Bu yapi,
katman(gate) yapilariyla bilgiler {izerinde kontrol saglama
yetkisine sahiptir. LSTM’nin temel katmanlari, girig
katmani(input gate), unutma katmani(forget gate) ve cikis
katmani(output gate) olarak lige ayrilir.

Unutma katmani, bilginin hiicre durumunda ne kadar siire
tutulacagini hesaplar. Bu katman, hiicre durumundan hangi
bilgilerin ¢ikarilacagina karar verilen katmandir. Bu
katmanda 0 ve 1 arasinda bir sonug¢ alinabilmesi igin bir
sigmoid fonksiyon kullanilir.

Giris katmani, bilginin hiicre durumunda ne kadar siire
girdi olarak islem goérecegini hesaplar. Bu katman, hiicre
durumuna hangi yeni bilgilerin eklenecegine karar verilen
katmandir. Bu katmanda da yine ayni sekilde bir sigmoid
fonksiyon kullanilir.

Giris katmaninin ardindan, yeni duruma eklenebilecek
aday verilerin tutulmasini saglayan bir ara katman olarak
tanh katmam kullanilir. Unutma katman: ve girig katmani
yapilandirildiktan sonra bu iki ana katman ve tanh ara
katmani birlestirilir ve giincellenmis bir hiicre durumu
ortaya cikar.

Cikis katmani, 6nemli bilgileri filtreleyip tahminlemede
kullanilacak olan ¢iktiyr iireten katmandir. Hiicre
durumunun hangi kisimlarindaki bilgilerin ¢ikis katmanina
aktarilacagina karar vermek icin sigmoid fonksiyonu
kullanilir. Hiicre durumu yeniden tanh katmanindan
gegirilir ve ¢ikis katmaninin ¢iktisiyla garpilir. Boylece
hiicre ¢iktis1 kazanilmis olur.

3.3.3. Destek Vektor Makineleri (Support Vector Machines-SVM)

SVM algoritmasi, 1992 yilinda Boser, Guvon ve Vapnik
tarafindan  gelistirilen, siniflandirma ve regresyon
problemlerinin ¢dziimiinde uygulanan ve asir1 6grenmeyi
azaltan yapisiyla daha iyi sonuglar veren gidiimli bir
O6grenme algoritmasidir [35]. SVM algoritmasi, dogrusal
olan ve dogrusal olmayan tiirlere  sahiptir.
Hiperdiizlemlerdeki en optimal noktay:r bulabilmek icin
kernel ad1 verilen gekirdek yapilar kullanilir [36].

SVM algoritmasinda, siniflandirma problemleri igin
Destek Vektor Siiflandirmasi(Support Vector
Classification-SVC) yapist  kullamilir. SVC  yapisi,

kullanici tarafindan belirlenen etiketler(label) yardimiyla
sistemin dogru sekilde bir O&grenme performansi
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gostermesini ve sistemden ¢ikan sonuglarin dogrulugunu
onaylamay1  saglayan  gidimli  bir  6grenme
mekanizmasidir [37]. Bu ¢alismada, SVC’nin polinomik,
dogrusal ve sigmoid kernel parametreleri kullanilmistir.

SVM algoritmasinda, regresyon i¢in Destek Vektor
Baglayicisi(Support Vector Regressor-SVR) ad1 verilen bir
yap1 bulunmaktadir. SVR, regresyon hatalarini en aza
indirmek i¢in deneysel riskleri 6l¢er ve bunun i¢in de bir
maliyet fonksiyonu kullanir [38].

SVM algoritmasindaki NuSVR modeli, maliyet(cost),
kernel katsayisi(gamma), dnbellek boyutu(cache size) ve
nu(v) parametrelerini kullanarak tahmin edilmesi istenen
ciktilarin bagimsiz bir Ornek ¢iftler kiimesi iizerinde
ongoriillmesini saglamaktadir [39]. SVM algoritmasinin
modellerinden bir digeri olan EpsilonSVR modeli ise
maliyet, kernel Kkatsayisi, Onbellek boyutu ve
epsilon(egitim kaybi islevinde gercek degerle dngoriilen
noktalar arasinda bir epsilon mesafesi i¢inde hi¢bir cezanin
iliskilendirilmedigi  epsilon tiiptinii  belirtmektedir.)
parametrelerini kullanarak islevsel uygunluk
problemlerine ¢6ziim getirmektedir [40].

3.4. Performans Metrikleri (Performance Indicators)

Tahminleme bitiminde, modellerimizin tahminleme
basarisint 6l¢gmek amaciyla kullanilan bazi degerlendirme
kriterleri bulunmaktadir. Karmagsiklik matrisi (confusion
matrix), kesinlik (precision), hassasiyet (recall), F1 skor
(F1 score), kok ortalama karesel hata (RMSE), ortalama
mutlak hata yiizdesi (MAPE), Matthews Korelasyon
Katsayisi (MCC) ve dogruluk(accuracy) kavramlari bu
kisimda detaylandirilmaktadir.

Karmagiklik matrisi, mevcut veriler ile tahminlenmis
verilerin Orneklenmesinin kiyaslamasiyla iretilen ve
modelin dogru sonuglar ortaya ¢ikarip ¢ikarmadigint dort
metrik kullanarak ifade eden bir tablodur [41]. Bu dort
metrik, dogru  pozitif(True  Positive-TP),  dogru
negatif(True Negative-TN), yalanci pozitif(False Positive-
FP) ve vyalanc1 negatif(False Negative-FN) bigiminde
karmasiklik matrisinde yer alir. Ayrica, karmagiklik
matrisinin bu metrikleri, diger performans dl¢iimlerine de
yardimci olur. Karmasiklik matrisi, sahip oldugu dort
metrikle birlikte gosterilmistir (Tablo 2).

Tablo 2. Karmagiklik matrisi(Confusion matrix)

Ka[fﬂnéifilskihk Degerler
Tahminlenmis Asil Degerler
Degerler Pozitif Negatif
Pozitif TP FP
Negatif TN FN

Kesinlik 6l¢timii, tahminlenmis verideki pozitif noktalar
mevcut veri ile kiyaslayip bunlardan kagimin gercekten
dogru tahmin edildigini bulmay1 saglar [42]. Kesinlik
6l¢iimiiniin formiilii su sekildedir:
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Kesinlik Ol¢iimii = 4)

TP+FP

Hassasiyet 6l¢iimii, mevcut verideki pozitif durumlarin
basari tahminini gostermek i¢in kullanilir [43]. Hassasiyet
Olciimii su formiille gosterilir:

TP

Hassasiyet Olgimii = ——
TP+FN

®)

Kesinlik ve hassasiyet ol¢limiiniin tek bir performans
Ol¢timiinde gosterilmesini saglamanin en standart yolu
olan F1 skor metrigi, bu 6l¢iimlerin aritmetik ortalamasinin
yerine harmonik ortalamasinin alinmas ile elde edilir [44].
F1 skor su sekilde formiile edilir:

2xKesinlikxHassasiyet
F1 Skor = 4 (6)

Kesinlik+Hassasiyet

MAPE, zaman serileri ve regresyon modelleri i¢in yapilan
tahminlerin dogrulugunu 6lgmeye yarar [45]. Bu 6l¢iim su
sekilde formiile edilir:

MAPE =122

n

A—F
At

()

t=1

Ay ifadesi gercek degeri, F: ifadesi ise tahmini degeri
belirtir. Formiildeki n ifadesi veri sayisin1 belirtirken, t
ifadesi ise verinin indeksini gosterir.

RMSE, bir modelin tahmin ettigi degerler ile gergek
degerler arasindaki farkin, yani tahmindeki hatalarin
standart sapmasini Olger [46]. Bu Ol¢iimiin formiili su
sekildedir:

RMSE = |37 e ®)

Yukaridaki formiilde, n ifadesi veri sayisini, t ifadesi veri
indeksini belirtir. Formiildeki e ifadesi ise gercek deger ile
tahminlenmis deger arasindaki farki belirtir.

MCC, makine &greniminde ikili smiflandirmalarin
kalitesini 6lgmek tizere kullamilir [47]. MCC, -1 ile +1
arasinda bir deger dondiiriir. Degerin +1 olmas1 miikemmel
bir tahmin sonucunu simgeler. Degerin -1 olmasi tahmini
deger ve gercek deger arasindaki biiyiik farki simgeler.
Degerin 0 olmasi durumunda, tahminlenen deger rastgele
bir tahminden daha iyi degildir. MCC, karmasiklik

matrisinin ~ dért metrigi  kullanilarak su  sekilde
hesaplanabilir:
MCC = (TP X TN)—(FP X FN) o)

J(TP+FP)X(TP+FN)X(TN+FP)x(TN+FN)

Dogruluk 6l¢iimil, gézlemlenmis verilere ait dogru tahmin
oranini gosterir [48]. Dogru tahmin orani bulunurken
karmagiklik ~ matrisinin  metriklerinden  yararlanilir.
Dogruluk 6l¢iimii su formiil ile gosterilir:
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TP+TN
TP+TN+FP+FN

Dogruluk Olgiimii = (10)

4. UYGULAMA (IMPLEMENTATION)

Yukarida da belirtildigi iizere, pandemi Oncesi g¢alisma
kapsaminda BTC fiyatlannnin  diisiis ve yikselis
durumlarint tahminlemek tizere BTC/USD kurunun 5
Subat 2018 ile 27 Ekim 2019 arasindaki haftalik kapanis
fiyatlar1 baz alinarak bir veri kiimesi olusturulmustur.
Pandemi sonrasi ¢aligma kapsaminda ise BTC/USD
kurunun 5 Subat 2018 ile 28 Haziran 2020 arasindaki
haftalik kapanis fiyatlar1 esas alinarak ikinci bir veri
kiimesi olusturulmustur. Bu iki veri kiimesi iizerinde
ARIMA, LSTM ve SVM modelleri uygulanmistir.
Modeller, 64 bit Windows 10 isletim sistemi ve Intel Core
15 4210U merkezi islemci birimine sahip bir bilgisayarda
Merkezi Islemci Birimi (Central Process Unit-CPU) baz
almarak test edilmistir. Calismada, Grafik Isleme Birimi
(Graphics Processor Unit-GPU) kullanilmamasi1 teknik
yetersizlikten kaynaklanmaktadir. Kodlama dili olarak
Python, dagitim platformu olarak Anaconda3, calisma
alant olarak Spyder kullanilmigtir. Makine &grenmesi
kisminda Sklearn kiitiiphanesi kullanilmistir [49]. Bilimsel
hesaplamalarda Numpy kiitiiphanesinden yararlanilmistir
[50]. Verilerin analizinin yapilabilmesi i¢in Pandas
kiitiiphanesi kullanilmistir [51]. Derin 6grenme ve makine
Ogrenmesi islemleri i¢in Tensorflow kiitiiphanesine de
basvurulmustur [52]. Iki veri kiimesi de, egitim ve test
olarak bolinmiistiir(split). Pandemi Oncesi ¢alisma igin
kullanilacak veri kiimesinin test kismm 30 hafta olarak
belirlenmistir. Bu kapsamda, pandemi oncesi Verilerin
%66.6’1ik kismi egitim igin, geri kalan kismu test igin
kullanilmustir. Egitilen 60 haftalik veriyle, kalan 30 hafta
icin fiyat egilim tahminlemesi yapilmistir. Egitilen verinin
biylk c¢ogunlugunun aytr piyasasmna ait oldugu
gbzlenmistir. Pandemi sonrast ¢alisma i¢in kullanilacak
verinin test kismu 15 hafta olarak belirlenmis olup oransal
olarak %88’1ik kismi egitim i¢in kullamilmistir. Toplamda
110 haftanin egitilmesiyle birlikte kalan 15 hafta tizerinde
fiyat egilim tahminlemesi uygulanmustir.

ARIMA modelinde, birgok farkli AR(p), I(d) ve MA(q)
degerleri denenip tahminleme i¢in en uygun model
uygulanmaya c¢ahsilmistir.  Veri  kiimesi iizerinde
Genisletilmis Dickey-Fuller Birim Kok Testi(ADF),
Kwiatkowski—Phillips—Schmidt—Shin Birim Kok
Testi(KPSS) ve Philips-Perron Birim Kok Testi(PP)
uygulanarak onerilen parametreler dikkate almmuistir.
Ayrica, otokorelasyon ve kismi otokorelasyon grafikleri
cikarilip analiz edilmistir. Modelin giiven diizeyi %95
olarak ayarlanmistir. Modelin {irettigi sonuglar dikkate
almarak, modelin basarisim1  Olgmek {izere kesinlik,
hassasiyet ve F1 skor performans metrikleri kullanilmustir.
Buna ek olarak, modelin RMSE, MAPE ve MCC degerleri
de ol¢iilmiistiir.

LSTM modelini uygulamak aamaciyla ardisik(sequential)
algoritma kullanilmigtir. Farkli dongii sayilari(epoch), parti
boyutlari(batch size), katman sayilar1 ve seyreltme
degerleri(dropout) gibi parametreler denenmis ve en uygun
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model bulunmaya ¢ahisilmistir.  Veriler iizerinde
Kurtosis(basiklik) ve  Skewness(garpiklik)  testleri

yapilarak Gaussian model dagilimi ortaya g¢ikartilmistir.
Dickey-Fuller testi yapilarak belirli dilimlerdeki kritik
degerler ve p degeri tespit edilmistir. Ayrica, modelin
egitim ve test kaywplart  incelenmek  iizere
grafiklestirilmistir. Modelin normalize edilmesi igin
“Adam Optimizer” adi verilen bir normalizasyon tiirii
kullanilmistir. Tahminlenen sonuglar, kesinlik, hassasiyet
ve F1 skor Olglimlerine tabii tutulmustur. En basarili
modeli olugturan parametreler kaydedilmistir. Bununla
beraber, MCC ve dogruluk degerleri de dl¢tilmiistiir.

SVM modelinde kullanilmak {izere SVC ve SVR
algoritmalari, bu algoritmalarin alt algoritmalart ile birlikte
kullamlmustir.  Uygulanacak SVC  modelleri  kernel
parametreleri bakimindan dogrusal, sigmoid ve polinomik
olarak ayrilmig ve bu {i¢ alt modelin maliyet ve onbellek
boyutu parametreleri degistirilip denenerek alt algoritmalar
icin en uygun parametreler belirlenmistir. SVR i¢in
belirlenmis alt algoritmalardan olan NuSVR uygulanirken
maliyet, nu(egitim hatalarinin oraninin iist sinirt ve destek
vektorlerinin alt sinir1) degeri, nbellek boyutu ve derece
parametreleri en iyi modeli bulmak i¢in siirekli bir sekilde
denenmistir. NuSVR’i uygulamak i¢in radyal bazli
fonksiyon(rbf)  kerneli  kullanilmigtir.  EpsilonSVR
algoritmasinda, dogrusal bir kernel modeli uygulanmstir.
S6zkonusu algoritmaya ait epsilon, maliyet, onbellek
boyutu ve derece parametreleri denenip en uygun model
ortaya  ¢ikartilmistir.  Verilerin  6lgeklendirmesini
gergeklestirmek  {izere standart bir Olgeklendirme
kullanilmistir. Modellerin basaris1 kKesinlik, hassasiyet, F1
skor, dogruluk ve MCC degerleriyle 6l¢tilmiistiir.

5. BULGULAR (FINDINGS)

Uygulanan modellerin  performansin1  6lgmek  igin
karmagiklik matrisleri olusturulmustur. Algoritmalara ait
kesinlik, hassasiyet, F1 skor, dogruluk ve MCC degerleri
Olciilmiistiir. Diger algoritmalardan ayri olarak ARIMA
algoritmasi icin RMSE ve MAPE degerleri de 6lglilmiistiir.

5.1. Koronaviriis Pandemisi Oncesi Calisma I¢in Bulgular
(Findings for the study before coronavirus pandemic)

LSTM modeli iizerinde en basarili sonucu almak igin
bircok parametre denenerek olusturulan modeller test
edilmigtir. Katman sayisindaki degisimin tahminleme
sonucunu biiyiik oranda etkiledigi goriilmistiir. Dongii
sayist arttirildiginda ise belirli bir seviyeden sonra
tahminleme performansinin distiigii gozlenmistir. Bu
gbzlem, optimal bir tahminleme sonucu igin dongiiniin
diisiik seviyelerde tutulmasi gerektigini gostermistir. Parti
boyutunun arttirilmasinin veya azaltilmasinin tahminleme
sonucunda kayda deger seviyede degisimlere yol agmadigi
goriilmiistiir. Tlim gbzlemler sonucunda, modelin basari
performansini en yiiksek seviyeye cikaran parametreler
katman sayisinda 5, dongii sayisinda 20 ve parti boyutunda
64 olarak tespit edilmistir. Yapilan 6l¢limler sonrasi, BTC
fiyatindaki diisiislerde %67, yiikselislerde ise %73 F1 skor
degerine ulasilmistir. Dogruluk degeri %70 olarak
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gozlemlenmistir. MCC degeri 0,4344 bulunmustur.
Tahminleme sonucunda ortaya ¢ikan degerlerle mevcut

degerlerin  grafiklestirilmis hali sekilde (Sekil 1)
gosterilmistir.
~+=gercek deger
s e tahmini deger /'”/
10000, === trend gizgisi |

9000

8000

Kapanis fiyati ($)

6000

5000

0 4 8 20 24 28
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Sekil 1. LSTM modelinin tahmin sonuglarinin
karsilastirilmasi (Comparing of forecasting results of LSTM model)

LSTM igin uygulanan modellere ait hiperparametreler
sonuclartyla birlikte asagidaki tabloda gosterilmistir
(Tablo 3). Yiikselis degeri i¢in Y, diisiis degeri i¢in D
ifadesi kullanilmistir.

Tablo 3. Uygulanmis hiperparametreler ve sonuglari
(Applied hyperparameters and their results)

=i
7 O — =
4] 7] > Q) = X = —
Sle| 2|82l 58] 2
Slslz|elZle|lsl2]8| o
| E| 2|E|5|F| 5| 8|9 o
Sl 3| 8|5|& ¥ | & & =
A
Y 63 86 73
64 5 20 (01|70 D 82 56 67 0,4344
Y 58 50 54
128 2 40 | 0,1 |60 D 61 69 65 0,19094
Y 56 71 63
128 4 150 | 0,1 | 60 D 67 50 57 0,2182
Y 55 79 65
128 | 100 | 150 | 0,5 | 60 D 70 44 54 0,23623
Y 61 79 69
256 | 10 75 101 |67 D 75 56 64 0,3546
Y 61 79 69
512 15 10 [ 0,1 | 67 D 75 56 o4 0,3546
Y 62 71 67
512 2 16 | 0,1 | 67 D 71 62 67 0,3393
Y 62 71 67
512 2 20 | 01|67 D 71 62 67 0,3393
Y 60 64 62
512 4 23 |01 |63 D 67 62 65 0,26726

ARIMA modeli i¢in 6nerilen AR(p), 1(d) ve MA(Q)
parametrelerini gormek ve duraganligi test etmek igin
ADF, KPSS ve PP testlerinden yararlanilmistir. Onerilen
parametrelerden farkli olarak birkag parametre denemesi
daha yapilmugtir. Korelasyon ve kismi korelasyon
analizlerinde degiskenler arasindaki iligskinin ¢ok zayif
oldugu goriilmistiir. Parametre denemelerinin sonucunda
bu {i¢ parametrenin tahminlemeye etkisi lizerinde bazi
sonuglara ulagilmistir. Verinin dogrusal bir yayilima sahip
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olmamasi nedeniyle, I(d) parametresinin degeri degistikge
tahminlemede biiyiik degisimlere yol actigt gorilmiistiir.
Ayni sebepten dolay1, AR(p) ve MA(q) parametrelerinin
de degistikge tahminlemenin dogruluk oranina asiri bir
etkide bulundugu tespit edilmistir. Tim bu goézlemler
sonucunda olusturulan en basarili model, AR(p)
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Uygulanan tim ARIMA modelleri ve sonuglari agagidaki
tabloda verilmistir (Tablo 5). Yiikselis degeri i¢in Y, diisiis
degeri i¢in D ifadesi kullanilmistir.

Tablo 5. Uygulanmis ARIMA modelleri ve sonuglar
(Applied ARIMA models and their results)

parametresi i¢in 2, I(d) parametresi i¢in 1 ve MA(Q) .
parametresi i¢in 1 olmak tizere ARIMA(2,1,1) modelidir. _ g S - 0 9
Modelin F1 skoru, BTC fiyatlarindaki diisiislerde %74, g g x| g 5 8' ‘uoj E
yiikselislerde %35 degerinde gériilmektedir. MAPE degeri = = % g ® S g <§£
%78,57 ve RMSE degeri 0,6055 bulunmugtur. Dogruluk X g | w o
orani %63 ve MCC degeri 0,35635 bulunmustur. ARIMA
modelinde %95 olarakbelirledigimiz gliven dﬁzeyine gore, ARIMA(2,1,1) Y | 100 ] 21 | 35 0,35635 | 0,6055 | 78,57
sabit deger haric AR ve MA parametrelerinin kabul D |59 100 74
edilebilir P degerlerine sahip oldufu tespit edilmistir. | o/ AQR12) Y |100] 7 |13 01985 | 06582 | 92.85
ARIMA(2,1,1) modelindeki parametrelerin katsayilari, D |5 [100)| 71
standart hatalari, Z degeri ve P degeri asagidaki tabloda Y | 50 | 14 | 22
(Tablo 4) bulunmaktadir. ARIMA®4,1,1) D |52 | 88 | 67 0,026207 | 0,6831 | 94,32
Y | 50 | 21 | 30
Tablo 4. ARIMA (2,1,1) model sonuglari ARIMABLD) F55q [ | o5 | 003341 (06831 ) 9432
(Results of ARIMA(2,1,1) model) v |75 | 21 | 33
Degerler ARIMA(®4,1,2) D 1358 o2 | 11 0,22276 |0,6324 | 87,53
Parametre
Katsay: St,ir;?:rt z P>z| ARIMA(2,1,4) \D( 15050 130 ;i 0,1985 |0,6582 | 92,85
const | -8671,3616 | 8370,659 | -1,036 | 0,305 Y 80 [ |22
ar.L1 -0,9995 0,143 -6,997 | 0,000 ARIMA(3,1,1) 5 6o o1 | 73 0,2988 |0,6055 | 78,57
ar.L.2 -0,2445 0,142 -1,723 | 0,090 v | 71 | 36 | 28
ma.L1 1,0000 0,047 21,475 | 0,000 ARIMA(®4,2,3) D le1lss | 72 0,2738 |0,6055 | 78,57

ARIMA modeliyle tahminlenmis degerler ve mevcut
degerler karsilagtirtlmigtir. Diisiis tahminlerinde biraz da
olsa basarili oldugu gozlenlenmistir. Fakat yiikselis
tahminlerinde, modelin ¢ok fazla bir bagar1 kaydedemedigi
gOriilmiistiir. Yiikselis tahminlerinde basari
kaydedilememesinin ~ nedeni,  algoritmanin =~ BTC
fiyatlarinin boga piyasasina girdigi donemdeki trend
cizgilerini takip edemeyisinden kaynaklanmaktadir. Bu
karsilagtirma asagidaki sekilde (Sekil 2) gosterilmistir.
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Sekil 2. ARIMA modelinin tahmin sonug¢larinin

karsilastirilmasi (Comparing of forecasting results of ARIMA
model)

SVM modelinde tahminleme uygulamak iizere SVC
algoritmalariin kernel parametreleri dogrusal, ¢ok terimli
ve sigmoid olarak ayarlanmustir. Bu {i¢ alt algoritmanin her
biri i¢in farkli maliyet parametreleri denenmistir. Boylece,
tahminleme i¢in en uygun model olusturulmaya
calisilmigtir. Denemeler esnasinda, maliyet parametresinin
belirli araliklarda tahminlemenin seyrini degistirmedigi
goriilmistiir. Fakat bu araliklarin diginda verilen degerlerin
cok biiyiik degisimlere yol actigt gozlenmistir. SVR
algoritmalarinda ise bir alt algoritma olarak bilinen
NuSVR i¢in maliyet, gamma ve nu parametreleri farkli
degerler verilerek denemeye tabii tutulmustur. Gamma
degerlerindeki degisimin asir1 olmadik¢a tahminlemeye
pek etkisi olmadigi gézikmiistir. Buna ragmen maliyet
parametreleri ve diger parametreler arasindaki korelasyon
sebebiyle, parametre degerleri degistikce gerek pozitif
yonde gerek negatif yonde tahminlemeye etki ettigi tespit
edilmigstir. Bir diger SVR alt algoritmasi olan EpsilonSVR
icin maliyet, gamma ve epsilon parametreleri bircok kez
degistirilerek uygun modele ulasilmaya c¢alisilmistir. Bu
degisimler esnasinda, epsilon degerinin arttirilmasi
durumunda, tahminlemenin basarili olmasi igin daha fazla
vektore ihtiyag duyuldugu goézlemlenmistir. Maliyet
parametresinin epsilon parametresinin disiikliigiine bagl
olarak tahminlemenin yoOniine pozitif etki ettigi tespit
edilmigtir. Buradan yola ¢ikarak bu iki parametre arasinda
negatif bir korelasyon bulundugunu sdyleyebiliriz.

LinearSVC modeli i¢in uygun bulunan modelde maliyet
parametresi 20, onbellek boyutu 100 olarak bulunmustur.
Diistis tahminlerinde %86, yiikselis tahminlerinde ise %78
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F1 skora ulasilmigtir. MCC degeri 0,6999 ve dogruluk
degeri %83’tiir. SigmoidSVC modelinde ise en basarilt
model, maliyet parametresi olarak 5 degerine, onbellek
boyutu olarak 100 degerine sahip model olmustur. Diisiis
tahminleri %83, yiikselis tahminleri %75 F1 skor
degerinde gozlenmektedir. MCC degeri 0,6142 ve
dogruluk degeri %80 olarak bulunmustur. PolynomialSVC
modelinde maliyet parametresi 100, iiclincii dereceden,
100 onbellek boyutuna sahip model test edilmistir. Diisiis
tahmini %86, yiikselis tahmini ise %78 F1 skora sahiptir.
MCC degeri 0,6999 ve dogruluk degeri %83 tiir. SVR alt
modellerine baktigimizda, NuSVR algoritmasi i¢in maliyet
parametresi 400, 6nbellek boyutu 10, nu degeri 0,1 olan,
aralikli gammaya sahip model kullanilmigtir. Bu modelin
diistis tahminleri %67, yiikselis tahminleri %78 F1 skor
degerinde gozlemlenmistir. Modelin MCC degeri 0,5641
ve dogruluk degeri %73 tiir. Bir diger SVR alt modeli olan
EpsilonSVR algoritmasinda ise maliyet degeri 5, onbellek
boyutu 100, {giincli dereceden, epsilon degeri 0,2 olan
model kullamilmigtir. Diistis tahminleri %86, yiikselis
tahminleri %78 F1 skora sahiptir. MCC degeri 0,6999 ve
dogruluk degeri %83’tlir. SVM algoritmasinin en basarilt
modelinden ¢ikan sonuca gore olusan diislis ve yiikselis
tahminleri, mevcut degerlerle karsilastirilmis haliyle
asagidaki tabloda (Tablo 6) verilmistir.

Tablo 6. SVM modelinin sonuglarimin karsilastiriimasi
(Comparing of results of SVM model
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Tahminlemede kullanilan modellerin basarisini 6lgmek
icin kullanilan performans metrikleri olan ham F1 skor,
kesinlik, hassasiyet, MCC, dogruluk ve kiimiilatif hale
getirilen F1 skor degerleri tabloda (Tablo 7) verilmistir.
Yikselis degeri i¢in Y, diisis degeri icin D ifadesi
kullanilmusgtir.

Tablo 7. Tiim modellere ait performans 6l¢iim sonuglar
(Results of performance measurement concerning to the all models)

Hafta Asil Trend Tahmin Kapanig
1 Yiikselis Yiikselis 5198,90
2 Diisiis Diislis 5167,72
3 Yiikselis Yiikselis 5314,53
4 Diisiis Diislis 5285,14
5 Yiikselis Yiikselis 5795,71
6 Yiikselis Diislis 6972,37
7 Yiikselis Diislis 8197,69
8 Yiikselis Diislis 8673,22
9 Diisiis Diislis 8742,96
10 Diisiis Diislis 7688,08
11 Yiikselis Yiikselis 8994,49
12 Yiikselis Diislis 10855,37
13 Diisiis Diislis 10817,16
14 Yiikselis Yiikselis 11450,85
15 Diisiis Diislis 10256,06
16 Diisiis Diislis 10599,11
17 Diisiis Diislis 9552,86
18 Yiikselis Yiikselis 10970,18
19 Diisiis Diislis 11523,58
20 Diisiis Diislis 10345,81
21 Diisiis Diislis 10138,52
22 Diisiis Diislis 9757,97
23 Yiikselis Yiikselis 10441,28
24 Yiikselis Diislis 10347,71
25 Diisiis Diislis 10070,39
26 Diisiis Diislis 8104,19
27 Diisiis Diislis 7988,16
28 Yiikselis Yiikselis 8321,01
29 Diisiis Diislis 8222,08
30 Yiikselis Yiikselis 9551,71

< - - S
3z =S| 5 28 & |3
(=]} — OO moo = =
AR AE M E I
i T & s E
LSTM Y | 73 | 63 86 0 | o | 70
(2064) o a7 | 82 =
ARIMA Y | 35 | 100 | 21
55 | 035635 | 63
@11) D | 74 | 59 | 100
SVM Y | 78 | 100 | 64
LinearSVC | D 1 86 | 76 | 100 | 22 | 96999 | 83
SVM Yy | 75| 90 | 64
Sigmoid 79 06142 | 80
SvC D |8 | 75 94
SVM Y | 78 | 100 | 64
Poly-SVC | D | 86 | 76 | 100 | °2 | 06999 | &
SVM Y | 78 64 100
7 41 | 7
SVM Y | 78 | 100 | 64
EpsilonSVR [ D | 86 | 76 | 100 | 22 | %699 |83

SVM algoritmalar1 ortalama olarak 0,83 saniyede, LSTM
algoritmas1 11,36 saniyede, ARIMA yontemi ise 5,30
saniyede tahminleme islemlerini gerg¢eklestirmistir.

5.2. Koronaviriis Pandemisi Sonrasi Calisma I¢in
Bulgular (Findings for the study after coronavirus pandemic)

Koronaviriis pandemisi 6ncesini kapsayan caligmaya ek
olarak koronaviriis pandemisi sonrasi i¢in ayrt bir veri
kiimesi tizerinde ayn1 yontemler uygulanmistir. LSTM igin
en iyi performansa sahip model, katman sayist 10, dongii
sayist 75 ve parti boyutu 256 olarak belirlenmis olup
modelin grafigi sekilde (Sekil 3) gosterilmistir.
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Sekil 3. LSTM modelinin tahmin sonuglarinin
karsilastirilmasi (Comparing of forecasting results of LSTM model)
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Modele ait F1 skor degerleri, diigiis tahminleri i¢in %71,
yiikselis tahminleri i¢in %75 olarak bulunmustur. Modelin
MCC degeri 0,4910 olarak hesaplanmistir. Buna ek olarak,
LSTM  i¢in  uygulanan  diger  modellere  ait
hiperparametreler sonuglariyla birlikte asagidaki tabloda
gosterilmistir (Tablo 8). Yikselis degeri igin Y, diisiis
degeri i¢in D ifadesi kullanilmistir.

Tablo 8. Uygulanmis hiperparametreler ve sonuglar
(Applied hyperparameters and their results)

=
= o — <

= Z Z || e | & ~

=S - - - T vl < z | S iy

8l s| 2| glZ2|s8| 2| 2|38 o

s | E|Z|5|5|"| 5|82 ¢

IS8 5|8 v | & | =

5]

Y [ 50 [ 57 [ 53

64 | 5 | 20 | 01|53 STy g | 00714
Y [ 67 [ 57 | e2

128 | 2 | 40 | 01|66 o7 T 75 77| 03273
Y [ 50 | 71 [ 59

128 | 4 | 150 | 01|60 oo T35 T a5 | 00945
Y [ 50 | 71 [ 59

128 | 100 | 150 | 05 | 60 o155 1 25| 00945
Y [ 67 [ 86 [ 75

256 | 10 | 75 | 01 |67 g3 T 71| 04910
Y [ 55 [ 86 | 67

512 | 15 | 10 | 01 |67 et 35 5o | 02619
Y [ 62 [ 71 [ 67

512 | 2 | 16 |01 |67 11 T 6 o7 | 03398
Y [ 43 | 43 [ 43

512 | 2 | 20 |01 |67 5ot 5o 5o | 00714
Y [ 56 | 71 [ 63

512 | 4 | 23 | 01|63 T 5o o] 02182

ARIMA modeli i¢in denenen parametreler sonucunda
olusturulan en basarili model, ARIMA(2,1,4) olmustur.
ARIMA(2,1,4) modeline ait tahminlenmis ve mevcut
degerlerin karsilastirilmas1 asagidaki sekilde (Sekil 4)
gosterilmistir.

12000

10000 '
i W/
6000 W‘.
el I Fitim

*  meveut deger

= tahmini deger
ayi dénemi

== boga dinemi

o 20 ah &0 Bo 100 V0

Hafta

Kapams Fiyat (5)

2000

Sekil 4. ARIMA modelinin tahmin sonuglarinin

karsilastirilmasi (Comparing of forecasting results of ARIMA
model)

ARIMA(2,1,4) modelinin F1 skoru, BTC fiyatlarindaki
diistislerde %94, yiikselislerde %92 degerinde seyretmistir.
Modelin MAPE degeri %14,28 ve RMSE degeri 0,2582
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olarak bulunmustur. Modelin dogruluk oran1 %93 ve MCC
degeri 0,8729 olarak bulunmustur. ARIMA(2,1,4)
modelinin, koronaviriis pandemisi sonrasi c¢alismay1
kapsayan veriler iizerinde basarili bir performans
gosterdigi gorillmistiir.

ARIMA modelleri uygulanan tiim parametreleri ve
sonuglart ile asagidaki tabloda verilmistir (Tablo 9).
Yikselis degeri i¢in Y, diislis degeri icin D ifadesi
kullanilmusgtir.

Tablo 9. Uygulanmis ARIMA modelleri ve sonuglart
(Applied ARIMA models and their results)

118 2| 3| g

—_ - — < ' S S

g 5121208 o | m | &

¢8| \u| 3 2 =
Y | 75 86 80

ARIMA(2,1,1) 0,6071 | 0,4472 | 29,32
D | 86 75 80
Y | 75 43 55

ARIMA(2,1,2) 0,3425 | 05773 | 62,93
D | 64 88 74
Y | 38 | 43 40

ARIMA(®4,1,1) 0,1964 | 0,7746 | 95,81
D | 43 38 40
Y | 71 71 71

ARIMA(8,1,1) 0,4643 | 0,5164 | 49,47
D | 75 75 75
Y | 57 57 57

ARIMA(4,1,2) 0,1964 | 0,6325 | 87,59
D | 62 62 62
Y | 100 | 86 92

ARIMA(2,1,4) 0,8729 | 0,2582 | 14,28
D | 89 |100 | 94
Y | 71 71 71

ARIMA(3,1,1) 0,4643 | 0,5164 | 49,47
D | 75 75 75
Y | 62 71 67

ARIMA(®4,2,3) 0,3393 | 0,5773 | 62,93
D | 71 62 67

SVM algoritmasini alt modelleriyle birlikte koronaviriis
pandemisi sonrasi ¢alisma verilerine  uygularken,
koronaviriis pandemisi Oncesi ¢alisma  verilerine
uygulanan modeller kullanilmustir.

LinearSVC, SigmoidSVC ve PolynomialSVC modelleri
icin diisiis tahminlerinde %89, yiikselis tahminlerinde ise
%83 F1 skora ulagilmigtir. Bu ti¢ modelin MCC degerleri
0,7559 ve dogruluk degerleri %87 olarak bulunmustur.

SVR alt modellerinden biri olan NuSVR algoritmasi, diisiis
ve yiikselis tahminlerinde %67 F1 skor degerinde
gbzlemlenmistir. NuSVR algoritmasia ait MCC degeri
0,3393 ve dogruluk degeri %67 olarak bulunmustur. Bir
diger SVR alt modeli olan EpsilonSVR algoritmasinda ise
diistis tahminleri %77, yiikselis tahminleri %82 F1 skora
sahip olmustur. Modele ait MCC degeri 0,6614 ve
dogruluk degeri %80 olarak bulunmustur.

SVM algoritmasinin en basarili modeline ait olan diisiis ve
yiikselis tahminleri, mevcut degerlerle karsilastirilmig
haliyle tabloda (Tablo 10) verilmistir.
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Tablo 10. SVM modelinin sonuglarinin karsilagtirtlmasi
(Comparing of results of SVM model)
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Tablo 11. Tiim modellere ait performans 6l¢iim sonuglar
(Results of performance measurement concerning to the all models)

Hafta Asil Trend | Tahmin | Kapanig . _ S
1 Yiilfselis Yﬁl'fs?lis 5830,25 3 E e;; % - %’\3 T % 5 :;{
2 Du§u§ Dusus. 5922,04 2 Sl & | 8| g2 ES o e
3 Yiikselis | Yiikselis | 6791,13 oo T Mo 3 ’g:o
4 Diisiis Diisiis 6971,09
5 Yiikselis Yiikselis | 7189,42 LSTM Y | 75 | 67 86 73 04910 | 73
6 Yiikselis Diisiis | 7679,87 (1075256) ['p [ 71 | 83 | 62 ’
7 Yulfs?hs Dusus 8897,47 ARIMA Y | 92 | 100 | 86 03 | 08720 | 93
8 Diisiis Diisiis 8756,43 (214) D | 94 | 89 | 100
9 Yiikselig Yiikselis | 9670,74 SVM Y | 83 | 100 | 71 86 | 07550 | a7
- — LinearSVC | D | 89 | 80 | 100 ’
10 Diisiis Diisiis 8790,37
11 Yiikselis | Yiikselis | 9461,06 s%\;'\gi g LY |8 w1 | e
12 Diisiis Diisiis 9758,85 SVe D | 89 80 100 '
13 Diisiis Diisiis 9386,79 SVM v | 83 | 100 71
14 Diisils Diisiis | 9303,63 Poly-SVC | D | 89 | 8o | 100 | 0 | 0759 | &
15 Diisiis Diisiis 9143,58 SVM Y | 67 | 62 71
NUSVR D &7 7 62 67 0,3393 67
En basarili SVM modeline ait tahminlenmis ve mevcut SVM Y [ 82 ] 70 | 100 | o | 06614 | 80
5 . 5 : : : EpsilonSVR '
degerlerin karsilagtirilmas: asagidaki sekilde (Sekil 5) P D | 77 | 100 | 62

gosterilmigtir.
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Sekil 5. SVM modelinin tahmin sonuglarinin
karsilastirilmasi (Comparing of forecasting results of SVM model)

Koronavirlis pandemisi sonrast verileri kapsayan
¢alismada, tahminleme i¢in kullanilan ana modellerin ve
bu ana modellerin alt modellerinin basarisin1 6lgmek igin
baz1 performans metrikleri kullanilmigtir. Tiim modeller
arasinda F1 skoru ve dogruluk orani en yiiksek olan model
%093 ile ARIMA(2,1,4) modeli olmustur.

Calismada kullanilan biitiin algoritmalarin ¢aligma siireleri
belirlenmistir. Belirlenen c¢aligma siirelerine gore; SVM
algoritmalar1 ortalama olarak 1,72 saniyede, LSTM
algoritmas1 14,86 saniyede, ARIMA yontemi ise 7,63
saniyede tahminleme islemlerini gergeklestirmistir.

Tahminlemede kullanilan modellere ait ham F1 skorlari,
kesinlik degerleri, hassasiyet degerleri, MCC degeri,
dogruluk degerleri ve kiimiilatif hale getirilen F1 skorlari
derlenerek tabloda (Tablo 11) verilmistir. Tabloda,
yiikselis degerlerini ifade etmek amaciyla Y harfi, diisiis
degerlerini ifade etmek amaciyla D harfi kullanilmistir.

6. SONUC (RESULT)

BTC fiyatlarindaki diisiis ve yiikselis egilimlerini
belirleme amaciyla haftalk BTC kapamis fiyatlar1 ve
haftalik  diistis-yiikselis etiketleriyle olusturdugumuz
pandemi dncesini kapsayan ve pandemi sonrasini kapsayan
iki ayr1 veri kiimesi tizerinde ARIMA, LSTM ve SVM
modelleri test edilip degerlendirilmislerdir.

Siniflandirma ve tahminleme modellerinin bu veriler
iizerine uygulanmasinin ardindan bu modellerin basarilart
Olglilmiistir. Tiim modellere ait kesinlik, hassasiyet, F1
skor, dogruluk ve MCC degerleri dlglilmiistiir. Ek olarak,
ARIMA modeli i¢cin RMSE ve MAPE o6l¢iimleri de
yapilmistir. Boylece, en basarili modeller géz Oniinde
bulundurulmustur. Bu performans metriklerini tercih
etmemizin en 6nemli nedeni, diger performans metrikleri
ile karsilastirildiklarinda tahminlemeye dair daha kesin ve
net sonuglar ortaya ¢ikarmasidir.

Pandemi 6ncesini kapsayan veriler igin en yiiksek bagarima
sahip modeller, SVM algoritmasina dayanan LinearSVC,
PolynomialSVC ve EpsilonSVR modelleri olmustur. Bu
modeller, %82 kimiilatif F1 skoru, %83 dogruluk ve
0,6999 MCC degeri ile tim metrikler i¢in en yiiksek
sonuca ulagmiglardir. SVM algoritmalarinin bu basarist,
sahip oldugu kernel parametrelerinin verilerdeki hata
paylarin1 en aza indirgemek {izere tasarlanmasiyla
aciklanabilir. Ayrica, SVM algoritmalarinin Hitam ve
Ismail’in(2018) yaptig1 caligmada da belirtildigi gibi ikili
smiflandirma problemleri igin  gelistirilmis olmasi,
smiflandiricilarinin tahminleyici niteliginin yiliksek olmasi
ve degistirilebilir parametrelerin diger algoritmalarin
parametrelerinden daha etkin rol oynamasi da bu bagarinin
nedeni olarak gosterilebilir. Buna ek olarak, egitimde
kullanilan verinin say1 ve kalite bakimindan tahminlemeye
uygun olmast bir sebep olarak gosterilebilir. SVM
algoritmasi, BTC fiyatlarimin diisiis ve yikselis
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egilimlerini belirleme agisindan basarili bir yontem olarak
gosterilebilir.  Sonu¢  olarak, genelde literatiirde
simiflandirma  agisindan  basarilt  bulunan SVM
algoritmasinin BTC fiyatlarmin diisiis ve yiikselislerini
tahmin etmede de olduk¢a basarili olabilecegi, bu
calismadaki uygulama ile ortaya konulmaktadir.

Pandemi Oncesini kapsayan verikiimesi iizerinde
uygulanan ARIMA(2,1,1) modeli, tahminleme agisindan
diger modellerin gerisinde kalmistir. MAPE degeri
%78,57, RMSE degeri 0,6055 ve MCC degeri ise 0,35635
olarak bulunmustur. Hata oranlarina ek olarak, %55
kiimiilatif F1 skoru ve %63 dogruluk orani ile
tahminlemedeki basarisizligr gozlemlenmistir. ARIMA
modelindeki diisiis ve yiikselis tahminlerinin dogruluk
bakimindan birbirine yakin olmamasi, parametrelerin
sozkonusu veriler tizerinde Olvera-Juarez ve Huerta-
Manzanilla(2019) tarafindan vurgulanan duraganlik
kosulunu saglama yoniinden yetersiz kalmasiyla
aciklanabilir. BTC verilerinin yiiksek degiskenlige sahip
olmasi, ARIMA ile yapilan zaman serisi tahminlemelerini
zorlagtirmaktadir. Uyguladigimiz ARIMA(2,1,1) modeli,
belirli bir araliktaki veriler i¢in dogru tahminleme
sonuglar1 vermesine ragmen, bazi araliklar i¢in kayda
deger bir basariya ulagamamistir. Buna ragmen, Hitam ve
Ismail’in(2018) yaptig1 calismay1 destekler nitelikte, veri
sayisinin  arttirtlmast  ve  duraganlifin  saglanmasi
durumunda ARIMA modelinin BTC fiyatlarindaki diisiis
ve yikseligleri tahmin etme konusundaki basari
performansinin biraz artabilecegi diistiniilmektedir. Abu
Bakar ve Rosbi(2017), ARIMA yo6nteminin giivenilir
sonuglar verdigini One stirmesine ragmen, bu c¢aligma
sonucunda BTC gibi yiiksek degiskenlige sahip bir
kriptoparanin fiyatlarini tahmin etme konusunda uygun ve
giivenilir bir yontem olmadig1 goriilmiistiir.

LSTM algoritmasiyla pandemi oncesini kapsayan veri
kiimesi  lizerinde yapilan tahminlemelerde BTC
fiyatlarindaki diislis ve yiikselise dair model basaris1 %70
kiimiilatif F1 skor degerine ulagsmistir. MCC degeri 0,4344
ve dogruluk oran1 %70’tir. Basarim olarak SVM
algoritmalarindan diisiik, ARIMA algoritmasindan yiiksek
sonuglara sahip olmustur. Bu model basarisinin sebebi
olarak, LSTM modelindeki katman ve dongii parametreleri
gosterilebilir. Verilerin katmanlar kullanilarak tahminleme
icin en uygun hale getirilmesi ve sdzkonusu verilerin
dongii  parametresi  kullamilarak en iyi sekilde
egitilebilecegi seviyenin belirlenmesi, tahminlemenin
performansii olumlu yonde etkilemistir. Hiz bakimindan
ise yukarida belirtildigi izere en uzun egitim siiresine sahip
model olmustur. Model, 6zellikle fiyat yiikselislerini
tahminlemede iyi sonug¢lar vermesine ragmen trend
degisimleri karsisinda yetersiz kalmistir. Bu yetersizlik,
McNally’nin(2018) belirttigi BTC fiyatlarindaki yiiksek
varyansin tahminleme calismalarini zorlagtirdig: ifadesini
de destekler niteliktedir. Uygulanan model sonucunda,
LSTM algoritmasinin BTC fiyatlarindaki diisiis ve
yiikselis egilimlerini tahminleme konusundaki
performansi, SVM modellerinin performansiin altinda
kalmigtir.
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Pandemi oncesini kapsayan veriler i¢in diisiis ve yiikselis
donemlerine ait keskin yiikselis degerlerinin yeterince
basarili bir sekilde tahmin edilememesinin nedeni, fiyat
manipiilasyonlar1 olarak gosterilebilir. Ayrica,
algoritmalarin bu manipiilasyonlar dolayisiyla trend
cizgilerini tahmin edemeyisi de bir neden olarak
gosterilebilir. Kullanilan yontemler arasinda en yiiksek
basar1 performansina sahip modeller SVM algoritmasina
aittir. Calisma sonucunda SVM’nin BTC fiyatlarinin
egilimlerini belirleme konusunda olduk¢a kullanigh
modellere sahip oldugu tespit edilmistir.

Koronaviriis pandemisi sonrasini kapsayan veri kiimesinin
iizerinde uygulanan modellerin sonuglarina gore ise en
basarili yontem, %93 kiimiilatif F1 skora sahip olan
ARIMA (2,1,4) olarak goze ¢arpmaktadir. Daha Once,
Hitam ve Ismail(2018) tarafindan belirtilen ifadelere gore
veri sayisinin arttirilmast durumunda ARIMA’nin basari
performansinin  artacagr diisiincesi ifade edilmisti.
Pandemi 6ncesi verilerde kullanilmig toplam 90 haftalik
veriye kiyasen pandemi sonrasi veriler i¢in 125 haftalik
kullanilmasi, ARIMA’nin BTC fiyatlar {izerindeki basar1
performansina biiyiik dl¢lide olumlu olarak etki etmistir.
Pandemi Oncesini kapsayan veriler iizerinde %82
kiimulatif Fl1 skora  sahip olan  LinearSVC,
PolynomialSVC ve SigmoidSVC modellerinin kiimiilatif
F1 skorlar1 %86’ya yiikselmistir. Bu performans artisinda,
modelin egitilmesi i¢in kullanilan verinin daha fazla
olmasi, SVM algoritmalarinin  siniflandiricilarinin
tahminleyici niteliginin yiiksek olmast ve modelin sahip
oldugu degistirilebilir parametrelerinin de etkisi oldugu
diigtiniilmektedir. SVM algoritmalari, iki farkli veri
kiimesinde de yiiksek bagarim oranlarina sahip olarak BTC
degerini  tahminlemede  kullanilabilecegini  tekrar
gostermistir. Pandemi Oncesini kapsayan veri kiimesi
tizerinde uygulanan tahminlemede kiimiilatif F1 skoru
%70 olan LSTM algoritmasi, pandemi sonrasini kapsayan
veri kiimesi lizerinde %73 kiimiilatif F1 skor degerine
ulagsmistir. LSTM modeliyle tahminleme yapilirken iki ayr1
veri kiimesinde de ayni parametreler denendigi igin, bu
model basariminin artisinda veri sayismin arttirilmasinin
etkili oldugu diistiniilmektedir.

Pandemi Oncesini kapsayan veriler {izerinde uygulanan
calismanin sonuglarina gore, konu ile ilgili uzman ve
yatirimecilara  SVM  algoritmasint  BTC  degerini
tahminlemede kullanmalar1 tavsiye edilebilir. Pandemi
sonrasini kapsayan veriler tizerinde uygulanan ¢alismanin
sonuclarina bakildiginda, SVM algoritmasinin BTC
degerini tahminlemede kullanilabilecegi bir kez daha
sOylenebilir. Ayrica, ARIMA (2,1,4) modelinin pandemi
sonrasini kapsayan veriler iizerindeki bagarim orani, veri
sayisinin  arttirllmast  durumunda BTC  degerini
tahminlemede ARIMA modeline de basvurulabilecegini
gostermistir.

Bu caligmayi literatiirde sunulan yayinlardan ayiran en
onemli nokta, modellerin performansini 6l¢gmek igin birgok
degerlendirme kriterinin baz alinmasidir. Ayrica, pandemi
Oncesi ve sonrasim1 kapsayan veriler iizerindeki
calismalarda sunulan SVM modellerinin performansi,
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literatiirde sunulan biitin SVM modellerinden yiiksek
olmustur. Buna ¢k olarak, diger c¢aligmalarda SVM
algoritmasinin alt algoritmalarina basvurulmamisken, bu
caligmada alt algoritmalar da denenmistir. Pandemi
oncesini kapsayan calismada SVM modelinin dogruluk
orani %83 olurken, Graves ve Au(2015) BTC fiyatlarinin
egilimi konusunda yaptiklari galigmada SVM yontemiyle
%53,7 dogruluk oraninda kalmiglardir. Hitam ve
Ismail(2018), SVM algoritmasin1 kullandiklar1 ¢aligmada
sadece MAPE degerini gozlemlemislerdir. Yapmis
oldugumuz ¢aligmalarda ise model performanslari birgok
metrik kullanilarak 6lgiilmiistiir. Ayrica, pandemi sonrasi
veriler iizerinde gerceklestirilen c¢alismada ARIMA
modelinin dogruluk orant %93 olurken, Olvera-Juarez ve
Huerta-Manzanilla(2019) BTC fiyatlarin1 tahminlemeye
yonelik yaptiklari ¢alisgmada ARIMA ydntemiyle %90,31
dogruluk oraninda kalmiglardir. Buna ek olarak, Abu
Bakar ve Rosbi(2017) BTC fiyat tahmini c¢alismasinda
ARIMA yontemini kullanarak %46,40 MAPE oranina
ulagirken, pandemi sonrasini kapsayan veriler kullanarak
yapmis oldugumuz c¢alisgmada ARIMA(2,1,4) modeli
%14,28 MAPE oraniyla daha iyi bir performans
sergilemistir.

Calisma, koronaviriis pandemisi dncesi ve sonrasit BTC
fiyatlamalarinin yer aldigi iki farkli veri {izerinde
yapilmigtir. Literatirdle SVM, ARIMA ve LSTM
algoritmalarinin aym1 anda bir veri {izerinde uygulanip
sonuglarmin karsilagtirildig: bir yayin bulunamamistir. Bu
calismayla birlikte bu {i¢ algoritma, pandemi Oncesi ve
pandemi sonrasini kapsayan veriler lizerinde uygulanmig
ve model performanslari sunulmustur. Kullanilan biitiin
yontemlerin parametreleri ilgili yerlerde verilmistir.
Kullanilan verilerin, kullanilan ydntemler ayni olsa bile
basar1 oranini etkiledigi gozlemlenmistir. Pandemi 6ncesi
ve pandemi sonrasi olmak tizere iki ayri zaman dilimindeki
fiyatlamalar1 igeren bu c¢alismada, BTC fiyatlarinin
pandemi esnasinda yiikselis beklentilerine ragmen bir
yiikseliste bulunmadigi da uyguladigimiz yontemlerle
tespit edilebilmistir.

Bu caligmayla birlikte, daha uzun dénem tarihleri ele alinip
calismanin genisletilmesi planlanmaktadir. Ayrica, diger
sanal para birimlerinin de dikkate alinarak bu birimlerin
tahminlenmesi ve bu para birimlerinin birbirlerinin
fiyatlarina etkisinin analizi de yine c¢alisilabilecek alanlar
olarak aragtirmacilarin 6niine ¢ikmaktadir.
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