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Yüz tanıma sistemlerinin güvenlik açısından önemi son yıllarda oldukça artmıştır. 
Çalışmada, Isparta Uygulamalı Bilimler Üniversitesi Teknoloji Fakültesindeki 
gönüllü öğrenci ve öğretim üyelerinden oluşan 41 kişiye ait ön, yan, üst ve alt yüz 
görüntüleri alınarak LDA, LBP ve PCA ile SVD yüz tanıma algoritmaları uygulanarak 
her birine ait model elde edilmiştir.  Elde edilen modeller test yüz görüntüleri 
üzerinde sınıflandırılarak, RMSE ve MAPE performans ölçüt kriterlerine göre 
değerlendirilerek ön ve yan yüz tanıma sisteminde PCA ve SVD algoritması, üst ve 
alt yüz tanıma sisteminde ise LBP Algoritmasının en iyi sonucu verdiği tespit 
edilmiştir. 

  

EVALUATION OF ACCURACY PERFORMANCE IN FACE RECOGNITION 
SYSTEMS 
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The importance of face recognition systems has increased in recent years. In this 
study, front, side, upper and lower facial images of 41 people consisting of volunteer 
students and faculty members from Isparta University of Applied Sciences were 
taken and LDA, LBP-PCA and SVD facial recognition algorithms were applied and 
their model was obtained. The obtained models were classified on the test face 
images and evaluated according to the RMSE and MAPE performance criteria. In the 
front face and side face recognition system, PCA and SVD algorithm, in the upper and 
lower face recognition system LBP algorithm were found to give the best results. 
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1. Giriş 
 
Yüz tanıma, önemli biyometri tekniklerden birisidir.  
Görüntü işleme, bilgisayarlı görü, güvenlik gibi farklı 
bilim dalları kapsamaktadır (Becerra vd., 2019).  Bu 
alanlardan güvenlik son yıllarda  uluslararası bir 
sorun haline gelmiştir. Bu sorunu çözebilmek için  
farklı veri işleme teknikleri kullanılmaktadır. 
Biyometri kullanılan tekniklerinin içerisinde oldukça 
sık kullanılmaktadır. Biyometri, kişinin fizyolojik 
özellikleri (parmak izi, yüz tanıma vb) veya 
davranışları (imza, yürüyüş vb.) olarak 
tanımlanmaktadır (Hamdan ve Liu, 2018; Zhi ve Liu, 
2019).  Yaygın biyometri teknikleri parmak izi tanıma 
(Goljan vd., 2016), avuç izi tanıma (You vd., 2002), iris 
tanıma (Micheva vd., 2005), DNA (Gonzalez vd., 2009), 
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Yüz tanıma (Smith vd., 2015) vb. gibi farklı alanlarda 
kullanılmaktadır.  
 
Yüz tanıma, yüz görüntülerinin birbirine 
benzerliğinden dolayı sınıflandırma işlemlerinin 
hassas bir şekilde yapılması gerekmektedir 

(Aburomman vd., 2019). Bu nedenle yüz tanıma 
sınıflandırmasında poz, renk, ışık gibi etmenler doğru 
bir sonuç elde edebilmek için oldukça önemli 
etmenlerdir. Bu etmenlerden renk ile, farklı renk 
uzaylarında RGB(Red Green Blue), HSV, YUV, YCbCr, 
XYZ, YIQ, L*a*b*, U*V*W*, L*u*v*, I1I2I3 ve HSI  veya 
tek renk kullanarak yüz tanıma performansı ölçülerek 
değerlendirilmektedir (Shih ve Liu, 2005).  Farklı  renk 
uzayında YUV içerisinde yer alan  YV,  YIQ içerinde yer 
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alan YI’nın  daha iyi performans gösterdiği tespit 
edilmiştir (Lu vd., 2018; Shih ve Liu, 2005)  Farklı poz 
açılarında alınan görüntülerde yüz tanıma işleminin 
gerçekleştirilmesi oldukça zordur. Yüz  tanıma 
sistemindeki veri setinden, yüksek kaliteli yüz 
dokusuna ait eğitim verileri analiz edilerek poz 
normalizasyon işlemi performans iyileştirmesi 
gerçekleştirilmektedir (Ding ve Tao, 2017). Yüz 
tanıma sistemlerinde aydınlatmanın düşük olması, 
parlaklığın yüksek olması ve resmin çekildiği arka 
plan rengi gibi ışığa etki eden etmenler sınıflandırma 
doğruluğuna etki etmektedir (Yang vd., 2019). Bu 
sorunlardan, düşük aydınlatma koşulları için OTSU 
segmentasyon algoritması kullanılarak performans 
artışı gerçekleştirmiştir (Yang vd., 2019).     
   
Yüz tanıma sistemlerinin sınıflandırılmasında 
sistemden alınan verileri analiz etmede genellikle   
derin öğrenme modelleri kullanılmaktadır. Derin 
öğrenme, yüksek ile düşük seviye hiyerarşinin 
özelliklerinin bileşimiyle oluşan öğrenme metodudur 

(Bengio,2019). Bu metotla yüksek seviyedeki 
hiyerarşik yapıda sınıflandırma, kümeleme gibi 
işlemler kolaylıkla gerçekleştirilmektedir. Bu 
üstünlüklerinden dolayı derin öğrenme   tıp (Tiwari 
vd, 2018; Litjens vd., 2017; Gibson vd., 2018; 
Lundervold ve Lundervold, 2018), tarım (Zhang vd., 
2019; Singh vd., 2018; Barbedo, 2018), hava araçları 
(Guo vd., 2018; Liu vd., 2018), şehir planlaması (Madu 
vd., 2017) vb. gibi alanlarda sıkça kullanılmaktadır.  
Şekil 1’de gösterildiği gibi derin öğrenme çoklu sinir 
ağ katmanları ve bu katmanların en küçük birimi olan 
nöronlardan oluşur. Nöronlara gelen girdiler belli 
ağırlık değerleri ile çarpılıp isteğe bağlı belirlenmiş bir 
bias değeri ile toplanmaktadır.  Diğer katmanlar içinde 
hesaplamalar gerçekleştirilerek son nöron 
katmanından sonuç değerleri alınmaktadır. Elde 
edilen sonuçlar ile gerçek sonuçlar kıyaslanarak hata 
değeri hesaplanmaktadır. Hesaplanan hata değeri 
kısmi türev alınıp tüm nöron katmanlarına geri 
yayılarak ağırlık değerleri güncellenmektedir. 
İstenilen hata değeri bulununcaya kadar veya 
belirtilen döngü sayısı kadar işlemler devam 
ettirilerek matematiksel bir model elde edilmektedir.  
  

 
Şekil 1. Derin öğrenme yapısı 

(https://medium.freecodecamp.org/want-to-know-
how-deep-learning-works-heres-a-quick-guide-for-
everyone-1aedeca88076 Accessed April 24, 2019). 

 
Son yıllarda derin öğrenme, görüntü işleme ve yüz 

tanıma sistemlerinde kullanılarak önemli ölçüde 

başarılar elde edilmiştir (Schmidhuber, 2015; Litjens 
vd., 2017; Szegedy vd., 2017; Greenspan vd., 2016; 
Mairal vd., 2014). Yüz tanıma sistemlerinde, 
konvolsüyonel sinir ağı (Convolutional Neural 
Network CNN), çekişmeli üretici ağlar (Generative 
Adversarial Networks GANs)  gibi derin öğrenme 
teknikleri veya temel bileşen analizi (Principal 
Component Analysis/PCA ), doğrusal diskriminant 
analizi (Linear Discriminant Analysis /LDA, Yerel ikili 
örüntü (LBP Local Binary Pattern) ve tekil değer 
ayrışımı (SVD singular value decomposition)  gibi 
algoritmalar kullanılmaktadır (Parkhi vd., 2015; Shi 
vd., 1014; Zhang vd., 2010; Hu, 2017). Yüz tanıma 
sistemlerinde bu algoritmalar içerisinden performans 
olarak  GANs algoritması ile gerçek dünya şartlarında 
90% oranında doğruluk elde edilmiştir (Banerjee ve 
Das, 2018).  
 
Çalışmada Isparta Uygulamalı Bilimler Üniversitesi 
Teknoloji Fakültesindeki gönüllü öğrenci ve öğretim 
üyelerinden oluşan 41 kişiye ait farklı ön, yan, üst ve 
alt yüz görüntüleri alınarak LDA, LBP ve PCA ile SVD 
algoritmaları uygulanarak üç farklı yüz tanıma modeli 
oluşturulmuştur. Elde edilen modeller ön, yan, üst ve 
alt test yüz görüntüleri üzerinde sınıflandırılılıp,  
RMSE ve MAPE performans ölçüt kriterlerine göre 
değerlendirilerek ön ve yan yüz tanıma sisteminde 
PCA ve SVD algoritması, üst ve alt yüz tanıma 
sisteminde ise LBP algoritmasının en iyi sonucu 
verdiği görülmüştür. 
 
2 Materyal ve Yöntem 
 
2.1. Materyal  
 
Çalışmada Isparta Uygulamalı Bilimler Üniversitesi 
Teknoloji Fakültesi gönüllü öğrenci ve öğretim 
üyelerinden oluşan 41 kişiye ait farklı pozlarda yüz 
görüntüleri alınarak etiketlenmiştir.  Etiketlenen 
veriler üzerinde yüz tanıma sistemleri için kullanılan 
LDA, LBP ve PCA ile SVD algoritmalarının 
performansları değerlendirilecektir. 
 
2.1.1.  PCA Algoritması   
 
PCA algoritması yüz tanıma sistemlerinde 

sınıflandırılmasında sıklıkla kullanılmaktadır (Oh vd., 

2013). PCA algoritması, M adet 𝐼1, 𝐼2, … , 𝐼𝑀   
şeklindeki yüz görüntüsünü NxN boyutunda vektöre 
dönüştürerek, denklem 1 ile görüntülerin piksellerini 
toplanarak ortalama değerlerden yeni bir vektör (Ψ) 
oluşturmaktadır (Borade vd., 2016). 
 

Ψ =
1

𝑀
∑ 𝐼𝑖

𝑀
𝑖=1                         (1) 

 
Denklem 2’ de, denklem 1’de hesaplanan vektör, tüm 
görüntülerden tek tek çıkartılarak yeni bir vektöre 
kaydedilip, denklem 1’de hesaplanan vektör ile yeni 
vektörün transpozu çarpılıp toplanarak, kovaryans 
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matris (𝐶) elde edilmektedir (Aburomman ve Reaz, 
2016). 

𝐶 =
1

𝑀
 ∑ (𝐼𝑖 − Ψ)𝑀

𝑖=1  (𝐼𝑖 − Ψ)𝑇                           (2) 

 
Denklem 3’de Eigen vektörleri (𝑉) ve karşılıklı Eigen 
değerleri (λ) hesaplanmaktadır (Kamencay vd., 2016). 
 

𝐶𝑉 = 𝜆𝑉                         (3) 
 
Denklem 2 ve denklem 3’de Eigen vektör ve değerler 
büyükten küçüğe doğru sırayla kaydedilerek eğitim ve 
test görüntülerine benzeyen görüntüler tespit 
edilmektedir (Kamencay vd., 2016). 
 
2.1.2. LDA Algoritması 
 
LDA algoritması PCA algoritmasına ek olarak verilen 
sınıf içi dağılım matrisi ve sınıf dağılım matrisi 

arasında bir sınıflandırma oluşturmaktadır (Zhao vd., 
1998). Denklem 4 ve denklem 5’de sınıf içi dağılım 
matrisi ve sınıf dağılım matrisi verilmiştir (Zainuddin 
ve Laswi, 2017).  
 

𝑆𝑊 = ∑ ∑ 𝑁𝑖(𝑥𝑖
𝑗 − Ψ𝑗 ) (𝑥𝑖

𝑗 − Ψ𝑗)
𝑇𝑁𝑖

𝑖=1
𝑛
𝑗=1     (4) 

 

𝑆𝑏 = ∑ 𝑁𝑖(𝜓𝑖 − 𝜓 ) (𝜓𝑖 − 𝜓)𝑇𝑛
𝑖=1                        (5) 

 
Denklem 4 ve denklem 5 verilen n, sınıf sayısını, 𝑁𝑖 i 
sınıfındaki eğitim veri sayısı, Ψ  𝑖 örneğine göre vektör 
toplamlarının ortalaması, ψ 𝑖 örneklerinin 

ortalamasını ve 𝑥𝑖
𝑗
 ise PCA’nın 𝑖 vektörü ve 𝑗 sınıfıdır 

(Zainuddin ve Laswi, 2017).  Denklem 6’da 𝑆𝑏 değeri 
en aza ve 𝑆𝑊 değeri maksimuma getirilip Fisher 
diskriminant temel matrisinden (Z) Eigen vektörleri 
çıkartılarak hesaplanmaktadır (Jain vd., 2018). 
 

𝑍 = 𝑆𝑤
−1 𝑆𝑐                                     (6) 

 
En son aşamada ise Öklid mesafesi hesaplanarak 
eğitim ve test görüntülerine benzeyen sınıflar tespit 
edilmektedir (Jain vd., 2018). 
 
2.1.4. LBP Algoritması 
 
LBP, uzamsal olarak geliştirilen bir metot vasıtasıyla 
yüz tanıma alanında bulunan bir pozisyona yerleşerek 
farklı birçok yüz analiz yöntemi geliştirmek için 
kullanılmaktadır (Yang ve Chen, 2013). Denklem 7’da 
LBP algoritmasında M eleman sayısına göre minimum 

simetri seviyesi (𝐿sym) değeri hesaplanmaktadır 

(Lahdenoja vd., 2005). 
 

𝐿𝑠𝑦𝑚 = 𝑚𝑖𝑛[∑ 𝐵(𝑖)𝑀
𝑖=1 , ∑ 𝐵(𝑖)̅̅ ̅̅ ̅̅𝑀

𝑖=1 ]                     (7) 

 
Denklem 7’da B(i) LBP’nin ve komplementinin her bir 
ikili elemanını ifade etmektedir (Lahdenoja vd., 2005).  
 

2.1.5. SVD Algoritması  
 
SVD, sıklıkla matris işlemleriyle birlikte genellikle 
farklı algoritma ve metotlarla (PCA, LDA gibi) 
birleştirilerek yüz tanıma için kullanılan bir 
algoritmadır (Fronckova vd., 2018). SVD, LDA veya 
PCA gibi algoritmalardan elde edilen gerçek veya 
karmaşık bir yapıya sahip olan vektör matrisleri için 
kullanılmaktadır. Denklem 8’de SVD algoritmasının 
değer ayrışım matrisi (𝑀) değeri hesaplanmaktadır 
(Vinay vd., 2016). 
 

𝑀 = 𝑈 ∑ 𝑉∗                                       (8) 
 
Denklem 8’de 𝑈 birimsel matrisi, 𝑉∗ ise, eğer vektör 
matrisi (V) gerçek değerlerden oluşuyorsa matrisin 
transpozesini, karmaşık değerlerden oluşuyor ise 
eşlenik tranpozesi alınarak  hesaplanmaktadır (Vinay 
vd., 2016). 
 
2.1.6. Yüz tanıma Algoritmaların Performans 
Değerlendirilmesi 
 
Yüz tanıma sistemlerinde kullanılan LDA, PCA 
algoritmaları ve CNN modellerinden elde edilen 
sonuçların performans değerlendirmeleri için RMSE 
(Root Mean Square Deviation)ve MAPE (Mean 
Absolute Percentage Error) kullanılmıştır. Denklem 
9’de sonuçların performans değerini belirlemede 
kullanılacak olan RMSE yönteminin denklemi 
verilmiştir (Chai ve Draxler, 2014).  
 

𝑅𝑀𝑆𝐸 = √
1

𝑛
 ∑ 𝑒𝑖

2𝑛
𝑖=1                                                            (9) 

 
Denklem 9’da, 𝑛 deneysel veri sayısını, 𝑒1 ise 𝑖 
örneğinin hata değerini temsil etmektedir (Chai ve 
Draxler, 2014). Çalışmada kullanılan diğer performans 
değerlendirme yöntemi olan MAPE denklem 10’da 
verilmiştir (Kim ve Kim 2016). 
 

𝑀𝐴𝑃𝐸 =
1

𝑛
∑ |

𝐴𝑡−𝐹𝑡

𝐴𝑡
|𝑛

𝑡=1                  (10) 

 

Denklem 10’da 𝑛 deneysel veri sayısını,  𝐴𝑡 gerçek 
değeri ve 𝐹𝑡’de deneysel değeri temsil etmektedir 
(Kim ve Kim 2016). 
 
2.2. Yöntem  
 
Çalışmada, numpy, opencv, pillow, os gibi temel 
Python kütüphaneleri ile PCA, LDA, SVD ve LBP 
algoritmaları uygulanarak en uygun yüz tanıma 
modeli için Şekil 2’deki gibi bir iş akış diyagramı 
oluşturulmuştur.  
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Şekil 2. İş akış diyagramı 
 
Şekil 2’de verilen iş akış diyagramında ilk olarak 41 
kişinden toplanan beş farklı yüz pozisyonu için 814 
adet görüntü alınarak veri seti oluşturulmuştur. 
Bunun akabinde veri ön işleme aşamasına geçilmiştir. 
Veri ön işlemede, ilk olarak elde edilen resimlerin 
boyutları çok büyük olduğundan oluşturulacak 
modelde görüntü analizleri hızlı bir şekilde 
gerçekleştirilebilmesi için Python programlama 
dilindeki pillow ve os kütüphaneleri kullanılarak 
hazırlanacak bir program ile görüntülerin boyutları 
küçültülecektir. Veri ön işlemenin ikinci aşamasında 
ise küçültülen görüntüler üzerinde haar cascade 
yöntemi kullanılarak görüntülerin yüz görüntüsü olup 
olmadığı tespit edilmeye çalışılıp yüz görüntüsü 
olmayan görüntüler veri setinden çıkarılacaktır. 
Üçüncü aşamada ise hazırlanan veri setindeki 
görüntülerin %75’i eğitim, %25 ise test görüntüsü 
olarak ayrılacaktır. Eğitim veri seti üzerinde üç farklı 
yöntem için Python programlama dilinde hazırlanacak 
programlar ile üç farklı model elde edilmeye 
çalışılacaktır. İlk yöntemde numpy kütüphanesi 
kullanılarak PCA ve SVD algoritmaları birlikte 
kullanılarak ilk model elde edilecektir. İkinci ve 
üçüncü yöntemde ise opencv kütüphanesi kullanılarak 
LDA ve LBP algoritmalarının modelleri elde 
edilecektir. Elde edilen modeller test verileri üzerinde 
test edilerek en uygun sonuçlar RMSE ve MAPE ile ile 
değerlendirilerek en uygun sonuç veren model 
belirlenecektir.  
 
3. Araştırma Bulguları 
 
Çalışmada, 41 kişiden alınan 2594x1944 piksel 
boyutunda 814 adet yüz görüntüsünün büyüklüğü 
11.4 GB ve ortalama bir resmin büyüklüğü ise yaklaşık 
olarak 14. 34 MB olarak tespit edilmiştir. Bu 
büyüklükteki yüz görüntüleri üzerinde analiz 
yapmanın zorluğundan dolayı görüntü boyutlarını 

küçültmek için hazırlanmış program ile her bir yüz 
görüntüsü 500x375 piksel boyutuna düşürülerek yüz 
görüntü dosyasının boyutu 549 KB düşürülerek yüz 
tanıma analizlerinde zaman açısından kazanç 
sağlanmıştır. Veri ön işleme ikinci aşamasında haar 
cascade sınıflandırıcısı kullanılarak, boyutu düşürülen 
yüz görüntülerin içerisinde yüz görüntüsü olmayan 
görüntüler veri setinden çıkarılarak yüz tanıma 
sisteminde oluşturulacak model için hatalı veri gelme 
durumu önlenmiştir.  
 
Görüntülerin %75 eğitim ve %25 test görüntüsü 
olarak ayrılmıştır. İlk olarak 41 farklı sınıf için ön, yan, 
üst ve alt eğitim yüz görüntülerinden PCA ve SVD 
algoritmaları kullanılarak bir model elde edilmiştir. 
Elde edilen model test yüz görüntüleri üzerinde 
sınıflandırılarak ön yüz görüntülerinde MAPE’ye göre 
doğruluk oranı %97.53 RMSE’ye göre hata değeri 
0.156 olarak tespit edilmiştir. Bulunan hata değerine 
göre,  RMSE’nin göre doğruluk oranını %84,4 olarak 
bulunmuştur. Yan yüz görüntülerinde MAPE’ye göre 
%5,4 RMSE’nin hata değeri ise 0.9745 olarak tespit 
edilmiştir. Bulunan hata değerine göre RMSE’nin 
doğruluk oranı %2.5 olarak bulunmuştur. Üst ve alt 
görüntülerde ise MAPE’ye göre doğruluk oranı 
%20.95, RMSE’nin hata değeri 0.883 olarak tespit 
edilmiştir. RMSE’nin doğruluk oranı göre %11.7 
olarak bulunmuştur.  Tablo 1’de ilk beş sınıf örnek 
olarak verilmiştir.  
 

Tablo 1. PCA ve SVD algoritmaları ile yüz tanıma 
sistemi sınıflandırma örneği 

Sınıf_ID Görüntü Tespiti  
Ön  Yan  Üst ve Alt  

1 Doğru  Yok Doğru 
2 Doğru Yok Yanlış 
3 Doğru Doğru Yanlış 
4 Doğru  Yok Doğru 
5 Doğru  Yok Yok 

 
 PCA ve SVD algoritmalarıyla elde edilen modelde, yüz 
tanıma sisteminin ön yüz görüntülerindeki tespit 
doğruluk oranı yüksek iken yan, üst ve alt yüz 
görüntülerinde ise düşük olduğu tespit edilmiştir.   
 
İkinci model olarak aynı veri seti üzerinde LDA 
algoritması uygulanarak bir model oluşturulmuştur.  
Elde edilen model test yüz görüntüleri üzerinde 
sınıflandırılarak ön yüz görüntülerinde MAPE’ye göre 
doğruluk oranı %70.73 RMSE’ye göre hata değeri 
0.541 olarak tespit edilmiştir. Bulunan hata değerine 
göre,  RMSE’nin göre doğruluk oranını %45.9 olarak 
bulunmuştur. Yan yüz görüntülerinde MAPE’ye göre 
doğruluk oranı %0 RMSE’ye göre hata değeri 0 olarak 
tespit edilmiştir. Bulunan hata değerine göre,  
RMSE’nin göre doğruluk oranını %0 olarak 
bulunmuştur. Üst ve alt görüntülerde ise MAPE’ye 
göre doğruluk oranı %26.83 RMSE’ye göre hata değeri 
0.855 olarak tespit edilmiştir. Bulunan hata değerine 
göre,  RMSE’nin göre doğruluk oranını %14.5 olarak 
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bulunmuştur. Tablo 2’de ilk beş sınıf örnek olarak 
verilmiştir. 
 

Tablo 2. LDA algoritması ile yüz tanıma sistemi 
sınıflandırma örneği 

Sınıf_ID Görüntü Tespiti  
Ön  Yan  Üst ve Alt  

1 Doğru Yok Yanlış 
2 Doğru Yok Yanlış 
3 Doğru Yok Doğru 
4 Doğru Yok Yanlış 
5 Doğru Yok Yok 

 
LDA algoritmasıyla elde edilen modelde, yüz tanıma 
sisteminin ön yüz görüntülerindeki tespit doğruluk 
oranı yüksek iken yan, üst ve alt yüz görüntülerinde 
ise başarısız olduğu görülmüştür.   
 
Çalışmada son model olarak aynı veri seti üzerinde 
LBP algoritması uygulanarak bir model 
oluşturulmuştur.  Elde edilen model test yüz 
görüntüleri üzerinde sınıflandırılarak ön yüz 
görüntülerinde MAPE’ye göre doğruluk oranı %80.5 
RMSE’ye göre hata değeri 0.442 olarak tespit 
edilmiştir. Bulunan hata değerine göre,  RMSE’nin göre 
doğruluk oranını %55.8 olarak bulunmuştur. Yan yüz 
görüntülerinde MAPE’ye göre doğruluk oranı %0 
RMSE’ye göre hata değeri 0 olarak tespit edilmiştir. 
Bulunan hata değerine göre,  RMSE’nin göre doğruluk 
oranını %0 olarak bulunmuştur. Üst ve alt 
görüntülerde ise MAPE’ye göre doğruluk oranı 
%39.02 RMSE’ye göre hata değeri 0.781 olarak tespit 
edilmiştir. Bulunan hata değerine göre,  RMSE’nin göre 
doğruluk oranını %21.9 olarak bulunmuştur. Tablo 
3’de ilk beş sınıf örnek olarak verilmiştir. 
 

Tablo 3. LBP algoritması ile yüz tanıma sistemi 
sınıflandırma örneği 

Sınıf_ID Görüntü Tespiti  
Ön  Yan  Üst ve Alt  

1 Doğru Yok Yanlış 
2 Doğru Yok Yanlış 
3 Doğru Doğru Yanlış 
4 Doğru Yok Yanlış 
5 Doğru Yok Yok 

 
LBP algoritmasıyla elde edilen modelde, yüz tanıma 
sisteminin ön yüz görüntülerindeki tespit doğruluk 
oranı yüksek iken yan, üst ve alt yüz görüntülerinde 
ise başarısız olduğu görülmüştür.   
 
Tablo 4’de oluşturulan üç modelin yüz tanıma 
performans değerleri verilmiştir.  
 
 
 
 

Tablo 4. Yüz tanıma algoritmalarının performans 
değerlendirme sonuçları 

Performans 
Değerlendirme 
Ölçütü 

Yüz Tanıma 
Algoritmaları 

Görüntü Tespit Yönü 
 

Ön Yan Alt 
ve 
Üst 

 
𝑅2 

PCA ve SVD 0.156 0.975 0.883 

LDA 0.541 0 0.855 

LBP 0.442 0 0.781 

 
MAPE(%) 

PCA ve SVD 97.531 5.4 20.95 

LDA 70.73 0 26.83 

LBP 80.50 0 39.02 

  
Tablo 4’de görüldüğü gibi yüz tanıma sistemlerinde ön 
yüz görüntülerinde RMSE’ye göre PCA ve SVD 
algoritması, MAPE’ye göre ise PCA ve SVD algoritması, 
yan yüz görüntülerinde RMSE’ye göre PCA ve SVD 
algoritması, MAPE’ye göre ise PCA ve SVD algoritması 
ve alt ve üst yüz görüntülerinde RMSE’ye göre LBP 
algoritması, MAPE’ye göre ise LBP algoritmasının 
başarılı olduğu görülmektedir. 
 
5. Sonuç ve Tartışma 
 
Günümüzde teknolojideki gelişmesi ile birlikte 
güvenlik sistemlerinin önemi de artmıştır. Güvenlik 
sistemleri içerisinde parmak izi, yüz tanıma gibi 
sistemler büyük önem taşımaktadır. Çalışmada 41 
farklı kişiye ait yüz, ön, yan, alt ve üst yüz görüntüleri 
alınarak, yüz görüntülerin boyutları yüz tanıma 
analizlerinin hızını attırmak için küçültülmüştür. 
Küçültme işleminden sonra yüz görüntüleri haar 
cascade sınıflandırıcısı kullanılarak yüz görüntüsü 
olup olmadığı tespit edilerek, yüz olmayan görüntüler 
veri setinden çıkarılmıştır. Görüntüler %75 eğitim ve 
%25 test verisi olmak üzere ayrılarak LDA, LBP, PCA 
ile SVD algoritmaları uygulanarak yüz tanıma 
modeller RMSE ve MAPE performans değerlendirme 
kriterlerine göre değerlendirilip sonuçlar aşağıda 
verilmiştir.  
 

 Ön yüz görüntülerinde hem RMSE  hem de 
MAPE performans değerlendirme ölçütüne 
göre PCA ve SVD algoritmasının en doğru 
sonucu verdiği tespit edilmiştir.  

 Yan yüz görüntülerinde hem RMSE  hem de 
MAPE performans değerlendirme ölçütüne 
göre PCA ve SVD algoritmasının en doğru 
sonucu verdiği tespit edilmiştir.  

 Üst ve alt yüz görüntülerinde hem RMSE  hem 
de MAPE performans değerlendirme ölçütüne 
göre LBP algoritmasının en doğru sonucu 
verdiği tespit edilmiştir. 

 
Yapılacak farklı çalışmalarda, yüz tanıma 
sistemlerindeki doğruluk oranı CNN, GANs gibi derin 
öğrenme modelleri kullanılarak arttırabileceği 
düşünülmektedir.  
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