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In this study, it is proposed to estimate the direction of Borsa Istanbul 100 Index by using financial sentiment
analysis. However, the performance of classification in social networks, which face the problem of size
limitation in expressing user opinions such as Twitter, is significantly affected. Therefore, it is also proposed
to enrich the datasets with various techniques from a semantic perspective and improve the classification
performance of system by blending ensemble learning approach with deep learning algorithms. To the best of
our knowledge, this is the first study in the literature in terms of both using the Twitter environment as a news
source and forecasting the stock market direction with deep ensemble models. As a result, the extensive
experiment results demonstrate that the proposed model is significantly outperforms the-state-of-art studies.
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Figure A. Flowchart of the proposed system

Purpose: The aim of this study is to achieve a high classification performance for prediction of the stock
market direction by utilizing financial sentiment analysis, deep ensemble models, and word embedding based
document representation techniques on both English and Turkish datasets.

Theory and Methods:

It is aimed to get higher classification results by employing Avg(Word2vec), Avg(Glove),
Avg(Word2vec)+Avg(Glove), TF-IDF+Avg(Word2vec), TF-IDF+Avg(Glove) models as document
representation techniques, Word2vec and Glove as word embedding based models, and Convolutional Neural
Networks, Recurrent Neural Networks, and Long Short Term Memory Networks as deep learning algorithms
for ensemble approach which are unattempted before for prediction of the stock market direction.

Results:

Avg(Word2vec)+Avg(Glove) is the best document representation technique to get higher classification results
for stock market estimation. Avg(Word2vec)+Avg(Glove) has also superior classification success for both
individual deep learning algorithms and deep ensemble approach. Among the individual deep learners, the
ideal classifier is LSTM algorithm with 78.42% accuracy value in Turkish and 79.46% accuracy result in
English for stock market prediction. In deep ensemble models, stacking as a method of combining ensemble
decisions outperforms both individual classifiers and majority voting.

Conclusion:

The combination of word embedding based document representation techniques and deep ensemble models
exhibits a higher classification success compared to similar studies with 78.07% for Turkish dataset and
78.92% for English dataset. Instead of employing financial news, the usage of Twitter as a data source for
BIST100 provides remarkable contribution to this study when high classification results are considered.


https://orcid.org/0000-0003-1497-305X

Journal of the Faculty of Engineering and Architecture of Gazi University 35:2 (2020) 635-650

Yy

Muhendislik Mimarlik

Fakiiltesi Dergisi . - Elektronik / Online ISSN: 1

Basili / Printed ISSN :

Journal of The Faculty of Engineering
and Architecture of Gazi University

Borsa tahmini i¢in Derin Topluluk Modelleri (DTM) ile finansal duygu analizi

Zeynep Hilal Kilimci*

Dogus Upiversitesi, Miihendislik Fakiiltesi, Bilgisayar Miihendisligi Boliimii, Kadikdy-Istanbul, 34722, Tiirkiye
Kocaeli Universitesi, Bilisim Sistemleri Miihendisligi Boliimii, Kocaeli, 41001, Tiirkiye

ONECIKANLAR

e  Yiiksek performansli duygu analizi
e  Borsa yonii tahmini i¢in derin topluluk modellerinin belirlenmesi
e  Kelime gémme tabanli belge gosterim tekniklerinin degerlendirilmesi

Makale Bilgileri

OZET

Aragtirma Makalesi
Gelis: 24.12.2018
Kabul: 10.04.2019

DOI:
10.17341/gazimmfd.501551

Anahtar Kelimeler:
Borsa tahmini,

derin topluluk modeli,
duygu analizi

Borsa tahmini, analistler ve yatinmcilar i¢in aktif bir arastirma konusu olmustur. Bu ¢aligmada, finansal
duygu analizi yapilarak Bist100 endeksinin yoniiniin tahminlenmesi amaglanmistir. Bildigimiz kadarryla bu
caligma, borsa yoni tahminlemesinde haber kaynagi olarak Twitter ortamini kullanmasi ve bunun derin
topluluk modelleriyle yapilmasi agisindan literatiirdeki ilk ¢aligmadir. Bu ¢aligmanin literatiire katkist dort
asamada Ozetlenebilir: Birincisi, Twitter ortamindaki boyut sinirlamasi problemini ortadan kaldirmak
amaciyla 6zellik kiimesi anlamsal olarak zenginlestirilmistir. Tk asamada, veri kiimesini ifade edebilecek
anlamli 6zellikler, bilgi kazanimi ve karinca kolonisi optimizasyonu yontemleriyle se¢ilmistir. Sonra, bu
ozelliklere veri kiimesini anlam, baglam, s6z dizimi agisindan ifade edebilecek Avg(Word2vec),
Avg(Glove), Avg(Word2vec)+Avg(Glove), TF-IDF+Avg(Word2vec), TF-IDF+Avg(Glove) gibi farkli
dokiiman gdsterim teknikleri uygulanmustir. ikincisi, siniflandirmay1 bir algoritmayla gergeklestirmektense
birden fazla 6grenme algoritmalariyla yaparak sistem performansinin iyilestirilmesi amaglanmistir. Burada,
geleneksel siniflandirma algoritmalari yerine Evrisimsel Sinir Aglari, Tekrarlayan Sinir Aglari, Uzun Kisa
Vadeli Hafiza Aglar gibi derin 6grenme mimarilerinin harmanlanmasiyla derin topluluk modeli (DTM)
olusturulmustur. Ugiinciisii, derin topluluk modelinin nihai kararmi elde etmek i¢in ¢ogunluk oylamasi ve
yigitlama yontemleri kullanilmistir. Dordiincii olarak onerilen yaklagimin smiflandirma performasini
iyilestirdigini kanitlamak amaciyla herkesin kullanimina agik Tiirkge ve Ingilizce Twitter veri kiimeleri
kullanilmigtir. Sonug olarak, deney sonuglari Onerilen modelin literatiir ¢aligmalariyla kiyaslandiginda
Onceki ¢alismalardan 6nemli dlgiide {istiin oldugunu gostermektedir.
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The stock market forecasting is popular research topic for analysts. In this study, it is proposed to estimate
direction of Bist100 index by financial sentiment analysis. To our knowledge, this is the first study in
literature using Twitter for forecasting stock market direction and doing this with deep ensemble models.
The contributions of study are fourfold: First, feature set is enriched semantically to eliminate size limitation
problem in Twitter. In first stage, meaningful features that express dataset are selected by means of
information gain and ant colony optimization. Next, features are enriched in meaning, context, syntax using
document representation models such as Avg(Word2vec), Avg(Glove), Avg(Word2vec)+Avg(Glove), TF-
IDF+Avg(Word2vec), TF-IDF+Avg(Glove). Secondly, it is proposed to improve system performance
performing classification with multiple learning algorithms. Instead of traditional classification algorithms,
a deep ensemble model (DTM) is constructed blending deep learning architectures such as Convolutional
Neural Networks, Recurrent Neural Networks, Long Short-Term Memory Networks. Third, majority voting
and stacking methods are used to obtain final decision of deep ensemble model. Fourthly, Turkish and
English Twitter datasets are employed to demonstrate that proposed approach improves classification
performance. Consequently, experimental results show that proposed model is significantly superior to
previous studies when compared with literature studies.
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1. GIRIiS aNTRODUCTION)

Sosyal medya biiyilk miktarda veriyi analiz etmek ve
internette yer alan birgok konuda fikirleri tespit etmek i¢in
kullanilan ¢ok popiiler bir kaynak haline gelmistir. Bilinen
sosyal medya platformlarindan biri olan Twitter, 100
milyona kadar aktif kullanicinin fikirlerini ifade etmesi i¢in
tercih edilmektedir. Bu, Twitter ortaminin pazar dinamikleri
icin etkili olabilecek degerli bilgiler igerdigi anlamina
gelmektedir. Bu nedenle duygu analizi, kullanicr taleplerini
olumlu ve olumsuz yonler agisindan anlamak i¢in énemlidir.
Kurumlara, gesitli sosyal medya sitelerini ger¢ek zamanlt
olarak goézlemleme ve ardindan buna gore hareket etme
yetenegi kazandirir.

Hisse senedi fiyat endeksinin tahmini, zaman serisi
tahminlerinin en zorlu uygulamalarindan biri olarak
goriilmektedir. Hisse senedi fiyat endeksini tahmin etme
konularini ele alan bir¢ok c¢alisma olmasina ragmen c¢ogu,
gelismis finansal piyasalarla iliskilendirilmistir. Ozellikle,
Tiirk borsalar1 gibi gelismekte olan piyasalarda hisse senedi
fiyat endeksinin yoniinii tahmin etmek igin literatiirde az
sayida arastirma bulunmaktadir. Hisse senedi fiyat
endeksleri ile yapilan tutarli tahminler, etkin piyasa ticareti
stratejilerinin gelistirilmesi bakimindan 6nem arz etmektedir
[1]. Boylelikle yatirimcilar, potansiyel piyasa risklerine ve
spekiilatorlere karst koruma saglayabilirler. Bunun yani sira,
hisse senedi endeksinde islem yaparak kar elde etme firsati
yakalayabilirler [2]. Borsa esas itibariyle dinamik, dogrusal
ve parametrik olmayan, karmasik ve kaotik bir yapiya sahip
oldugundan borsa tahmini, finansal zaman serileri tahmin
siirecinin zorlu bir gorevi olarak goriilmektedir [3]. Buna ek
olarak, borsa, politik olaylar, firma politikalari, genel
ekonomik kosullar, yatirimcilarin beklentileri, kurumsal
yatirimcilarin  se¢imleri, diger borsalarin hareketleri ve
yatirimcilarin  psikolojisi gibi pek c¢ok makro ekonomik
faktorden etkilenmektedir [4]. Finansal metnin duygu
analizi, hisse senedi fiyatlarmin ya da yonlerinin tahmin
edilmesinde analistler ve yatirimeilar i¢in 6nemli ve aktif bir
aragtirma konusu olmustur. Goriislerin, piyasa dinamiklerini
etkileyebilecegi gozlemlenmistir [5].

Bu acgidan bakildiginda duygu analizi, dogal dil isleme
(NLP) ve metin simiflandirma (TC) alanlarinda hizla
biiyiiyen bir arastirma alanmidir. Bu teknik, politika, is
diinyasi, reklamcilik ve pazarlama gibi genis bir uygulama
yelpazesinin 6nemli bir pargasi haline gelmistir. Duygu
analizi i¢in kullanilan naif Bayes, destek vektér makineleri
ve Dbenzeri geleneksel makine Ogrenme teknikleri
bulunmaktadir. Ancak, son zamanlarda geleneksel makine
6grenme algoritmalarma kiyasla daha yiiksek siniflandirma
performans: elde eden derin 6grenme modelleri tercih
edilmektedir. Derin 6grenme modelleri, temel olarak
karmagik o6zelliklerin minimum dig destekle egitilmesiyle
otomatik 0Ozellik ¢ikarmm saglamak, derin sinir aglari
araciligiyla verilerin anlamli gdsterimini elde etmek veya
siiflandirma yapmak amaciyla kullanilmaktadir. Evrisimsel
sinir aglari (CNN), tekrarlayan sinir aglart (RNN) ve derin

inang aglari (DBN) gibi sinir aglarinin yani sira word2vec,
Glove gibi ¢esitli kelime gomiilmesi yontemleri de duygu
smiflandirmada  yaygin olarak kullanilmaktadir. Bu
teknikler, dogal dil isleme ve metin siniflandirma alanlarinin
yani sira bilgisayar vizyonu, goriintii analizi, konusma
tamima gibi farkli alanlarda da arastirmacilar tarafindan
uygulanmaktadir [55, 56]. Word2Vec ve GloVe, kelimeleri
anlamli vektorlere doniistiirebilen en dogru ve kullanigh
kelime gomiilmesi yontemleri arasindadir [6-9]. Bununla
birlikte, bu yontemler egitim siireci i¢in ve kelime
vektorlerini iiretmek amaciyla genis bir metin kiimesine
ihtiya¢ duyar. Arastirmacilar, smirli boyuttaki verilerle
yaptiklar1 ¢aligmalarda kullanmak igin genellikle Google
haberler gibi biiyiik metin kiimelerinde 6nceden egitilmis
kelime gomiilmelerinden faydalanirlar. Onceden egitilmis
kelime gomiilmeleriyle yapilan arastirmalarin verimliligi,
duygu analizi aragtirmalarinda biiyiik bir etkiye sahiptir.

Makine 6grenmesinde bir diger popiiler aragtirma alani ise
topluluk 6grenmesidir. Topluluk O6grenmesi, literatiirde
Ogreniciler komitesi, uzman karigimlari, simiflandirici
topluluklar, ¢oklu smiflayici sistemler ve fikir birligi teorisi
olarak da kullanilmaktadir [10, 58]. Temel fikir, tek bir
smiflandirict kullanmak yerine bir smniflandirict grubu
kullanarak siniflandirma performansimi arttirmaktir. Bir
topluluk sisteminde, bir grup temel siniflandirict kullanilir.
Farkli siniflandiricilar temel 6grenici olarak kullaniliyorsa
boyle bir sistem heterojen topluluk sistemi olarak
adlandirilirken temel Ogreniciler, tek tip smiflandiricidan
olusuyorsa homojen topluluk sistemi olarak isimlendirilir.
Bu c¢aligmada, heterojen topluluk sistemleri {izerine
yogunlasilmistir.

Bir topluluk sistemi iki boliimden olusur: Topluluk iiretimi
ve topluluk entegrasyonu [11-14]. Topluluk iiretiminde,
farkl1 temel siniflandiricilar kullanilarak farkli bir model
kiimesi olusturulur. Topluluk entegrasyonunda ise sistemin
nihai kararmi elde etmek i¢in temel siniflandiricilarin
kararlarin1  birlestirmede kullanilan bir¢cok entegrasyon
yontemi bulunmaktadir [15-17, 57]. Topluluk {iretimi igin
gerekli smiflandirict se¢imi  ve topluluk entegrasyon
yontemlerinin yani sira, topluluk basarisini belirleyen iki
temel faktor daha bulunmaktadir. Bunlar, toplulugun temel
Ogrenicilerinin bireysel basaris1 (diisiik hata) ve temel
ogrenici sonuglarinin birbirlerinden bagimsizligidir (yiiksek
cesitlilik). Temel &grenicinin gesitliligi arttikga, sistemin
simiflandirma bagarist da artmaktadir. Cesitlilik, homojen
sistemler igin torbalama, rastgele altuzaylar, rastgele
ormanlar ve rotasyon ormanlar1 gibi geleneksel topluluk
algoritmalari ile saglanir. Heterojen sistemler i¢in ¢esitlilik,
farkli Ogrenme algoritmalartyla saglanirken c¢ogunluk
oylamasi, yigitlama, basamaklama gibi ¢esitli karar verme
teknikleriyle sonuglarin  harmanlanmasi saglanir. Bu
caligmada, heterojen topluluk sisteminde g¢esitliligi saglamak
amaciyla evrigimsel sinir aglar1 (CNN), tekrarlayan sinir
aglart (RNN), uzun kisa siireli hafiza aglari (LSTM)
algoritmalar1 temel Ogreniciler olarak ¢ogunluk oylamasi
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MV) ve wyigitlama (STCK) ise topluluk kararlarini
birlestirme yontemleri olarak kullanilmistir.

Bu calismada, literatiirde sik¢a kullanilan derin dgrenme
yontemleri, topluluk modeli olarak harmanlanmig veri
kiimesi, kelime gdmiilmesi yontemleriyle anlam, baglam ve
s0z dizimi agisindan zenginlestirilmistir. Boylece, Borsa
Istanbul endeksi (BIST100) yoniiniin tahmin edilmesinde
smiflandirma performansinin iyilestirilmesi hedeflenmistir.
Bu amagla, veri kiimesine bilgi kazanimi (IG) ve karinca
kolonisi optimizasyonu (ACO) yoOntemleri uygulanarak
sadece bu yontemlerden elde edilen 6zellikleri iceren yeni
bir veri kiimesi elde edilmistir. Sonra, elde edilen bu
ozellikleri, anlamli vektorlere doniistiirebilen kelime
gomiilmesi yontemleri (Word2Vec, GloVe) kullanilarak
orijinal veri kiimesinden farkli; anlam, baglam ve s6z dizimi
acisindan zenginlestirilmis veri kiimeleri elde edilmistir.
Veri kiimesinden o6grenilen kelimelerin vektor temsilini
saglayan Word2vec ve GloVe gibi modellerin yaninda TF-
IDF agirlikli dokiiman-kelime matrisi, Word2vec ve Glove
kullanilarak  elde edilen kelime  gomiilmelerinin
ortalamastyla olusturulan vektorler (Avg(Word2vec), GloVe
(Avg(Glove)), Avg(Word2vec) ve Avg(Glove) vektorlerinin
birlestirilmesinden elde edilen dokiiman matrisleri
(Avg(Word2vec)+Avg(Glove)), Word2vec ve GloVe ile
ayr1 ayri elde edilmis kelime gomiilmelerinin eklenmesi ile
geligtirilmis TF-IDF agirlikli dokiiman matrisleri (TF-
IDF+Avg(Word2vec), TF-IDF+ Avg(Glove)) de dahil
olmak tizere toplamda alt1 farkl: dokiiman gosterim yontemi
kullanilmistir. Sonra, derin topluluk modeli (DTM), ii¢ farklt
derin 6grenme algoritmasi (CNN, RNN ve LSTM) kullanilip
topluluk  6grenme  metodolojisiyle  harmanlanarak
olusturulmustur. Onerilen yontemin basarisim gostermek
amaciyla deneyler, duygu analizinde sik¢a kullanilan Twitter
veri kiimelerinde Tiirk¢e ve Ingilizce olmak iizere iki farkll
dilde yiiriitiilmiistiir. Bildigimiz kadartyla bu ¢alisma, borsa
yonii tahminlemesinde hem haber kaynagi olarak Twitter
kullanmas1, hem bunun Tiirkge ve Ingilizce gibi yapisal
olarak farkli iki dilde gergeklestirilip anlam, baglam ve s6z
dizimi agisindan zenginlestirilmesi ile hem de derin 6grenme
yontemlerini  topluluk  modelleriyle = harmanlayarak
siniflandirmada kullanmasi sebebiyle ilk ¢aligmadir. Diger
caligmalarda, derin &grenme ve topluluk metodolojileri
Ozellik se¢cmede kullanilmig olup veri kiimesi olarak
cogunlukla finansal haber kaynaklari degerlendirilmistir
[18-20]. Sonu¢ olarak, farkli dokiiman gdsterim
yontemleriyle de zenginlestirilen derin topluluk modelinin
literatiirdeki benzer c¢aligmalara kiyasla ¢ok daha iyi
simiflandirma performasi sergiledigi gozlenmistir.

Makalenin geri kalan kismi su sekilde diizenlenmistir:
Bolim 2, duygu analizinde topluluk sistemlerini, kelime
gomiilme yontemlerini ve CNN, RNN, LSTM gibi derin
O6grenme modellerini  kullanan ¢aligmalarin  6zetini
sunmaktadir. B6liim 3, 6nerilen sistem i¢in kullanilan 6zellik
secme yontemlerini, kelime goémiilmesi metotlarini,
dokiiman  gosterim  tekniklerini, heterojen  topluluk
modelinde kullanilan derin &grenme algoritmalarini,
topluluk Kkararlar1 birlestirme yo6ntemlerini ve Onerilen
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modelin mimarisi sunmaktadir. Deney kurulumu ve
sonuclar1 boliim 4, 5 ve 6’da verilmektedir.

2. LITERATUR CALISMALARI (RELATED WORKS)

Bu boliim, derin sinir aglari, topluluk sistemleri ve dnceden
egitilmis kelime gomiilmeleri ile ilgili duygu analizi ve
metin siniflandirma alanlarinda yapilan ¢alismalarin 6zetini
sunmaktadir.

Pek c¢ok arastirmact duygu analizinde daha dogru
smiflandirma modelleri saglamak amaciyla derin dgrenme
yaklagimina odaklanmaktadir. Liao vd. [21], derin 6grenme
modellerini kullanarak Twitter verileriyle duygu analizi
yapmay1 onermislerdir. Basit bir evrisimsel sinir ag modeli
olusturarak SVM ve naif Bayes smiflandiricilar gibi
geleneksel 6grenme algoritmalariyla bu ag1 kiyaslamis ve
daha iyi bir siniflandirma performans: elde -ettiklerini
vurgulamiglardir. Kisa metinler iizerinde duygu analizi
yapmak i¢in karakterden climle diizey bilgisine sahip yeni
bir derin evrigimsel sinir ag1 ise Santos ve Gatti tarafindan
Onerilmistir [22]. Yaklagimlarinin, literatiirdeki sonuglari
geride biraktigmi ve STS veri kiimesi iizerinde %86,4
dogruluk sagladigini bildirmislerdir. Baska bir ¢aligma [23],
anahtar kelimelerin anlamlarimi yorumlamanin 6nemine
dikkat ¢ekmistir. Uzun kisa bellek ve kapili tekrarlayan {inite
aglari, IMDB ve SemEval-2016 veri kiimeleri iizerinde
anahtar kelime s6zIigl kullanilarak gerceklenmistir. Deney
sonuglari, dnerilen modelin verimliligini %1-%2 dogruluk
iyilesmesi ile kanitlamistir. Cince mikro bloglarinin duygu
simiflandirmasi, [24]’de gelistirilmis tekrarlayan sinirsel ag
modeli kullanilarak gergeklenmistir. Uzun siireli bagimliligt
¢ozmek icin tekrarlayan sinir aginin gizli katmanini uzun-
kisa siireli bellek yapisiyla degistirerek alternatif bir ¢oziim
sunmuslardir. Sistemin siniflandirma basarisinin, geleneksel
makine 0grenme algoritmalarindan biri olan destek vektor
makinesinin siniflandirma bagarisindan ¢ok daha Tistiin
oldugunu vurgulamiglardir.

Heterojen mikroblog duygu siniflandirmasi (MSC) olarak da
adlandirllan duygu smiflandirmasma iliskin bir bagka
calisma  [25], kullanicilarin  gonderilerinden  ve
baglantilarindan faydalanarak yeni bir tekrarlayan rastgele
yiirliyiis agmi1 onermislerdir. Onerilen model, egitim
agsamasinda geri yayilim yontemini uygulayarak rastgele
ylriime katmanmna sahip derin sinir aglarindan
olusturulmustur. Modelin basarisin1 géstermek amaciyla
Twitter veri kiimesi iizerinde deneyler yapilmigtir. Onerilen
teknik, literatiirdeki benzer caligmalardan daha iyi bir
simiflandirma  performans: sergilemistir. Twitter veri
kiimesinde ¢ok dilli duygu analizi yapmak i¢in etkin bir derin
sinir ag1 mimarisi [26]’da kullamlmistir. Onerilen model ile
strastyla, uzun-kisa stireli bellek aglar1 ve evrisimsel aglar
kullanilarak kelime ve karakter diizeyinde gomiilmeler elde
edilmistir. Karakter temelli mimari, uzun-kisa siireli bellek
gOmiilmesi, evrisimsel gomme, evrisimsel gomme donma,
evrisimsel karakter seviyesinde gomme ve geleneksel destek
vektorii makinesi algoritmalari kullanilmis olup dogruluk ve
Fl-skoru degerlendirme metrikleri agisindan sonuglar
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kiyaslanmistir. Kapsamli deney sonuclar1 ile Onerilen
teknigin (evrisimsel karakter temelli mimari), literatiirde yer
alan diger derin sinir ag1 modellerine kiyasla ¢ok dilli duygu
analizi i¢in daha verimli oldugu gozlenmistir. [27]’de Uysal
ve Murphey, geleneksel oOzellik goésterim modellerinin
karsilastirilmasina  ve  derin  dgrenme  yaklasimina
yogunlagmislardir. Bu karsilagtirmali ¢alismada, iki tip
Oznitelik  gosterim  modeli  kullanilmigtir.  Birincisi,
dokiimandaki terimlerin sirasin1 dikkate almadan terim
frekans1 ile gergeklestirilirken ikincisinde ise kelime
gomiilmelerini kullanip anlam agisindan daha zengin bir
vektor gosterimi amaclanmistir. Lineer g¢ekirdekli SVM
smiflandiric;,  geleneksel  tekniklerin  siniflandirma
performansin1  gostermek i¢in  kullanilmustir.  Dahasi,
yazarlar genel olarak o6zellik seciminde kullanilan derin
6grenme yaklasimlarmi bu ¢alismada smiflandirma yapmak
amaciyla kullanmuglardir. Onerilen derin 6grenme temelli
modeller ile geleneksel yontemlere kiyasla daha iyi
simiflandirma sonuglar: elde edildigini bildirmislerdir.

Duygu smiflandirma alaninda topluluk stratejileri ve derin
O0grenme yaklagimlarmimn kombinasyonu iizerine sinirlt
sayida ¢aligma bulunmaktadir. Onerilen perseptron temelli
ve ¢ok katmanli topluluk modeli, [19]’da, iyimser ya da
kotiimser olarak finansal metinlerin duygu puanlarini tahmin
etmek i¢in kullanilmigtir. Bu amagla yazarlar, CNN, LSTM,
vektor ortalamasi ve ozellik tabanli dort model ile 6zellik
vektorlerinin  ¢esitliligini  saglamuslardir.  Topluluk
kararlarm1 birlestirme adimi uygulandiktan sonra, ¢ok
katmanlt  perseptron ag1 bir smiflandirici  olarak
kullanmilmigtir.  Deney  sonuglari, derin  6grenme
algoritmalariyla olusturulan 6zellik tabanli modellerin
siniflandirma performansini 6nemli Olgiide iyilestirdigini
gostermigtir. Bu ¢alisma, topluluk metodolojisini ve derin
o6grenme tekniklerini yeni 6zellik vektorii olusturmak igin
kullanirken bizim ¢alismamiz, hem topluluk hem de derin
6grenme modellerini siniflandirmada kullanmaktadir. Nozza
vd. [28] duygu simiflandirmasi i¢in derin 6grenme ve
topluluk tekniklerini degerlendirerek alan adaptasyonu
problemini ele almayr onermiglerdir. Naif Bayes, destek
vektdr makinesi, oylama perseptronu, karar agaci, lojistik
regresyon, k-en yakin komsu ve rastgele ormanlar temel
Ogreniciler olarak kabul edilmistir. Torbalama, artirma,
rastgele altuzay ve basit oylama topluluk metotlar1 olarak
kullanilmistir. Derin 6grenme kismu, bir yapay sinir agi sinifi
olan otokodlayict ile gergeklenmistir. Yazarlar, Onerilen
yaklasimin dogruluk sonuglarini, literatiirdeki ¢alismalarla
kiyasladiklarinda daha yiiksek sonuglar elde edildigini
gozlemlemislerdir. Topluluk teknikleri ve derin 6grenme ile
duygu analizi iizerine yapilan bir bagka ¢aligmada [29], derin
o0grenme tekniklerinin bagarisinin arttirilmasi Onerilmistir.
Bu amagla, bir kelime gomiilmesi modeli ve topluluk
sisteminin temel Ogrenicisi olarak dogrusal bir makine
ogrenme algoritmasini kullanmislardir. Daha sonra, temel
Ogreniciyi ve diger smiflandiricilart Dbirlestirmek igin
topluluk stratejisi uygulamuslardir. Yazarlar, orijinal
versiyonlara kiyasla Onerilen yaklasimin ¢ok daha iyi bir
siiflandirma performansi sergiledigini vurgulamislardir. Bu
caligma ise bildigimiz kadariyla, finansal duygu analizini

gergeklestirmek amaciyla derin  6grenme modellerini
topluluk yontemleriyle harmanlayan literatiirdeki ilk
¢alismadir. Veri kiimesi olarak Twitter kullanilmayan fakat
finansal haberler kullanilarak Borsa Istanbul’un yoniinii
tahmin etmek {izere yapilan smirli sayida c¢alisma
bulunmaktadir. Bunlardan biri [30], finansal haber niteligi
tastyan metinlerin Borsa Istanbul endeksinin acilis
fiyatlamasina etkisini 6lgmeyi amaglamigtir. Siniflandirma
yontemi olarak naif Bayes, degerlendirme metrikleri olarak
ise dogruluk, F-6l¢iimii, ortalama makro F-6l¢iimii
kullamlmistir. Ozellik vektorlerini olugturmak amaciyla
Tiirk¢e icin metin madenciligi teknikleri veri kiimelerine
uygulanmig ve ortak bilgi (mutual information), ki-kare ve
onerilen yeni dengeli ortak bilgi (balanced mutual
information) metotlart 6zellik segme yontemleri olarak
kullamlmustir. Onerilen yeni 6zellik se¢gme yontemiyle
birlikte farkli kaynaklardan toplanan metin igerikli veri
kiimesi kullaniminin Borsa Istanbul endeksinin y&niinii
belirlemede onemli bir etken olabilecegi kanitlanmistir. Bu
calisma, Borsa Istanbul endeksinin y&niinii belirlemede
farkli ve yeni 6zellik segme metotlarin1 kullanarak tek bir
siiflayict kullanirken bizim ¢alismamiz, birden fazla derin
siiflandiriciy1 topluluk teknikleriyle harmanlamayi 6nermis
bunu yaparken Ozellik vektoriinii  6zellik segme
yontemleriyle elde etmek yerine son zamanlarda oldukga
popiiler olan Word2vec, Glove gibi kelime gomiilmesi
yontemlerini kullanarak veri kiimesini anlam, baglam ve s6z
dizimi bakimindan zenginlestirmistir. Ayrica bu caligma,
kelime olusumlarim1 Tiirk¢e metinler iizerinde sadece TF-
IDF dokiiman gdsterim tekniginden faydalanarak incelerken
bizim ¢alismamizda, i¢inde TF-IDF yonteminin de oldugu
alt1 farkli dokiiman gosterim tekniginden faydalanilmis hem
kelimeler arasindaki anlamsal iliski kelime gomiilmesi
metotlar1 kullanilarak g6z ardi edilmemis hem de veri
kiimesi olarak Tiirkce ve Ingilizce Twitter veri kiimeleri
kullamilnustir. Bir diger caligma [18], Borsa Istanbul’da
islem goéren banka hisselerinin yonlerini belirlemek i¢in
derin 6grenme yontemlerinden biri olan uzun kisa donem
hafiza aglart (UKDH) yontemini kullanmistir. Kelime
gomiilmesi yontemi olarak Fasttext’i kullanarak finansal
duygu sozligiinden faydalanilmistir. Ayrica, yazarlar
rastgele ve naif olmak iizere iki farkli UKDH aglarinin
performansint kiyaslamiglardir. Deney sonuglari, rastgele
UKDH yonteminin naif yaklasimindan daha iyi bir
siiflandirma performasi sergiledigini gostermistir.

3. ONERILEN SiSTEM (PROPOSED SYSTEM)

Bu boliimde, ¢aligmada kullanilan 6zellik segme yontemleri,
kelime gomiilmesi teknikleri, dokiiman gdsterim metotlari,
topluluk kararlarin1 birlestirme yontemleri ve Onerilen
sistemin detaylarindan bahsedilmektedir.

3.1. Ozellik Se¢me Yontemleri (Feature Selection Methods)

Bilgi kazamimi, bir 0Ozelligin ger¢eklesmesini veya
gergeklesmemesini bilerek sinif tahmini i¢in elde edilen bilgi
bitlerinin sayisini degerlendirir [31-33]. Diger bir deyisle, bir
ozellik i¢in verilen siniflandirma sonuglarinin ne kadar deger
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ile kazanilabilecegini gosterir. Aslinda, genel 6zellik segim
stireci, belirli bir 6zellik se¢im ydntemine gore her bir
6zelligi puanlamak ve en iyi k 6zelligi elde etmeye dayanir.
Boylece, yiiksek siniflandirma basarisina sahip olabilecek en
onemli 6zelliklerin kiimesi elde edilir. (Es. 1)

IG(t) = iP(Ci)log P(C,)+P(t)

zC:P(Ci |)log P(C, 1)+ P(t") (1)

1

Q

P(C,|t")1og P(C, |t")

i

Burada, C sinif sayisini, P(C;) C; nin olasiligin, P(?) ve P(t’)
sirastyla ¢ teriminin olma ve olmama olasiligini gosterir.

Karinca kolonisi optimizasyonu, ¢esitli alanlarda o6zellik
secimi i¢in de kullanilabilen bir optimizasyon teknigidir.
Kokulu bir madde olan ve karincalar tarafindan salgilanan
feromon yollar araciligryla yuvadan besin kaynagina en kisa
yollart bulmaya dayanan bir yontemdir. Belirli bir siire sonra
feromon miktarinin artmasi tercih edilen yolun en kisa yol
oldugunu tespit etmede temel faktordiir. Karimncalar, bir besin
kaynagi kesfettiklerinde, yuvadan yemek kaynagma gidene
kadar o yolu feromon ile isaretlerler. Boylece, yuvadan besin
kaynagina gitmek isteyen ve daha 6nce bu yolu kullanmamig
her bir karinca, feromonca zengin olan yolu takip ederek
besin kaynagina ulagir. Bdylece, karincalar tarafindan bu
kisa yol kullanildikga yol iizerinde feromon miktari artar ve
bu feromon miktar1 yeni karincalarin kisa yolu tercih
etmelerinde 6nemli bir rol oynar. Karmcalar tarafindan daha
az tercih edilen yollarda ise feromon zamanla buharlagir ve
karinca gecislerinin fazla oldugu yollar tercih edilir. Bu
nedenle, gecilecek yolun segilme olasiligini belirlemek igin
her karmca i¢in bir gecis olasilik kurali vardir. Boylece,
karinca kolonisi optimizasyonu teknigi, her seferinde
optimum alt kiimeyi aramay1 yonlendirebildiginden 6zellik
secim siireci i¢in caziptir. Zaman ¢’de yol (6zellik) 7’den j’ye
gitmek isteyen bir karincanin olasilik gecis kurali Es. 2°deki
gibidir.

p%}(t) = (Zlel}< [t ©%1[n1P] egerj € J; ’> )
0 degilse

Burada £ karmcalarin sayisini, #ij 6zellik i’deyken 6zellik
J’yi segme istegini, J¥, karmnca k’nin gezinmedigi yollart
(0zellikleri), z;(2) ise (i, j) yolu arasinda salman feromon
miktarini simgeler. Feromon degerinin nispi dnemi, global
bilgi saglayan a degiskeniyle gosterilirken f sezgisel ve yerel
bilgi saglar. Karinca kolonisi optimizasyonunda o6zellik
se¢im siirecinin ilk adimi, bir dizi & karinca {iretmektir. Bu
calismada karinca sayisi, veri kiimesindeki oOzelliklerin
sayisina esit olarak belirlenmistir. Boylece, her karmca
rastgele bir Ozellik ile baglar ve durma sarti yerine
getirilinceye kadar yollar1 gezinirler. Daha sonra, alt kiimeler
toplanir ve degerlendirilir. Algoritma belirli bir sayiy1
gerceklestirdikten veya optimal bir alt kiimeye ulastiktan
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sonra genel 6zellik se¢im siireci, en iyi 6zellik ¢iktisi elde
edilerek sona erer. Her iki durumda da, feromonun
yogunlugunun giincellenmesi kaginilmazdir. Sonrasinda,
yeni karincalar tiretilir ve 6zellik se¢im siireci bir kez daha
tekrar eder. Feromon giincellemesi, her yol i¢in Eg 3’deki
kural tarafindan gergeklestirilir:

i (1) =(1-p) 7;5()+ pAT;(t) 3)

Burada p feromon buharlagma katsayisi, Azij(¢) her bir
karinca k& tarafindan biriktirilen feromon miktarin
gostermektedir.

3.2. Kelime Gémiilmesi Yontemleri (Word Embedding Methods)

Kelime gomiilmeleri, bir dokiimandaki kelimelerin daha iyi
sekilde temsillerini bulmaya caligan aktif bir aragtirma alam
olmustur. Tiim kelime gomiilmelerinin ardindaki diisiince,
bir veri kiimesindeki dokiimanlardan olabildigince
baglamsal, anlamsal ve sozdizimsel bilgi yakalamaktir.
Kelime gomiilmeleri, her kelimenin, énceden tanimlanmig
bir vektdr uzayinda gercek degerli vektorler olarak temsil
edildigi kelimelerin dagitilmig bir gésterimidir. Dagitilmig
gosterim, benzer anlama sahip kelimelerin benzer
baglamlarda veya metinsel yakinlik meydana geldigi
durumlarda dagilimsal hipotez kavramimna dayanir.
Dagitilmig vektor temsilinin nesne tanima, anlam buglakligi,
makine g¢evirisi ve ayristirma gibi bir¢cok dogal dil isleme
uygulamasinda yararli oldugu kanitlanmugtir [34].

Word2vec Mikolov vd. tarafindan oOnerilen en popiiler
kelime gomiilmesi teknigidir [7, 8]. Word2vec yontemi, sinir
aglarini kullanarak bir egitim kiimesinden s6zciiklerin vektor
temsillerini 6grenir. Gomiilii vektor uzayinda birbirine yakin
olacak vektorlere benzer anlam tasiyan kelimeleri esler.
Word2vec,  kelimelerin  dagitilmis  bir  temsilini
gergeklestirmek icin iki modelli mimari sunar: CBOW
(siirekli torbalama) ve Skip-gram (siirekli atlama grami)
modeli. CBOW modeli belirli bir baglamda bir sozciik
tahmininde bulunurken, Skip-gram modeli belirli bir
kelimenin baglamimi tahmin eder. Bir baska deyisle, CBOW
modeli, kelime-anlam yaklagimi gibi baglam sirasini
gormezden gelerek ¢evreleyen baglam sozciikleri verilen bir
kelimeyi tahmin etmektedir. Siirekli atlama-gram modeli ise
verilen kelimeyi c¢evreleyen kelimeleri tahmin etmeyi
amaglamaktadir. Bu ¢alismada, CBOW modeline kiyasla,
kelime frekanst az olan kelimeler i¢in kayda deger
performansindan dolay1 siirekli atlama grami modeline
odaklanilmigtir. Word2vec, genellikle cok biiyiik veri
kiimelerinden s6zciiklerin siirekli vektor temsillerini ¢ikarir.
Belirli bir veri kiimesinden kendi vektor temsili modelinizi
olusturmak miimkiin olsa da, birgok c¢alisma, kelime
gomiilmelerini elde etmek igin gerekli yiiksek hesaplama
giicii ve egitim siiresi nedeniyle dnceden egitilmis modelleri
kullanmay1 tercih etmektedir. Onceden egitilmis modeller,
bir¢cok dogal dil isleme uygulamasinda faydali bulunmustur.

Glove, kelime yerlesimleri ya da gdmiilmeleri olarak bilinen
kelime anlam biliminin vektor uzay modellerini olusturmak
icin kullanilan bir yontemdir. Bu yontem, kiiresel matriks
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faktorizasyonu (global matrix factorization) ve yerel baglam
penceresi (local context window) yaklagimlarini kelime
gomiilmelerini  elde etmek amaciyla birlestirir. Bu
yontemleri kullanan Glove, denetimsiz bir &grenme
algoritmasidir. Egitim, bir veri kiimesinden toplanmig
kiiresel kelime-kelime olusum (word-word cooccurence)
istatistigi lizerinde gergeklestirilir ve ortaya ¢ikan vektor
temsili, kelime vektorii uzaymm dogrusal altyapilarini
gosterir. Stanford {iniversitesinin dogal dil isleme ekibi
tarafindan agik kaynakli bir proje olarak gelistirilmistir [9].

3.3. Dokiiman Gdsterim Yontemleri
(Document Representation Methods)

Dokiimanlarin ~ gosterim  sekilleri, metin  igleme
uygulamalarinin  basar1  performansinda 6nemli  rol
oynamaktadir. Bircok metin siniflandirma uygulamasinda,
veri kiimesindeki her bir dokiiman reel sayilarin bir vektorii
olarak temsil edilir. Bir vektoriin Ogeleri, genellikle
dokiimanda goriinen kelimelere karsilik gelir. Dokiiman
kiimelerinin vektdr temsili ile dokiiman-kelime matrisi
olusturulur. Her kelimenin bir dokiimandaki 6nemi, farkli
kelime agirliklandirma yontemleri kullanilarak hesaplanir.
Geleneksel kelime agirliklandirma yontemleri, boole
(boolean), kelime frekansi, TF-IDF agirliklandirma
semalarini igerir. TF-IDF, metin islemede kullanilan yaygin
bir agirliklandirma yontemidir. Bu gosterimde, her
kelimenin frekans1t ters dokiiman frekansi (IDF) ile
carpilmaktadir. Bu, toplamada ortak terimlerin 6nemini
azaltmakta ve nispeten diisiikk frekanslara sahip nadir
kelimelerin etkisini arttirmaktadir. Yukarida agiklandigt
gibi, kelime gomiilmesi teknikleri de dokiimanlart temsil
etmek i¢in kullanilan diger yontemlerdendir.

Bu c¢aligmada asagidaki dokiiman gdsterim yontemleri

kullanilmigtir:
e TF-IDF: Dokiiman vektorii, bir dokiimandaki sozciiklerin
TF-IDF dokiiman agirliklandirma yontemiyle

olusturulmasina dayanir.

o Avg(Word2vec): Dokiiman vektdrii, 6nceden egitilmis
modellerle word2vec kullanilarak bir dokiimanda goriilen
kelime gomiilmelerinin tiim vektorlerinin ortalamasi
almarak elde edilir.

o Avg(Glove): Dokiiman vektorii, Onceden egitilmis
modellerle Glove kullanilarak bir dokiimanda goriilen
kelime gomilmelerinin tiim vektorlerinin ortalamasi
almarak elde edilir.

o Avg(Word2vec) + Avg(Glove): Dokiiman vektorii, hem
Avg(Word2vec) hem de Avg(Glove) vektorlerini igerir.

e TF-IDF + Avg(Word2vec): Dokiiman vektorii, hem TF-
IDF hem de Avg(Word2vec) vektorlerini igerir.

e TF-IDF+ Avg(Glove): Dokiiman vektorii, hem TF-IDF
hem de Avg(Glove) vektorlerini igerir.

Yukarida bahsedilen kelime gomiilmelerinin ortalamasini
almak i¢in kullanilan yontem Es. 4’deki gibidir.

1
e 30 e, @)

Burada, kelimelerin 1’den e kadar w ile temsil edildigi bir
d dokiimam verildiginde d=w;w,,...w, kelime
gomiilmelerini temsil eden vektorler e, , e, ..., e, ile
gosterilmektedir.

3.4. Temel Smiflandiricilar (Base Classifiers)

Bu caligmada, evrisimsel sinir aglart (CNNs), tekrarlayan
sinir aglar1 (RNNs) ve uzun kisa vadeli hafiza aglar
(LSTMs) temel smiflandiricilar olarak derin topluluk
o0grenmesi yaklagiminda kullanilmigtir.

Evrigsimsel sinir aglart (CNNs), gorlintii tanima ve
smiflandirmada dikkate deger sonuglar elde etmis bir derin
ogrenme ag1 siifidir [35-37]. CNN modellerinin daha sonra
dogal dil isleme alaninda da etkili oldugu gosterilmistir [6].
CNN, girig-¢ikis katmanina ve gizli katmanlara sahip ileriye
doniik bir agdir. Gizli katmanlar, havuz katmanlariyla
birlestirilen kivrimli katmanlardan olusur. CNN’nin en
onemli blogu, evrisim tabakasidir. Evrisim katmani, bir
Ozellik haritast olusturarak verileri ilgili verilerle
birlestirmek ve veri girmek i¢in bir Evrigim filtresi uygular.
Evrisim katmaninin son ¢iktis1 haline gelen 6zellik
haritalarinin bir yigmnimi almak igin girig verilerine ¢oklu
filtre uygulanir. Filtreler, egitim siirecinde dgrenilir. Evrisim
islemi, orijinal veri bdlgelerindeki yerel bagimliliklari veya
semantigi yakalar. Evrisim isleminden sonra, bir havuz
katmani her 6zellik haritasindaki 6rnek sayisini azaltir ve en
onemli bilgileri saklar. Havuzlama katmani, egitim siiresini
kisaltir, verilerin boyutlarini azaltir ve ezberlemeyi ortadan
kaldirir. Maksimum havuzlama (max-pooling), belirli bir
komsu penceresinde en bilyiik degeri alan en yaygin havuz
islevi tiiriidiir. CNN mimarileri, havuz katmanlar1 ile
serpistirilmis bir dizi evrisim katmani ve bunu takiben bir
dizi tam bagli tabakadan olusur.

CNN orijinal olarak, giris verilerinin iki boyutlu (2D) bir
yapida oldugu goriintii isleme ve tanima alaninda uygulanir.
Goriintli islemede CNN, 2D goriintiilerin mekansal yerel
korelasyonunu kullanir, 2D goériintiilerin kiigiik bolgelerini
Ogrenir ve yanit verir. Dogal dil isleme ve metin
smiflandirmasinda, bir metin veya dokiimanda bulunan
kelimeler, tek boyutlu (1D) yapiya sahip sayilarin vektoriine
doniistiiriiliir. Metin isleme uygulamalarinda CNN, bir
belgenin tamamini temsil eden bir bagimsiz kelime
vektorleri havuzundan 6grenmenin yani sira, verilerin kiiciik
metin bolgelerini 6grenerek 1D veri yapisini (kelime sirast)
kullanabilir [38].

Genelde, bir sinir ag1 modelinde tiim girdi ve g¢iktilarin
birbirinden bagimsiz oldugu farz edilir. Ancak, metin isleme
veya dogal dil islemede girdilerin ve ¢iktilarin birbirinden
bagimsiz diigliniilmesi s6z konusu degildir. Ciinkii bir
climlede yer alan herhangi bir kelimeden sonraki kelime
tahmin edilmek isteniyorsa kelime bagimliliklar1 énem arz
eder. Bu sebeple, diigiimler arasindaki baglantilar sayesinde
yonlendirilmis bir déngii s6z konusudur. RNN modelinin
calisma mantiginda da buna benzer sirali bilgi kullanma
mantig1 vardir. RNN modelinde, elde edilen ¢iktilar dnceki
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hesaplamalara baglidir ve girdilerin her biri i¢in ayni islevi
yerine getirirler. Bu sebeple, tekrarlayan sinir aglart olarak
adlandirilmiglardir.  RNN’lerin  konugsma tanima [39],
goriintii isleme [40] ve dogal dil isleme alanlarinda [41]
sistemin performasina katki sagladigi kanitlanmigtir.

Uzun kisa vadeli hafiza aglari (LSTMs), tekrarlayan sinir
aglarinin 6zellestirilmis halidir. Tekrarlayan sinir aglarinda,
bir onceki bilginin kullamimina dair bir yaklasim soz
konusudur. Metin isleme alaninda RNN kullaniliyorsa kisa
bir ciimledeki bir kelimeyi tahmin etmek igin onceki
kelimenin de kullammmina ihtiya¢ vardir. Fakat cilimle
uzadik¢a ve kelimeler arasindaki baglamlar arttik¢a sadece
onceki kelimenin kullanilmasi olduk¢a zordur. Bu amagla,
LSTM’lerde  RNN’lerden farkli olarak hafiza bilgisi
tutulmaktadir. Boylece, kelime tahmin edilirken hafizada
tutulan diger kelimelerden faydalanilarak tahmin edilecek
kelimenin dogruluk orani artirilmig olur. LSTM aginin
ciktis1, kendini tekrarlayan bir sekilde girislere baglanir.
LSTM, ozellikle metin igleme ve dogal dil isleme
konularinda dikkate deger sonuglar elde etmektedir [42-46].

3.5. Topluluk Kararlarim Birlestirme Yontemleri
(Ensemble Integration Methods)

Bu c¢aligmada kullanilan evrisimsel sinir aglari (CNN),
tekrarlayan sinir aglart (RNN), uzun-kisa vadeli hafiza aglart
(LSTM) bireysel dgrenicilerinin kararlarini birlestirmek igin
cogunluk oylamasi ve yigitlama yontemleri kullanilmstir.

Cogunluk oylamas1 yonteminde, etiketlenmemis bir 6rnek,
temel siniflandiricilardan toplanan ve en yiiksek oyu alan
siifa gore siflandirlir. Istifleme olarak da adlandirilan
yigitlama yonteminde, temel siniflandiricilarinin kararim
birlestirmek i¢in bir meta-diizey siniflandirict kullanilir [47].
Istifleme yontemi iki adimdan olusur. Ilk adimda, bir dizi
temel seviye smiflandirict C;, C,..., C, bir dizi drnek
kiimesinden elde edilen S; = (x;, y;) 6zellik 6rneklerinden
olusur. Burada x; 6zellik vektord, y; sinif etiketidir. Temel
diizey siniflandiricilarin kararlarindan bir meta veri kiimesi
olusturulur. Meta veri kiimesi, orijinal egitim veri
kiimesindeki smiflandiricilarin tahminleri i¢in bir G6rnek
igerir. Meta veri kiimesi, m; = (d;, y;) bigimindedir; burada d;,
bireysel n temel siniflandiricilarinin tahminidir. Meta veri
kiimesi, performansi gelistirmek i¢in hem orijinal egitim
orneklerini hem de temel smiflandiricilarinin m; = (x;, d;, ;)
bicimindeki kararlarin1 igerebilir. Meta-veri kiimesinin
olusturulmasindan sonra, bir meta-seviye siniflandirict meta-
veri kiimesi ile egitilir ve tahmin yapmak i¢in kullanilir. Bu
caligmada, meta-veri kiimesi hem orijinal egitim 6rneklerini
hem de temel seviye smiflandiricilarinin  kararlarini
igermektedir.

3.6. Onerilen Modelin Mimarisi
(Architecture of the Proposed Model)

Bu c¢aligmada, finansal metin kaynagi olarak Twitter
kullanilarak borsa yoniiniin belirlenmesinde ne kadar etkili
olabileceginin Olgiilmesi hedeflenmektedir. Sadece veri
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kiimesinin degil, ayn1 zamanda kullanilan &zellik segim
yontemlerinin farkli stratejilerle sunulmast, birlestirilmesi ve
siiflandirmanin derin topluluk metodolojisiyle yapilarak
Onerilen yontemin basarisinin Olciilmesi de
amaclanmaktadir.

Bu amagla, ilk asamada veri kiimesindeki orijinal
ozelliklerin kullanilmasindansa bilgi kazanimi (IG) ve
karinca kolonisi optimizasyonu (ACO) yontemleriyle veri
kiimesini en 1iyi ifade eden oOzelliklerin segilmesi
saglanmugtir. Sonra, IG ve ACO ile elde edilen 6zelliklerin
kelime gomiilmeleri word2vec(1G), glove(1G),
word2vec(ACO), glove(ACO) olmak ilizere ayr1 ayri elde
edilmistir. Bu asamada veri kiimesinin 6zelliklerinin yarisi
IG ile segilen ozelliklerin kelime gomiilmelerinden kalan

yarist ise ACO ile secilen o&zelliklerin  kelime
gomilmelerinden  olugur.  Bdylece, ozellik secim
asamasindan sonra veri kiimesinin

word2vec(IG)+word2vec(ACO),
word2vec(IG)+glove(ACO), glove(IG)+word2vec(ACO),
glove(IG)+glove(ACO) olmak iizere dort farkli versiyonu
bulunmaktadir.

Derin  topluluk modelinin  gergeklestirebilmesi  i¢in
dokiimanlarin ~ vektdr  temsillerinin  elde  edilmesi
gerekmektedir. Bildigimiz kadariyla bu ¢aligma, borsa
yoniinin  belirlenmesi ¢aligmalarinda kullanilan TF-IDF
dokiiman gosterim yontemi disinda, Avg(Word2vec),
Avg(Glove), Avg(Word2vec)+Avg(GloVe), TF-
IDF+Avg(Word2vec), TF-IDF+Avg(GloVe) dokiiman
gosterim yontemlerini dneren ilk caligmadir.

Dokiiman gosterimleri elde edilen veri kiimeleriyle CNN,
RNN ve LSTM derin algoritmalar1 kullanilarak topluluk
siniflandirmast adimi gergeklestirilir. Her bir derin temel
Ogreniciden elde edilen sonuglar, sistemin nihai kararimi elde
etmesi amaciyla ¢ogunluk oylamasi ve yigitlama topluluk
stratejileri yontemleriyle birlestirilir. Bu ¢alisma, derin
o0grenme algoritmalarint topluluk 6grenmesi yontemiyle
harmanlamasi, onerdigi dokiiman gdsterim teknikleriyle
smiflandirmaya sagladig: katkist ve veri kaynagi olarak
sosyal medyay1 kullanmasiyla borsa yonii tahminlemesi
alaninda  yapilan = diger  caligmalardan  farklilik
gostermektedir. Onerilen sistemin mimarisi Sekil 1°de
gosterilmisgtir.

4. DENEY KURULUMU (EXPERIMENT SETUP)

Deneylerde, Tiirkge ve Ingilizce olmak iizere iki farkli dilde
veri kiimesi kullanilmigtir. Bu veri kiimeleri, Twitter
ortamindan kullanicilarin iki farkli dilde BIST100 ve XU100
etiketleriyle yaptiklari yorumlarin toplanmasiyla elde
edilmistir. Veri kiimesi, Subat 2018 ve Agustos 2018 (185
giin) tarihleri arasindaki bireysel kullanicilarin  ve
organizasyonlarin yorumlarin1 kapsamakta olup her bir
yorum pozitif, negatif veya ndtr etikete sahiptir. Pozitif ve
negatif yorumlar, bireysel kullanicilarin yorumlarindan
olusurken sosyal medya kullanicilarini ydnlendirmemek
adma sadece bilgilendirme amagli yorumlarda bulunan
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Sekil 1. Onerilen sistemin akig diyagrami (Flowchart of the proposed system)

organizasyonlarin smf etiketlerinin ¢ogunun nétr oldugu
gozlenmistir. Organizasyon yorumlarinin pozitif veya
negatif etiketine sahip yorumlarinin ise giin sonu, saatlik,
dort saatlik BIST100 grafiklerinin gerceklesen degerler
iizerinden “yiikseldi” veya “diisti” gibi yorumlandigi
dolayisiyla herhangi bir tahmin yorumu igermedigi
saptanmustir. Bu sebeple, organizasyon yorumlarmdan
pozitif ve negatif etiketine sahip olanlar veri kiimesine dahil
edilmeyip sadece notr olanlar dikkate alinmustir. Sonug
olarak, Tiirk¢e veri kiimesi i¢in 20,172 negatif, 7,844 pozitif
ve 2130 notr olmak tizere toplamda 30,146 adet kullanici
yorumu elde edilirken Ingilizce veri kiimesi icin 18,357
negatif, 4,203 pozitif ve 1346 ndtr olmak iizere toplamda
23,906 adet kullanict yorumu toplanmistir. Sistemin
performansini etkilememek i¢in veri kiimesi iizerinde sik
kullanilan baglaglart yok etme (stop-word elimination),
kelime kokii elde etme (stemming) gibi herhangi bir 6n
isleme adimi1 uygulanmamustir.

Deneylerde, tekrarlanan tutma (repeated holdout) yontemini
kullanilmistir. Veriler ise egitim i¢in %80, test icin %20 olan
iki veri kiimesine rastgele olarak ayrilmistir. Giivenilir bir
tahmin elde etmek i¢in, tutma iglemi 10 kez tekrarlanmig ve
her bir yinelemenin ortalamalar1 alinarak genel bir dogruluk
hesaplanmistir. Temel Ogrenicilerin sayisi, daha onceki
caligmalar [48,49] dikkate alinip 100 olarak ayarlanmistir.
Ozellik se¢me metotlarindan faydalamilarak —segilecek
ozelliklerin sayisi, her bir 6zellik segme metodu i¢in dzellik
sayisinin yarist kadardir. Yani, toplam d sayida ozellige
sahip bir veri kiimesi i¢in IG yontemi kullanilarak elde
edilecek 6zellik sayist d/2 ACO kullanilarak elde edilecek
ozellik say1st yine d/2’dir. Ayrica, ACO yontemi ile dzellik
secmek icin parametrelerin belirtilmesi gereklidir. Tlk olarak,

karinca sayisi, her veri kiimesi i¢in 6zelliklerin sayisina
esittir. Bu nedenle karinca sayisi veri kiimesine gore degisir.
Dahasi, ACO  algoritmasit  belirli  bir  sayida
gergeklestirilmelidir. Bu say1, ¢alismada kullanilan sistemde
temel Ogrenicilerin sayisina karsilik gelmektedir. Temel
Ogrenicilerin sayist 100 olduguna gore algoritma 100 kez
uygulandiktan sonra feromon yogunlugu giincellenir.
Sonrasinda, yeni bir karinca kiimesi olusturulup islem bir kez
daha yinelenir. Her bir 6zelligin ilk feromon yogunlugu 1
olarak ayarlanmistir. Karincalarin gegisi hakkinda yerel ve
kiiresel iki onemli bilgi a ve S parametreleriyle belirlenir. Bu
parametrelerin se¢imi deneysel olarak sirasiyla 1 ve 0,1
olarak ayarlanmistir. Feromon izi buharlagma katsayis1 (p =
0.2) feromon yollarin1 giincelleyen ve 0 ile 1 arasinda
bulunan bir parametredir.

Bu calismada, 6zellik segme siireci dahil 6nerilen sistemin
tiim stiregleri i¢in Python programlama dili kullanilmugtir.
Ayrica, Python 3 versiyonunu Pycharm ortami ile Gensim
tema modelinde kullanarak  siirekli  atlama-grami
(continuous skip-gram) modeli iizerine ¢alisilmistir. Bu
model, kelimeleri gdstermek ig¢in 200 boyutlu bir vektor
uzaymi kullanmakta olup egitim penceresi 5 olarak
ayarlanmigtir. Ayrica, Google, Word2Vec Skip-gram
algoritmasiyla dnceden egitilmis vektorler elde etmek icin
yaklasik 100 milyar kelime i¢eren Google Haberler veri
kiimesinden faydalamlmistir [50-52]. On egitimli model,
yaklasik 3 milyon kelime ve kelime &begi igin kelime
vektorlerini icermektedir. Tiirkge yazilmig biitiin Wikipedia
makaleleri ile de 6nceden egitilmis Tiirkce Word2vec modeli
olusturulmustur [53]. Onceden egitilmis bu modeller,
Ingilizce ve Tiirkge olarak dokiimanlari temsil etmek
amactyla kullanilmaktadir.
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5. DENEY SONUCLARI (EXPERIMENT RESULTS)

Bu boliimde, Tiirkce ve Ingilizce veri kiimelerinde
gerceklestirilen deneylerin, smiflandirma  dogruluklar:
dokiiman gosterim tekniklerine gére Tablo 1, Tablo 2, Tablo
3 ve Tablo 4’te gosterilmistir. Tablo 1 ve Tablo 2’de bireysel
derin 6grenicilerin simniflandirma dogruluklari, Tablo 3 ve
Tablo 4’te ise derin topluluk &grenicilerin siniflandirma
dogruluklar1 sunulmustur. Tablolar icerisindeki kalin yazi
tipi ile belirtilen degerler, en iyi sonuclar1 gostermektedir.
Tablolarda kullanilan bazi kisaltmalarin agiklamasi su
sekildedir: CNN: Evrisimsel sinir agi, RNN: Tekrarlayan
sinir ag1, LSTM: Uzun kisa vadeli hafiza agi, MV: Cogunluk
oylamasi, STCK: Istifleme, TF-IDF: TF-IDF yontemiyle
elde edilen dokiiman vektorii, Avg(Word2vec): Word2vec
ile elde edilen kelime gomiilmelerinin ortalamalarmin
alinmasiyla olusturulan dokiiman vektorii, Avg(Glove):
Glove ile elde edilen kelime gdmiilmelerinin ortalamalarinin
alinmastyla  olusturulan  dokiiman  vektorii,  TF-
IDF+Avg(Word2vec): TF-IDF ve Avg(Word2vec) dokiiman
vektorlerinin birlesiminden olusan dokiiman vektori, TF-
IDF+Avg(Glove): TF-IDF ve Avg(Glove) dokiiman
vektorlerinin  birlesiminden olusan dokiiman vektorii,
Avg(Word2vec)+Avg(Glove): Avg(Word2vec) ve
Avg(Glove) dokiiman vektorlerinin birlesiminden olusan
dokiiman vektoriidiir.

Tablo 1. Tiirkge veri kiimesi i¢in bireysel derin 6grenicilerin
dokiiman gosterim yontemlerine gore smiflandirma

dogmluklarl (Classification accuracies of deep base learners for Turkish
dataset in terms of document representation methods)

Dokiiman Gosterim Bireysel
Yontemi Smiflandiricilar
CNN RNN LSTM
TF-IDF 71,15 69,44 73,84
Avg(Word2vec) 74,87 71,36 76,02
Avg(Glove) 73,24 70,85 75,37
TF-IDF+Avg(Word2vec) 76,41 74,13 77,56
TF-IDF+Avg(Glove) 75,38 73,01 77,03
Avg(Word2vec)+Avg(Glove) 77,13 75,40 78,42
Ortalama 74,70 72,37 76,37

Tiirk¢e veri kiimesinde bireysel derin &grenicilerin
simifladirma basarisi, her bir dokiiman gosterim teknigine
gore Tablo 1’de sunulmustur. Bu tabloya gore ortalama
dogruluk degerleri dikkate alindiginda en iyi siniflandirma
performansinin  %76,73 ile LSTM smiflandiriciya ait
oldugunu goézlenmistir. LSTM’yi sirastyla CNN ve RNN
temel Ogrenicileri takip etmektedir. Bunun yani sira,
dokiiman gosterim tekniklerinin smiflandiricinin
performasimi dnemli dl¢iide etkiledigi gézlenmektedir. TF-
IDF yontemine dayanan bir gosterim ile LSTM en kotii
siniflandirma performansina sahipken
Avg(Word2vec)+Avg(Glove) gosterim teknigi ile LSTM
smiflandirict harmanlandifinda smiflandirma basarisinin
yaklagik %5 oraninda arttigt goriilmektedir. Dahasi,
dokiiman gosterim tekniklerinin TF-IDF+Avg(Word2vec),
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TF-IDF+Avg(Glove), Avg(Word2vec)+Avg(Glove)
seklinde birlestirilmesi tek bagina kullanilan dokiiman
gosterim tekniklerine gore daha iyi bir siniflandirma basarisi
elde edilmesini saglamaktadir. Boylece, bireysel
siiflandiricilari en iyi performansa sahip dokiiman gosterim
teknigiyle harmanlamak, sistemin siiflandirma
performansini arttirmada kayda deger bir 6neme sahiptir.
Dokiiman gosterim yontemlerinin Tiirkge veri kiimesi igin

genel siiflandirma basarist su sekildedir:
Avg(Word2vec)+Avg(Glove)>TF-
IDF+Avg(Word2vec)>TF-

IDF+Avg(Glove)>Avg(Word2vec)>Avg(Glove)>TF-IDF.

Tablo 2. Ingilizce veri kiimesi icin bireysel derin
ogrenicilerin dokiiman gosterim ydntemlerine gore

smiflandirma dogruluklar:
(Classification accuracies of deep base learners for English dataset in
terms of document representation methods)

. Bireysel

D?kﬁmqn Gosterim Smlt}l]andlrlcllar

Yontemi CNN RNN LSTM
TF-IDF 72,54 68,97 74,09
Avg(Word2vec) 75,60 71,24 76,70
Avg(Glove) 74,84 70,96 76,10
TF-IDF+Avg(Word2vec) 76,91 73,27 78,07
TF-IDF+Avg(Glove) 76,44 72,80 77,62
Avg(Word2vec)+Avg(Glove) 78,12 75,00 79,66
Ortalama 75,74 72,04 77,04

Tablo 2’de, Ingilizce veri kiimesi iizerinde dokiiman
gosterim  tekniklerinin  ve  bireysel  smiflayicilarin
performanst sunulmustur. Avg(Word2vec)+Avg(Glove)
yontemi ile LSTM smiflandirict kullanildiginda %79,66
dogruluk degeri, CNN smiflandiricida  %78,12, RNN
smiflandiricida ise %75,00 dogruluk degeri elde edilmistir.
Herhangi bir dokiiman gosterim teknigi secildikten sonra
bireysel derin Ogrenicilerin siniflandirma performansi
gozlemlendiginde LSTM > CNN > RNN siralamasi elde
edilmisti. Bu durumda, en yiksek siniflandirma
performansina sahip bireysel derin dgrenici (LSTM) ile en
disiik simiflandirma basarisina sahip siniflandirici (RNN)
arasindaki fark, %4 ila %6 arasinda degisiklik
gostermektedir. Ortalama dogruluk degerlerine bakildiginda,
%77,04 ile en yiiksek smniflandirma basarisina LSTM
smiflandiricinin sahip oldugu gdzlenmektedir. Dokiiman
gosterim yontemlerinin siniflandirma basaris1 Tiirkge veri
kiimesi tizerinde goézlenen siniflandirma performans: ile
aymdir. Bireysel derin smiflandiricilarin  ingilizce veri
kiimesi tizerinde yapilan deney sonuglar dikkate alindiginda
Tiirkge veri kiimesi ile gergeklestirilen deneylere nazaran
yaklasik %1 daha iyi bir smiflandirma performansi
sergiledigi goriilmiistiir.

Tablo 3 ve Tablo 4’te derin topluluk siniflandiricilarin
sirastyla Tiirkge ve Ingilizce dillerinde dokiiman gdsterim
tekniklerine goére smiflandirma performanslart verilmistir.
Tiirkge veri kiimesi i¢in Tablo 3 incelendiginde, derin
topluluk sisteminin bireysel siniflandiricilara oranla ¢ok
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Tablo 3. Tiirkge veri kiimesi i¢in derin topluluk 6grenicilerin dokiiman gosterim yontemlerine gore siniflandirma
dogruluklan (Classification accuracies of deep base learners for Turkish dataset in terms of document representation methods)

D?kﬁmgn Gosterim lsalllff}{:flldlrlcﬂar Topluluk Siniflandiricilar
Yontemi CNN RNN LSTM MV STCK
TF-IDF 71,15 6944 73,84 74,88 75,06
Avg(Word2vec) 74,87 71,36 76,02 77,43 78,31
Avg(Glove) 73,24 70,85 75,37 76,36 77,44
TF-IDF+Avg(Word2vec) 76,41 74,13 77,56 78,91 79,17
TF-IDF+Avg(Glove) 75,38 73,01 77,03 77,50 78,65
Avg(Word2vec)+Avg(Glove) 77,13 75,40 78,42 78,44 79,82
Ortalama 74,70 72,37 76,37 77,25 78,07

Tablo 4. Ingilizce veri kiimesi igin derin topluluk dgrenicilerin dokiiman gdsterim yontemlerine gore siniflandirma

dogruluklari

(Classification accuracies of deep base learners for English dataset in terms of document representation methods)

ggiirlrll{ain Gosterim glllrlff}{:lihncllar Topluluk Siniflandiricilar
CNN RNN LSTM MV STCK
TF-IDF 72,54 68,97 74,09 75,13 76,81
Avg(Word2vec) 75,60 71,24 76,70 77,70 78,37
Avg(Glove) 74,84 70,96 76,10 76,94 77,25
TF-IDF+Avg(Word2vec) 76,91 73,27 78,07 79,42 79,96
TF-IDF+Avg(Glove) 76,44 72,80 77,62 78,12 78,85
Avg(Word2vec)+Avg(Glove) 78,12 75,00 79,66 80,24 82,27
Ortalama 75,74 72,04 77,04 77,93 78,92
daha iyi bir smiflandirma performansit sergiledigi gostermektedir. Ortalama siniflandirma basarilart dikkate

gozlenmektedir. Topluluk smiflandirmasini elde etmede
kullanilan yontemlerden biri olan MV ortalama degerlere
bakildiginda CNN ve RNN’ye gore daha iyi bir performans
sunarken LSTM ile ¢ok yakin bir siniflandirma basarisina
sahip oldugu gbzlenmektedir. Ozellikle,
Avg(Word2vec)+Avg(Glove) teknigi secildiginde MV ile
LSTM arasindaki smiflandirma basarisi neredeyse aynidir.
STCK yontemi ile heterojen derin siniflandiricilarin
kararlarim1  harmanlamak, sistemin performansinin ciddi
anlamda arttirmaktadir. STCK hem ortalama dogruluk
degerleri hem de dokiiman gosterim yoOntemlerine gore
siniflandirma  basaris1 dikkate alindiginda en yiiksek
siniflandirma bagarisina sahip olan yontemdir. MV’ye gore
%1 daha 1iyi bir performans sergilerken bireysel
siniflandiricilar diigiiniildiigiinde %2 - %4 arasinda sistemin
performansini iyilestirdigi goriilmektedir. Derin topluluk
modeli smiflandiricilarinin - kararlarmi  birlestirmek igin
kullanilan ~ yontemlerin  performanslari incelendiginde
cogunlukla Avg(Word2vec)+Avg(Glove) dokiiman
gosterim teknigi, bireysel derin dgrenicilerde oldugu gibi
burada da en basarili yontem olarak goézlenmektedir.
Genelden farkli olarak TF-IDF+Avg(Word2vec) dokiiman
gosterim teknigi MV igin %78,91 ile en yiiksek siniflandirma
basarisina sahip olup onu, Avg(Word2vec)+Avg(Glove)
%78,44 ile takip etmektedir. Tablo 4, Ingilizce veri
kiimesinde derin topluluk smiflandiricilarinin  dokiiman
gosterim tekniklerine goére siniflandirma performanslarini

alindiginda STCK %78,92 dogruluk degeri ile ilk siradadir.
STCK, yaklasik olarak MV’ye gore %1, LSTM’ye gore %1,
CNN’e gore %3, RNN’e gore %5 daha iyi bir siniflandirma
basarisina sahiptir. Avg(Word2vec)+Avg(Glove)
yonteminin, diger dokiiman gosterim teknikleri ile
kiyaslandiginda 6nemli olclide istin ~ oldugu
gozlenmektedir.  Topluluk  smiflandiricilar  dikkate
alindiginda sistemin siniflandirma performansi su sekilde
stralanabilir: STCK > MV > LSTM > CNN > RNN.
Dokiiman gosterim tekniklerinin siniflandirma  basarisi
Ingilizce veri kiimesi igin Avg(Word2vec)+Avg(Glove) >
TF-IDF+Avg(Word2vec) >  TF-IDF+Avg(Glove) >
Avg(Word2vec) > Avg(Glove) > TF-IDF seklinde olup
Tiirkge veri kiimesi i¢in bu siralama sadece MV yonteminde
degisiklik gostermektedir.

Sekil 2 ve 3, dokiiman gdsterim yontemlerine gore derin
Ogrenici  sayilarinin  degismesi durumunda dogruluk
sonuglarini yansitmaktadir. Sekil 2, Tiirkee veri kiimesi i¢in
Sekil 3 ise Ingilizce veri kiimesi icin smiflandirma
performansint  sunmaktadir. Sekil 2 ve 3 detayh
incelendiginde derin 6grenici sayisinin artmasi siniflandirma
basarisint olumlu ydnde etkilemektedir. Derin 0grenici
sayisimin 50 oldugu durumda her bir dokiiman gosterim
tekniginde en iyi smiflandirma performansi elde
edilmektedir. Derin Ogrenici sayisinin 50°den sonra da
artmast durumunda ise dogruluk degerlerinin diistiigii
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(Accuracy results of the number of deep learners in terms of document representation methods for English dataset)

gozlenmektedir. Bu sebeple, deneylerimizde derin 6grenici
sayist 50 olarak belirlenmistir. ki sekilde de agikca
goriildiigi izere derin 6grenici sayisinin artmasi ve azalmasi
durumunda Avg(Word2vec)+Avg(Glove) yontemi diger
yontemlere nazaran ¢ok daha iyi bir simiflandirma
performansina sahiptir.
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Onu sirasiyla TF-IDF + Avg(Word2vec), TF-IDF +
Avg(Glove), Avg(Word2vec), Avg(Glove) ve TF-IDF
yontemleri izlemektedir. Hem Ingilizce hem de Tiirkge veri
kiimesinde TF-IDF+Avg(Glove) ve Avg(Word2vec)
yontemleri birbirine ¢ok yakin smiflandirma basarisi
sergilemektedirler. Dolayistyla, dilden bagimsiz olarak TF-
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IDF yontemi Avg(Glove) ile zenginlestirildiginde sadece
Avg(Word2vec) kullanimina gore ekstra bir smiflandirma
performans1 gosterememistir. Ozellikle derin dgrenici sayisi
25’in lizerindeyse bu fark, yok denecek kadar azdir. Bu
sebeple, sistem performansi distintildiigiinde
Avg(Word2vec) yontemini dokiiman gosterim teknigi olarak
kullanmak daha avantajli olacaktir.

Bir diger dikkat ¢eken sonug ise Tiirk¢e veri kiimesinde derin
Ogrenici sayist arttikga dokiiman gosterim teknikleri
arasindaki siniflandirma performansi farki artmasina ragmen
Ingilizce veri kiimesinde bu durumun tersi gézlenmektedir.
Sekil 3’te de gozlendigi gibi 6zellikle derin 6grenici sayisi
25’in iizerinde iken Avg(Word2vec)+Avg(Glove) yontemi
hari¢ dokiiman gosterim tekniklerinin basarisi birbirine
yaklagsmaktadir. Sonug¢ olarak, derin Ogrenici sayisi
siniflandirma performansini 6nemli 6lgiide etkilemektedir.
Ogrenici sayismin degiskenlik gosterdigi aralikta en yiiksek
smiflandirma performansma sahip dokiiman gosterim
yontemi  Avg(Word2vec)+Avg(Glove) iken en disiik
siniflandirma basarist TF-IDF yontemiyle elde edilmektedir.

Sekil 4 ve 5, sirastyla Tiirkce ve Ingilizce veri kiimeleri icin
derin 6grenici sayilarinin degismesi durumunda her bir derin
Ogrenicinin siniflandirma performansini
degerlendirmektedir. Her iki veri kiimesi i¢in de en iyi
smiflandirma performanst STCK ile saglanmaktadir. En
diisiik siniflandirma basaris1 ise RNN derin 6grenicisiyle
elde edilmektedir. Bu sebeple, sistemi bireysel
siniflandiricilarla  ayrt  ayr1  egitmektense  topluluk
smiflandiricilarla  egitmek, smiflandirma  performansi
acisindan avantaj saglar. Dahasi, Sekil 2 ve 3’te oldugu gibi
burada da en iyi smiflandirma performansi derin 6grenici
sayist 50 olarak ayarlandiginda elde edilmektedir. Derin
Ogrenici sayisinin degistigi aralikta genellikle bireysel derin
Ogrenicilerin siniflandirma basaris1 STCK > MV > LSTM >
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CNN > RNN seklindedir. Sekil 4’te derin 6grenici sayisi
arttikca Ozellikle LSTM ve MV’nin performanslarinin
birbirlerine ¢ok yakin oldugu goézlenmektedir. Dolayisiyla,
topluluk kararlarini birlestirmek i¢in sadece MV yodntemi
kullanilacaksa  sistem  performansi  disiiniildigiinde
sergiledigi siniflandirma basarisindan &tiiric  LSTM’yi
bireysel siniflayici olarak segmek uygun olacaktir. Boyle bir
durumda, topluluk 6grenmesi yerine bireysel Ogrenme,
sistemin performansi i¢in idealdir. Bunun disinda, Tiirkce
veri  kiimesinde derin  Ogrenicilerin  simiflandirma
performansi, az sayida Ogreniciyle gerceklestirildiginde
birbirine daha yakinken derin 6grenici sayist belli bir yere
kadar arttirildiginda siniflandirma performanslari arasindaki
fark genellikle artmaktadir.

Sekil 5’te, Sekil 4’ten farkli olarak az sayida derin
smiflandirict kullanildiginda 6grenici sayisi genellikle artsa
da siniflandirma performanslari en yiiksek ve en diisiik
olanlar hari¢ Dbirbirine ¢ok yakindir. Aralarindaki
simiflandirma basaris1 farkinin en belirgin oldugu durum,
derin  &grenici  sayist 50 olarak  ayarlandiginda
saglanmaktadir. Smiflandirma performansi agisindan CNN
ve LSTM arasindaki fark, 6zellikle derin 6grenici sayis1 50
haricinde bir deger olarak belirlendiginde yok denecek kadar
azdir. MV, STCK kadar belirgin bir siniflandirma basarisina
sahip olmamakla birlikte 6zellikle 6grenici sayis1 10 ve 50
araligindayken CNN ve LSTM ile ¢ok daha iyi bir
siiflandirma performansi sergilemektedir.

Borsa yoniinii tahmin etmek i¢in kullanilan farkli veri
kiimeleri, dokiiman temsil yontemleri ve topluluk
yaklagimlarinin farkliligindan ya da olmamasindan dolay1
sonuglarimizin performansini diger caligmalarla
karsilastirmak zordur. Borsa Istanbul’un yoniinii belirlemek
icin finansal haberleri kullanan bir ¢aligmada [30], derin
6grenme ve topluluk algoritmalari kullanilmamasina ragmen

50 75
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Sekil 4. Tiirkge veri kiimesi i¢in derin 6grenici sayilarinin bireysel derin 6greniciler ve topluluk derin 6grenicileri

acisindan dogruluk sonuglari
(Accuracy results of the number of deep learners in terms of individual deep learners and deep ensemble learners for Turkish dataset)
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Sekil 5. Ingilizce veri kiimesi i¢in derin 6grenici sayilarinin bireysel derin dgreniciler ve topluluk derin 6grenicileri

agisindan dogruluk sonuglart
(Accuracy results of the number of deep learners in terms of individual deep learners and deep ensemble learners for English dataset)

caligmamiza yakinlik gostermektedir. Bu caligmada,
dokiiman gosterim teknigi olarak sadece TF-IDF kullanilmis
olup siniflandirma iglemi yalnizca naif Bayes algoritmasi ile
gerceklestirilmigtir. Ayrica, bu ¢alismada herhangi bir
topluluk stratejisi uygulanmams olup veri kiimesi Tiirkge
finansal haberlerden olugmaktadir. Bu agidan bakildiginda
yazarlarin Onerdigi yontem, %75,00 dogruluk basarisi
saglarken bizim c¢aligmamizda 6nerilen yontem ile Tirkge
veri kiimesinde %78,07, Ingilizce veri kiimesinde ise
%78,92 dogruluk degerlerine ulasilmaktadir. Diger bir
calisma [18], borsa yoniinii tahmin etmek i¢in derin 6grenme
algoritmalarindan LSTM’nin performansini Tiirk¢e finansal
haberler ile 6lgmeyi amaglamistir. Bu g¢aligmadan farklt
olarak derin 6grenme algoritmalarmna uygulanan topluluk
stratejileri ve farkli dokiiman gosterim teknikleri ile
calismamiz, Tiirk¢ce veri kiimesinde %77,81 F-0l¢iim
degerine ulasirken bu ¢alisma [18] ile %53,4 F-6l¢iim degeri
elde edilmigtir.

Bir diger ¢alismada [54] ise metin igerikli veriler yerine
sayisal veriler kullanilarak borsa yoniiniin tahmin edilmesi
hedeflenmistir. Bu amagla, destek vektdor makineleri ve
yapay sinir aglar1 kullanarak Onerilen yontemle %75,74
siniflandirma basaris1 elde etmislerdir. Bizim ¢alismamiz,
Tiirkge veri kiimesi i¢in %78,07, Ingilizce veri kiimesi i¢in
%78,92 dogruluk degerleriyle daha iyi bir siniflandirma
basaris1 elde etmektedir. Derin Ggrenicilerin  topluluk
siniflandirmasinda ~ kullanilmasi,  gerekli ~ deneysel
ayarlamalar yapildiginda hem bireysel derin 6grenicilerden
hem de bilinen geleneksel topluluk smiflandirma
yontemlerinden ¢ok daha iyi sonuglar sunmaktadir. Béylece,
bu ¢alismada kullanilan derin topluluk modeli, hem duygu
analizi ¢aligmalaria hem de borsa tahmini alaninda yapilan
caligmalara  smiflandirma  performansin1  iyilestirmek
amaciyla katki saglayacak ve arastirmacilara ilham kaynagi
olacaktir.
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6. SONUCLAR (CONCLUSIONS)

Bu ¢aligma kapsaminda borsa yoniiniin tahmin edilmesi
amactyla kullanilabilecek derin  topluluk  modelleri
gelistirilmistir. Geligtirilen sistemde metin igerikli veri
kiimeleri, farkli dokiiman goésterim teknikleri kullanilarak
anlam, baglam ve s6z dizimi agisindan zenginlestirilmistir.
Dahasi, topluluk &grenmesi yaklagimi derin  dgrenme
teknikleriyle harmanlanarak smiflandirma performansi
acisindan 6nemli bir avantaj elde edilmektedir. Bu ¢aligma,
Borsa Istanbul endeksinin yoniinii belirlemek igin Twitter
ortamint kullanmasi, farkli dokiiman gosterim tekniklerini
onerilen metodolojilerle harmanlamast ve topluluk
smiflandirmasini derin O0grenme algoritmalariyla
degerlendirmesi acisindan bildigimiz kadariyla literatiirdeki
ilk caligma niteligindedir. Bu ¢aligma, Tiirk¢e veri kiimesi
i¢in %78,07, 1ngilizce veri kiimesi i¢in %78,92 siniflandirma
sonuglar1 ile benzer ¢aligmalara kiyasla daha yiiksek bir
smiflandirma basaris1 sergilemektedir.
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