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Kronik bobrek rahatsizligi (KBR) son giinlerde artarak insanlarin yasamini olumsuz etkileyen ve
bobreklere zarar vererek normal gorevlerini uzun siire yapmalarini engelleyen bir rahatsizliktir.
KBR'nin erken tan1 ve tedavisi yapilmaz ise yiiksek tansiyon, kalp rahatsizlifi, seker rahatsizligi,
bobrek yetmezligi gibi hastaliklar1 da tetikleyebilmekte ve rahatsizliga bagli 6liimler artabilmektedir.
Bu nedenle kronik bdbrek rahatsizliginin teshis ve tahmininin erken yapilmasi dnemlidir. Literatiirde
KBR tahmini i¢in sezgisel ve sezgisel olmayan veri madenciligi teknikleri uygulanmistir. Bu
calismada KBR'nin tahmini i¢in sezgisel olmayan kolektif veri madenciligi yontemlerinden olan
rotasyon orman algoritmasiminin kullanilmast 6nerilmistir. Deneysel sonuglar onerilen yaklagimin,
kronik bobrek rahatsizligini tahmin etmede, diger algoritmalarindan daha iyi performans sergiledigini
gostermistir.

Anahtar kelimeler: Kronik Bébrek Rahatsiziigi, Rotasyon Orman Algoritmasi, Veri Madenciligi.

PREDICTION OF CHRONIC KIDNEY DISEASE USING ROTATION FOREST
CLASSIFICATION ALGORITHM

ABSTRACT

Chronic kidney disease (CBR) has increased in recent years by affecting the lives of people adversely.
It affects kidneys and prevents them doing their normal duties properly. Without early diagnosis and
treatment of CBR, it can trigger diseases such as high blood pressure, heart disease, diabetes mellitus
and kidney failure and it can even cause deaths. For this reason, it is important to diagnose and predict
CBR early. In the literature, various heuristic and non-heuristic data mining classification techniques
have been applied on predicting CBR. In this study, it is proposed to use the rotation forest algorithm
as a non-heuristic collective data mining method for predicting CBR. Experimental evaluations show
that the proposed approach performs better than other algorithms on predicting CBR.

Keywords: Chronic Kidney Disease, Rotation Forest Algorithm, Data Mining.
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1. GIRIS

Kronik bobrek rahatsizligi (KBR) son zamanlarda yasami olumsuz etkileyen ve bobreklere zarar veren
bir rahatsizliktir. Bu rahatsizhigin teshisi bobrek fonksiyonlarinin azalmasia bagh olarak idrar
yogunlugunun artmasiyla konulabilmektedir. KBR'nin tedavisi tansiyon yiiksekligi, kemik
rahatsizligi, anemi, kan damar rahatsizliklari, bébrek yetmezligi gibi hastaliklar1 da tetikleyebilmekte
ve rahatsizlia bagh oliimler artabilmektedir [46]. Bilgisayar destekli karar sistemi uzman doktorlara
yardimci olma agisindan 6nemi her gecen giin artmaktadir [45-46]. Bu calismada veri madenciligi
yontemleriyle KBR’yi tespit etme ve bu sayede uzman doktorlara uygulayacaklar1 tedavi dncesinde
tam teshis koymalarina destek verici yapisi gelistirilmek istenmektedir. Dogru teshis saglanmasi,
onlenebilir hastaliklar igin zamaninda tarama yapilmasi veya hatali ila¢ etkilesimlerinin dnlenmesi
gibi klinik gereksinimlere hitap etmesi tibbi karar destek sistemlerinin en 6nemli faydalarindandir.

KBR son yillarda artarak insanin yasamini olumsuz olarak etkileyen bir rahatsizliktir [1]. Nisan
2017'de Mexico City'deki Uluslararast Nefroloji Dernegi (ISN) Diinya Kongresi 2005-2015 yillart
arasinda KBR’nin sebep oldugu 6lim sayis1 %32 artarak yaklagik 1 milyon olarak agiklanmistir
[2,29]. Ulkemizde 2012 yili sonu verilerine gore diyaliz uygulanan veya bdbrek nakli yapilmis
yaklagik 62.000 hasta bulunmakta ve devlete olan maliyetinin 2,5-3 milyar dolar1 bulacaginm
ongoriilmektedir [3,28]. Ayrica, hastaligin ilerlemesiyle birlikte, hastalarin bir saghk kurulusuna bagh
olarak yasamasi sosyal problemlere sebep olabilmektedir ve hastaligin ilerlemesi diger organlari
etkileyebilmekte ve dolayisi ile tibbi problemlere de sebebiyet vermektedir [3].

Bilisim teknolojilerinin gelisimi ile birlikte elde edilen ¢ok parametreli veriler veri madenciligi
teknikleriyle  islenerek  anlamli  bilgiler kesfedilmekte ve  karar-destek  sistemlerinde
kullanilabilmektedir [47,48]. Bu teknikler hastalig1 belirlemek, ileriye doniik hastaligi veya hastalik
durumlarmi tahmin etmek amaciyla kullanarak tani ve tedavi siirecine yardimci olabilmektedir.
Siirekli gelisen teknoloji ile birlikte yeni ve gelismis algoritmalar ortaya ¢ikmakta ve bu algoritmalar
tip gibi gesitli uygulama alanlarinda kullanilmaktadir [48].

Literatiirdeki KBR verilerinin siiflandirilmast ile ilgili teknikleri sezgisel ve sezgisel olmayan
teknikler olarak ikiye ayirabiliriz. KBR verilerinin siniflandirilmasi i¢in kullanilan sezgisel teknikler
yapay sinir aglar1 [6], naive bayes [10], radial tabanl sinir aglari [5], destek vektor makinesi [15]
olarak ve sezgisel olmayan teknikler de rastgele orman [12], karar agac1 [14], kstar [14], K-NN [16]
algoritmalar1 olarak listelenebilir.

Bu ¢aligmada kolektif siniflama algoritmalarindan rotasyon orman algoritmasini [20] KBR verilerini
siniflandirmak igin kullanmay1 6neriyoruz. Onerilen model simiflandirma performansini arttiran yeni
nesil kolektif siniflandirma algoritmalarindan biridir. Diger kolektif algoritmalardan farkli olarak,
rotasyon orman algoritmasi temel bilesen analizi (TBA) uygulayarak ayirt ediciligi yiiksek olan
ozelliklerin segilmesiyle basarili bir siniflandirma iglemi ger¢eklestirmektedir.

Calisma, doktorlarin karar verme siirecini basitlestirmeyi ve dnerilen modelle kronik bobrek hastaligi
teshisi siiresini kisaltmay1 amaglamaktadir.

Bu calismanin ikinci boliimiinde literatiir taramasi sunulmus, ii¢lincii boliimiinde KBR verilerinin
smiflandirilmasi i¢in 6nerilen modelin detaylar1 tartisilmig, dordiincii boliimde KBR veri kiimesinin
detaylar1 verilmis ve deneysel sonuglar sunulmus ve son boliimde ise elde edilen sonuglar
tartisilmistir.
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2. LITERATUR TARAMASI

Literatiirde kronik bobrek rahatsizlig1 verilerinin siniflandirilmasi i¢in yapilan ¢aligmalarda kullanilan
teknikleri, sezgisel ve sezgisel olmayan teknikler olarak ikiye ayirmak miimkiindiir. KBR verilerinin
smiflandirilmasi i¢in kullanilan sezgisel olmayan siniflandirma algoritmalari ise istatistiksel tabanli ve
kolektif siniflandirma algoritmalari olarak ikiye ayrilabilir. Bu ¢aligmada sezgisel olmayan Kolektif
smiflandirma algoritmasi olan rotasyon orman algoritmasi KBR verilerinin siniflandirilmasi igin
onerilmistir. Literatiirdeki calismalarin ¢ogunda UCI ML veri deposundan alinan kronik bobrek
hastaligi verisi kullanilmistir [4]. Bu ¢alismada da aym veri kiimesi kullanilmigtir. UCI ML kronik
bobrek hastaligr verisi 400 hastanin laboratuvar sonuglarindan elde edilen 24 nitelige sahip veri
bulunmaktadir ve veri kiimesinde hastanin bobrek hastasi olup olmadigint gosterir iki siif vardir.
Veri ile ilgili detaylar Boliim 4.1°de verilmistir.

Sezgisel siniflandirma algoritmalar arasinda yapay sinir aglart (YSA), radial tabanli sinir ag1 (RBF)
gibi smiflama algoritmalar1 sayilabilir [5-9]. ilkugar’in yapmis oldugu ¢alismada UCI ML kronik
bobrek hastalig veri kiimesi lizerinde YSA ve RBF siniflandirma algoritmalar1 kullanilarak kronik
bobrek hastalarmin tahmini yapilmig ve RBF'nin tahmin performansimin daha iyi oldugunu ortaya
konulmustur [5]. Jena ve Kamila ayni veri kiimesi iizerinde [4] nhaive bayes (NB), ¢ok katmanl: sinir
agr (MLP), destek vektor makineleri (SVM), karar agaclar1 ve conjunctive rule simiflama
algoritmalarin1 kullanilmis olup bunlar arasindan sezgisel algoritma olan MLP'nin daha iyi sonug
verdigini ortaya koymuslardir [6]. Rubini ve Eswaran aym veri kiimesi tizerinde [4] RBF, MLP ve
lojistik regrasyon algoritmalarim kullanmuslardir ve sezgisel algoritma olan MLP'nin daha iyi
performans sergiledigini ortaya koymuslardir [7]. Yildirim’in yapmis oldugu ¢alismada kronik bobrek
hastaligi veri kiimesi iizerinde [4] sezgisel ve sezgisel olmayan algoritmalar kullanilarak kronik
bobrek rahatsizhigi tahmin edilmeye calisilmis ve en basarili sonucu MLP ile elde edilmistir [8].
Ramya ve Radha’nin yapmus olduklar1 ¢alisgmada 1000 veri ve 15 farkli Oznitelikli veri kiimesi
iizerinde MLP, RBF ve rastgele orman siiflama algoritmalart kronik bobrek hastaliginin teshisinde
kullanilmis ve ¢alismada en iyi basartyt RBF siniflandirma algoritmasinin verdigi ortaya konulmustur
[9]. Ancak literatiirde kullanilan sezgisel yontemler her zaman optimal sonucu verememektedirler ve
bu nedenle bu yontemlerin saglik verilerinde ve sektoriinde kullanimlart kisithidir.

Literatiirde, KBR tahmin probleminde kullanilan sezgisel olmayan algoritmalar arasinda NB ve SVM
sayilabilir. Kunwar ve arkadaslarmin yapmis olduklari ¢aligmada 180 hastanin 25 Gznitelikli veri
kiimesinde %60’lik kismi hastalar1 %30°luk kismi hasta olmayanlari verilerinin analizi igin NB ve
YSA siniflama algoritmalarini kullanmis olup NB algoritmast ile iyi bir basar1 elde edilmistir [10].
Vijayarani ve Dhayanand’in yapmis oldugu g¢alismada sistematik bdbrek foksiyonu testinden elde
edilen 584 veri, 6 6znitelik veri kiimesi iizerine SVM ve NB algoritmalarini kullanarak tahmin islemi
gerceklestirilmis ve SVM ile daha yiiksek basar1 elde edildigi ortaya konulmustur [11]. Kumar’in
gerceklestirmis oldugu ¢alismada UCI ML kronik bobrek hastaligi veri kiimesi [4] lizerinde rastgele
orman (RO), SVM, NB, RBF, MLP ve basit lojistik regrasyon (SLG) siniflama algoritmalar
kullanilmistir ve rastgele orman algoritmasimin daha iyi sonug verdigi ortaya konulmustur [12].
Balakrishna ve arkadaglarinin gergeklestirdigi ¢aligmada UCI ML kronik bobre hastalifi veri kiimesi
[4] kullanilarak SVM, NB, hata budama azaltma (REPTree) ve RO algoritmalarinin performanslari
kronik bobrek teshisi iizerinde incelenmis ve en iyi basar1 sonucunu RO ile elde edilmistir [13]. Baby
ve Vital’in yapmis olduklar1 ¢aligmada Visakhapatnam bolgesinde 2014 ve 2015 yillar1 arasinda
toplanan 690 veri, 49 6znitelikli veri kiimesine alternatif karar agaci, C4.5, KStar, naive bayes ve RO
algoritmalar1 bobrek hastaligi tahmininde kullanilmis ve en iyi performanst KStar ve RO
smiflandirma algoritmalarinda elde edilmistir [14]. Polat ve arkadaslarinin yapmis olduklar1 ¢alismada
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UCI ML kronik bobrek hastaligi veri kiimesi [4] kullanilarak tahmin yapilmigtir ve g¢aligmada
Oznitelik indirgeme filtreleri ve SVM algoritmasi kullanarak %98.5 basar1 elde edilmistir [15].
Sinha'nin yapmis oldugu ¢alismada kronik bobrek rahatsizligi verisi [4] lizerinde k-en yakin komsu
(k-NN) ve SVM smiflandirma algoritmalarinin performanslart incelenmis ve en iyi sonucu KNN
algoritmasinin verdigi ortaya konulmustur [16].

Sezgisel olmayan kollektif siniflandirma algoritmalar1 da kullanilara KBR verileri analiz edilmistir.
Eroglu ve Palabag yapmuis olduklari ¢alismada UCI ML kronik bobrek hastaligi veri kiimesinin [4]
siiflandirilmast i¢in NB, KNN, SVM, C4.5, rastgele agag, karar tablosu ve cesitli kolektif
algoritmalar1 (adaboost, bagging ve rastgele alt uzaylar) kullamlmigtir. Calismada bagging kolektif
algoritmasi C4.5 ve rastgele agac algoritmalariyla yapilan siniflandirma igleminin daha basarili oldugu
ortaya konulmusgtur [17]. Cheng ve arkadagslarinin bobrek rahatsizligini tahmin etmek iizerine yaptigi
calismada Tayvan’daki bir biiylik sehir hastanesindeki bobrek sagligi merkezinden 2004 ve 2013
yillar1 arasinda toplanan 2066 hastanin veri kiimesi iizerinde sezgisel olmayan istatistiksel ve kolektif
algoritmalar kullanilmistir. En iyi basarinin AdaBoost + CART algoritmasinin birlikte kullanilmastyla
elde edildigi gorilmiistiir [18]. Basar ve arkadaslar1 UCI ML kronik bobrek hastaligi veri kiimesi [4]
iizerinde yapmis olduklar1 ¢aligmada en iyi basari Adaboost+BFTree kollektif algoritmasiyla elde
etmislerdir [19]. Ancak kolektif algoritmalarla yapilan bu ¢aligmalarda, kullanilan veri kiimelerinde
herhangi bir ayurt ediciligi yliksek 6zniteliklerin se¢ilme islemi gergeklesmediginden dolayr diisiik
basarilar elde edilmistir.

Bu calismada, kronik bobrek hastaliginin tahmini igin, literatiirdeki ¢aligmalardan farkli olarak,
sezgisel olmayan kolektif algoritmalarindan olan rotasyon orman kolektif siniflandirma algoritmasinin
kullanilmast Onerilmektedir. Bu algoritmanin diger algoritmalara gore {istiinliigli veri kiimesi
icerisinden ayirt ediciligi yiiksek oOzniteliklerin segilmesiyle daha basarili simiflandirma islemi
gerceklestirmesidir.

3. MATERYAL VE METOT

Bu ¢alismada KBR verilerinin siniflandirilmasti i¢in rotasyon orman ve rastgele aga¢ yaklasimlarinin
kombinasyonu olan bir yontem Onerilmistir. Her iki yontemin detaylar1 asagida verilmistir ve daha
sonra 6nerilen modelin detaylar1 verilmistir.

3.1. Rotasyon Orman Siniflandirma Algoritmasi

Rotasyon orman algoritmasi yeni nesil giiclii agag¢ tabanli kolektif algoritmalarindan biridir. Rotasyon
orman algoritmasi1 daha az sayida agagla benzer veya daha iyi basarilar elde edebilmektedir. Rotasyon
orman algoritmasi ¢alisma yapisi olarak rastgele orman algoritma yapisina benzemektedir ve bu
algoritmada temel olarak bootstrap algoritma mantigi kullanilmaktadir [20]. Algoritmada egitim
kiimesi rastgele olarak alt gruplara ayrilmakta ve her bir alt gruba temel bilesen analizi (principal
component analysis-TBA) 6zellik ¢ikarim islemi uygulanmaktadir. Daha sonra temel smiflandirict
olarak rastgele segilen aga¢ sonuglarin gelistirilmesi igin rotasyon orman topluluk algoritmasi ile
degerlendirmeye tutulmaktadir. Rotasyon orman algoritmasinin kaba kodu Algoritma 1°de verilmistir.

Egitim Asamasi
- Egitim Veri Kiimesi
- Ozellik Kiimesi
Sinif Etiketleri
- Sinif Sayist

— O mTX
1
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K - Alt Kiime Sayisi
RM - Rotasyon Matrisi
Fori=1:L
1. Rotasyon matrisi hazirlanir R;
a. Kalt kiimeler i¢in F boliiniir
b. For j=1:.K
i. Xjjdeki siiflarin rastgele bir alt kiimesini ele
ii. Xi;"" igin bootstrap orani ile X;; nin bootstrap drnegi ile iiretilir.
iii. X;;"™" ye TBA uygulandiktan sonra C;; elde edilir.
c. Ry’deki C;; diizenlenir
d. Rj’deki siitunlari, F’deki 6zelliklerin sirasina uyacak sekilde yeniden
diizenleyerek RM 'yi olustur.
2. Egitim kiimesi olarak (X, RM, Y) kullanilacak
Siiflandirma Asamasi

L
1
.u](x) =ZZPL,](XRM)5 ]= 152;'“;C
i=1
Algoritma 1. Rotasyon Orman Algoritmasi Kaba Kodu [20]

Algoritma iki asamadan olusmaktadir. Bunlar egitim ve siniflandirma asamalaridir. Baglangigta X
egitim kiimesi, F 6zellik kiimesi, C sinif etiketleri, L sinif sayis1 ve K alt kiime sayis1 verilmektedir.
Daha sonra F o6zellik kiimesi K alt kiime sayisina bdlinmektedir. Boliinen K alt kiime sayis1 kadar
yeni egitim veri kiimesi bootstrap 6rnegi ile egitim ve test olacak sekilde veri kiimesi iiretilir. Uretilen
veri kiimesine TBA uygulanarak yeni kovaryans degeri hesaplanir. Olusturulan kovaryans degerine
gbre yeni rotasyon matrisi olusturulur. Son olarak da ortalama kombinasyon yontemi kullanilarak her
siifa ait giiven oyu almir ve sinifi bilinmeyenlerden en yiiksek giiveni alanin simifina atama
gerceklestirilir. [20-22].

3.2. Rastgele Agac Siniflandirma Algoritmasi

Calismada egitim amaciyla verilmis veri kiimesine temel bilesen analizi uygulayarak 6zellik ¢ikarim
islemi uygulanmistir ve daha sonra temel smiflandirict olarak rastgele agac algoritmasi ile alinan
sonuglarin gelistirilmesi i¢in rotasyon orman algoritmasi ile degerlendirme yapilmustir.

Rastgele aga¢ algoritmasi Brieman tarafindan gelistirilen siniflandirma algoritmasidir [24]. Rastgele
agac algoritmasi karar agaci igerisinde regresyon problemlerinin ¢6zmeye yardimci olan siniflandirma
algoritmasidir. Ayrica olusturulan agag icerisinde rastgele bir sekilde segilen 6zellikler ile alt agag
olusturmay1 saglamaktadir. Algoritma igerisindeki agaglarda budama islemi mevcut degildir. Rastgele
agac¢ algoritmasi, olusturulan ¢ok sayidaki rastgele aga¢ ile degerlendirmelerde yiiksek dogruluk
oranma sahip olabilmektedir [23,24]. Algoritmanin en Onemli avantajlarindan birisi karar
agaclarindaki asir1 uyum problemini ¢6zmiis olmasidir. Rastgele aga¢ yonteminde Denklem 1' deki
sekilde agag tipi siniflandirici kullanilir.

{h(x,0 )k =1,..} (1)

Denklem 1'de girdi verisi olarak x ve rastgele vektorii ise 6 ile temsil etmektedir [24]. Rastgele agag
algoritmas1 mevcut dallar i¢inde en iyi dali belirlemek i¢in Denklem 2'de verilen GINI indeksini
kullanir [44].
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XXj#i(f(GD/ITHU (G, TH/ITD )

Denklem 2'de T egitim veri kiimesini, C; verinin ait oldugu simifi, f(C;, T)/ |T | segilen verinin C;
smifina ait olma olasih@im gosterir [43-44]. Rastgele aga¢ algoritmasi rastgele Orneklemeyi ve
topluluk algoritmalari tekniklerinin iyilestirilmis bir yapiy1 icermesi nedeniyle diger siniflandirma
algoritmalarina gore daha iyi genelleme ve dogru tahminlemede bulunur [42].

3.3. Onerilen Simflandirma Y éntemi

Bu c¢aligmada KBR verilerinin siiflandirilmasi i¢in rotasyon orman ve rastgele aga¢ yaklasimlarinin
kombinasyonu olan bir yontem Onerilmistir. Deneyler, ¢alismada kullanilan veri kiimesine 6n iglem
uygulanarak, veri kiimesi igindeki gereksiz veriler temizlenip kullanima hazir hale getirilmistir. On
islemin ardindan veri kiimesine TBA yontemi uygulanarak veri kiimesi 6znitelik sayisinda azaltma
islemi gergeklestirilmistir. Boyutu azaltilmis veri kiimesine sirayla temel siniflandirici
algoritmalarindan rastgele aga¢c uygulanmistir. Sonuclarin gelistirilmesi igin rotasyon orman
algoritmas1 uygulanarak model olusturulmustur. Onerilen model Sekil 1°de gdsterildigi gibi
gerceklestirilmistir.

R e N\

Boyut Azaltma Temel Scnugllan_n. .

- Siniflandinci Geligtirilmesi

Girig
Kronik Bobrek Rahatsizigi |, [ Veri Kumesi , i . l . i
Veri Kiimesi Onlslem
TeA Rastgele AZac Rotasyon Orman

‘.\ ) --/_“ w_\ ) - //- \\- - /

[ Siniflandirma Sonuglari ]

Sekil 1. Onerilen model.

3.4. Diger Smiflandirma Algoritmalar:

Calisgmada onerilen modelin disinda performanslar1 karsilastirmak igin temel smiflandiricilardan
(destek vektor makinesi, yapay sinir agi, naive bayes ve rasgrele orman) ve topluluk algoritmalari
(decorate, grading ve filteredclassifier) kullanilmigtir.

Biyolojik sinir hiicrelerinin isleyiginden esinlenerek gelistirilen yapay sinir aglari, sinir hiicreleri
(ndronlar) olarak adlandirilan ¢ok sayida baglantili islem elemanlarinin problem ¢6ziimiinde beraberce
¢aligmas1 prensibine dayanmaktadir [30]. Destek vektér makinesi, iki veya c¢ok boyutlu veri
kiimelerini siniflandirmak amaci i¢in dogrusal ve hiperdiizlem ayirma mekanizmalarini kullanir [31].
Naive Bayes smiflandirma algoritmasi olasilik hesabina gére siniflandirma iglemini gergeklestirir
[32]. Rastgele orman algoritmasi, siniflandirma iglemi sirasinda birden fazla karar agaci lreterek
smiflandirma bagarisint  yilikseltmeyi amaglamaktadir [32]. Olusturulan karar agaci yapisi her
smiflandirma isleminin sonucunda bir oy almakta ve mevcut olan tiim agaclardan en yiiksek oy alana
gore smiflandirmaya uygun olan agac yapist tespit edilir. Veri setinin test asamasinda sinif etiketi
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bilinmeyen d6rnekler i¢in tiim agag¢ tahmininde en fazla oy alan ilgili sinifa atanmasiyla siniflandirma
yapilmig olmaktadir [33].

Topluluk algoritmalardan, Adaboost algoritmasi yanlig olarak simiflandirilmig orneklere daha fazla
odaklanarak yiiksek basariin elde edilmesi amaglanmaktadir [34]. Decorate topluluk algoritmasi 6zel
olarak olusturulmus yapay 6rnekleri kullanarak, ¢esitli simflandirict topluluklarinin olusturulmas: ile
smiflandirma  basarisinin  artirilmasi  tizerine  kurulmustur[35].  Filtered Classifier topluluk
algoritmasinda, veriler keyfi bir siizgegten gegirilerek, elde edilen verilere rastgele siniflandiricilarin
caligtinldig: algoritmadir [36]. Grading, temel siniflandiricilarin ¢iktisinin dogru ve hatali etiketler ile
derecelendiren ve derecelendirilmis sonuglar1 daha sonra birlestiren topluluk algoritmasidir [37].

4. DENEYSEL DEGERLENDIRME

Bu boéliimde oncelikle ¢alismada kullanilan veri kiimesinin detaylar1 verilmis ve daha sonra ise
onerilen modelin deneysel degerlendirilmesi sunulmustur.

Calismadaki siniflama algoritmalarinin degerlendirilmesi WEKA (Waikato Environment for
Knowledge Analysis) yazilimi ile ger¢eklestirilmistir. Caligmada Intel Core i5 7200U 2.5 GHZ
islemciye sahip, 4GB DDR3 hafizasi bulunan sistem iizerinde uygulama gergeklestirilmistir.

4.1. Kronik Bobrek Rahatsizhig1 Veri Kiimesi

Calismada kullanilan kronik bobrek rahatsizhigi verileri 400 kayittan olusmaktadir ve ‘UC lrvine
Machine Learning Repository’ veri tabanindan elde edilmistir [4]. Veri kiimesinde 24 6zellik (11
Ozellik sayisal, 14 6zellik kategorik) bulunmaktadir. Veri kiimesinde 400 kayitin 250 tanesi hastalikli
kigilere ait verilerden 150 tanesi ise saglikli kisilere ait verilerden olugmaktadir. Caligmada kullanilan
verinin Ozellikleri Cizelge 1’de verilmektedir. Yapilan calismada Cizelge 1’de verilen &zellikler
sistemde giris olarak kullanilmis ¢ikis olarak ise bireyin kronik bobrek rahatsizligi olup olmadigi
tahmin edilmeye ¢aligilmustir.

Cizelge 1. Kronik Bobrek Rahatsizlig1 Veri Kiimesi Ozellikleri ve Agiklamalari.

No Ozellik Ozellik A¢iklama Tip

1 age Age (yas) Sayisal
2 Bp Blood Pressure (kan basimci-tansiyon) Sayisal
3 Sg Specific Gravity(idrara yogunlugu- densite) Kategorik
4 Al Albumin(Albumin) Kategorik
5 Su Sugar (Seker) Kategorik
6 Rbc Red Blood Cells(Kirmizi kan hiicresi-eritrosit) Kategorik
7 Pc Pus Cell (iltihap) Kategorik
8 Pcc Pus Cell clumps(iltihap hiicresi kiimelesmesi) Kategorik
9 Ba Bacteria (bakteri) Kategorik
10 Bgr Blood Glucose Random (Kan sekeri) Sayisal
11 Bu Blood Urea (Kan iire) Sayisal
12 Sc Serum Creatinine (Serum keratin) Sayisal
13 Sod Sodium (sodyum) Sayisal
14 Pot Potassium (Potasyum) Sayisal
15 Hemo Hemoglobin Sayisal
16 Pcv Packed Cell Volume (Hiicre hacmi-Herotroksit) Sayisal
17 We ‘White Blood Cell Count (Beyaz kan hiicresi -Lokosit sayimz) Sayisal
18 Rc Red Blood Cell Count (Kirmiz1 kan hiicresi sayimr) Sayisal
19 Htm Hypertension(Hipertansiyon) Kategorik
20 Dm Diabetes Mellitus(Diyabet melitis) Kategorik
21 Cad Coronary Artery Disease(Kroner arter hastaligr) Kategorik
22 appet Appetite(istah durumu) Kategorik
23 Pe Pedal Edema (Ayak 6demi) Kategorik
24 Ane Anemia(Anemi-Kansizlik) Kategorik
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4.2. Algoritma Performanslariin Degerlendirilmesi

Calismada kullanilan veri kiimesindeki veriler KBR rahatsizligi olma veya olmama (ckd ve nockd)
seklinde iki farkli sinif ile ifade edilmektedir. Calisma 10 katli ¢apraz dogrulama yontemi kullanilarak
veri kiimesi egitim ve test agsamasinda gecirilmistir. Calismada ¢esitli algoritmalarin performanslari
karsilastirilmistir ve bu algoritmalarin test dogruluklari, aldiklar: siire ve agag boyutlar1 Cizelge 2'de
verilmistir. [27]. Algoritma performanslar1 algoritmalarin dogruluk keskinlik, duyarlilik, f-6l¢iitii ve
MCC degerlerine gore karsilagtirilmigtir (sirastyla Denklem 3, 4, 5, 6, ve 7). Formiillerdeki DP ger¢ek
pozitifi, YP gercek negatifi, DN yanlis pozitifi ve YN ise yanlis negatifi ifade etmektedir [41].

DP+DN

Dogruluk = o rn &)
Keskinlik = —~. 4)
DP+YP
DpP
Duyarlilik = DPIYN (5)
Alen s — 2xKeskinlik+Duyarlilik
F OICUtu - Keskinlik+Duyarlilik (6)
MCC = DP+DN-YP*YN (7)

J(DP+YP)(DP+YN)(DN+YP)(DN+YN)

Calismada algoritmalarin performanslarini karsilastirmanin yaninda, istatistiksel anlamlilik testi olan
t-istatistigi kullanilarak p degeri hesaplanmustir.

Cizelge 2. Topluluk Algoritmalar1 ve Temel Smiflandiricilarin Deneysel Sonuglart.

Algoritma Test Keskinlik Duyarhik F-Score MCC  Siire  Agac
Dogruluk % (saniye) Boyutu

Rotasyon Orman+ Rastgele 99,5 0,995 0,995 0,99 0,989 0,19 33
Aga
Dgcgrate+ Rastgele Agag 99,25 0,993 0,993 0,993 0,984 0,24 959
Grading+ Rastgele Agac 62,5 0,391 0,625 0,481 0 0,01 102
FilteredClassifier + Rastgele 98,5 0,986 0,985 0,985 0,969 0,03 87
Aga
A(glaf)oost+ Rastgele Agag 98 0,981 0,980 0,980 0,958 0,01 76
Rastgele Agac 95,5 0,956 0,955 0,955 0,906 0.05 67
Destek Vektor Makinesi 97,75 0,979 0,978 0,978 0,954 0,06 -
Naive Bayes 95 0,956 0,950 0,951 0,901 0 -
Rastgele Orman 98,25 0,983 0,983 0,983 0,964 0,01 -
Yapay Sinir Ag1 99,25 0,993 0,993 0,993 0,984 0,75 -

Bu calismada rastgele agag algoritmasi Sezgisel olmayan kolektif algoritmalarindan adaboost,
rotasyon orman, decorate, grading, filtered classfication algoritmalar1 ayrica destek vektér makinesi,
naive bayes, rastgele orman ve yapay sinir agi ile caligtirilmustir. Algoritmalarin uygulanmasi
sonrasinda, kronik bobrek rahatsizligini tespite yonelik uygunluklarini kiyaslamak amaciyla dogruluk,
ksinlik, duyarlilik, f-6l¢iitii ve mcc alam 6lgiitleri kullanilmigtir. Calismada kullanilan rotasyon orman
algoritmasi i¢in smiflandirict sayisi (L) 10, alt kiime sayis1 (K) 3 olarak belirlenmistir [39]. Ayrica
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grup sayist 3 ile 10 arasindan sayiyla (varsayilan 3), yineleme sayisini varsayilan 10 ve orneklerin
kaldirilma yiizdesini %50 varsayilan degerlerini ayarladik [40]. Bununla birlikte, algoritmalarin veri
kiimesi {izerinde igletim siirelerine gore performans kargilagtirmalar1 gergeklestirilmistir. Elde edilen
sonuglar Cizelge 2'de verilmistir. Cizelge 2 incelendiginde topluluk algoritmalarinin temel
smiflandirict algoritmalarina gore performansinin artti§i goriilmektedir.  Algoritma sonuglari
incelendiginde rotasyon orman algoritmasi test Dogruluk orani %99.5, Kesinlik 0,995, Duyarlilik
0,995, F-6l¢iitii 0,995, MCC 0,989, ¢alisma zamam 0.19 saniye ve olusturulan aga¢ boyutu 33 olarak
goriilmektedir. Calismada en kot basar1 Grading algoritmasi ile Dogruluk oram %62.5, Kesinlik
0,391, Duyarlilik 0,625, F-olgiitii 0,481, MCC 0, calisma zaman1 0.01 saniye ve olusturulan agac

boyutu 102 olarak goriillmektedir.

ROC Egrisi
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Sekil 2. Rotasyon Orman+ Rastgele Aga¢ ROC Egrisi.

Sekil 2’deki ROC grafigi sensitivity ve specificity oranlarindan elde edilen egrinin altinda kalan alani
1 degerine ne kadar yakin ise grafigin daha iyi sonug verdigi sdylenebilmektedir. Sekil 2’de de ROC
alan1 degeri 1 oldugundan basar1 oran1 yiiksek oldugu gézlemlenmektedir.

Cizelge 3. Topluluk Algoritmalar1 Ve Temel Siniflandiric1 Algoritmalarinin Performans Analizi Igin
Hesaplanan Istatistik Degerle.

Algoritma P Degeri
Rotasyon Orman+ Rastgele Agac 0.470
Decorate+ Rastgele Agac 0.248
Grading+ Rastgele Agac <2.2e
FilteredClassifier + Rastgele Agac 0.412
Adaboost+ Rastgele Agac 0.077
Rastgele Aga¢ 0.098
Destek Vektor Makinesi 0.007
Naive Bayes 2.152e-05
Rastgele Orman 0.023
Yapay Sinir Ag1 0.248
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Cizelge 2’deki sonuglarm istatistiksel olarak anlamliligi 6lgek i¢in %95 giiven ve p-degeri (<0.05)
araliginda oldugu sonucuna Cizelge 3 incelenerek ulasilmistir. Bdylece rotasyon ormani algoritmasi
kullanarak yiiksek dogruluk diizeyi elde edildigi goriilmiistiir. Algoritma sonucunda olusturulan
agacin boyutunun kii¢iik olmast ve derinliginin minimum diizeyde olmasi beklenmektedir [25,26].
Karar agaci algoritmalarinda meydana gelen genellestirme hatalarini minimuma indirebilmek icin
agac derinliginin en aza indirgenmesi énemlidir. Bundan dolay1 se¢mis oldugumuz algoritmanin agag
derinliginin kiiclik olmas1 basar1 sonucunun yiiksek olmasini saglamaktadir. Sonug olarak elde edilen
sonuglar karsilagtirildiginda en iyi performansi Onerilen rotasyon orman algoritmasinin verdigi
goriilmektedir.

5. SONUC

Kronik bobrek rahatsizligi (KBR) diinya genelinde yaygin goriilen hastaliklardan ve hastaligin
tahmini tibbi tanmdaki temel konulardan biridir. Kronik bobrek rahatsizligi diinya ¢apinda 6nde gelen
o0lim nedenlerinden biridir. Literatiirde hastaligi tahmin etmek icin ¢ok sayida veri madenciligi
algoritmalart kullanilmig oldugu goriilmiistir. Calismada hastaligi tahmin etmek amaciyla
smiflandirma algoritmalarimin performanslart incelenmistir. Bu ¢aligmada rotasyon orman algoritmasi
ile rastgele agac algoritmasinin kombinasyonu KBR verilerinin siniflandirilmast i¢in Onerilmistir.
Sonuglar degerlendirildiginde onerilen modelin diger simiflandirma algoritmalarima goére daha iyi
performans sergiledigi goriilmiistiir. Bu sayede uzman doktorlara uygulayacaklar1 tedavi 6ncesinde
dogru teshis saglanmasi, Onlenebilir hastaliklar igin zamaninda tarama yapilmas:t gibi klinik
gereksinimlere destek vermesine katki saglayacagi diisiiniilmektedir.

Ileriki galismalarda, kronik bobrek rahatsizligmi tahmini igin derin 6grenme yontemleri gibi farkl
algoritmalarmn kullanim1 miimkiin olabilir. Ayrica, veriye uygun algoritma parametrelerinin tespiti igin
caligmalar yapilabilir.
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