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Elektrik motorlarinin ariza tespiti ve ariza tespitinde kullanilan ozelliklerin bir siniflandiricida
egitilerek ariza tespitinin otomatik olarak yapilmasi {izerine yapilan ¢alismalar gittikge popiiler
hale gelmektedir. Bu ¢aliymada elektrik motorlarinin arizalarinin tespiti ve ariza siddetinin
belirlenmesinde etkin olan sinyal 6zellikleri kullanilarak motorun farkl yiik ve hiz durumlarinda
karakteristik ozelliklerinin ariza siddetine gore degisim miktar: siniflandirici aglarda egitim ve
test verileri olarak kullanilmasi, siniflandirmanin basarisinda etkili olmaktadir. Bu ¢aligmada ariza
tespitinin otomatik olarak belirlenmesi amaciyla kullanilan gok katmanl yapay sinir aglari (MLP),
destek vektor makinasi (SVM), k-en yakin komsuluk yontemi (kNN), karar agaci (DT) ve Random
Forest (RF) gibi ériintii tanima (OT) yontem ve algoritmalar1 anlatilmaktadir.

Keywords: Otomatik motor ariza tespiti, Yapay 6grenme, Siniflandirma

ABSTRACT

Studies on the automatic detection of faults and diagnostics of electrical motors by training them in
a classifier are becoming increasingly popular. In this study, using the signal characteristics which
are effective in determining the faults of the electric motors and determining the fault severity, the
effect of changing the characteristics of the motor in different load and speed conditions according
to the severity of the fault is used as training and test data in the classification networks. Pattern
recognition methods such as multi-layer artificial neural networks (MLP), support vector machine
(SVM), k-nearest neighbors method (kNN), decision tree (DT) and random forest (RF) methods and
algorithms are explained In this study as well.

Anahtar sozciikler: Automatic motor fault detection, Artificial learning, Classification

Giris

insan yliz gekli, retina, parmak izi, bir metin igerisindeki
karakterler veya motordan elde edilen isaretler (akim,

Bir elektrik motorunun arizasinin tespiti ve ariza
siddetinin otomatik olarak belirlenmesi i¢in birbirinden
farkli siniflandiricilar  kullanilabilmektedir.  Oriintii
Tanima ile siniflandirma  genellikle biyomedikal
uygulamalarda yaygin olarak kullanilsa da, son yillarda
motor arizalarinin tespit uygulamalarinda kullanilmaya
baglanmistir. Oriintii tanimay1 anlamak igin ériintiiniin
ne oldugunu bilmek gerekmektedir. Oriintii, varliklar
hakkinda gézlenebilir veya olgiilebilir bilgiler seklinde
tanimlanabilmektedir. Ses sinyali, uzaktan algilama verisi,

gerilim, titresim v.b), Oriintiiye dair bazi Orneklerdir.
Gergek diinyadaki bu oriintiiler, genellikle ilgilenilen
verilerin nicel tanimlama sekilleridir (1). Oriintii tanima,
insanlarin cesitli ses, goriintii ve benzeri tiim 6riintiilerin
bicimsel sekillerinden ¢ikardiklar: dilsel sekillendirmedir.
Aslinda, 6rtintii tanima bilimin, mithendisligin ve giinlik
hayatin genis bir alanindaki etkinlikleri kapsamaktadir.
Oriintii tanima uygulamalar1 insan yasantisinda da
goriilebilmektedir: Hava degisimin algilanmasi, binlerce
gigek, bitki, hayvan tiiriinii tanimlama, kitap okuma, yiiz
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ve ses tanima gibi bulanik sinirlara sahip birgok etkinlikte
oriinti  tanima kullanilir. Insan oriintii  tanimasi,
gecmis tecriibelere dayali 6grenme esashidir. Daha once
karsilagilan Oriintii tanima olaylarini yaganan tecriibeler
1s1ginda degerlendirebilme olanagi saglayabilmektedir.
Ornegin belirli bir sesi tanimak i¢in kullanilan kurallar:
tanimlamak miimkiin degildir. Insanlar bu islemlerin
bir¢ogunu oldukga iyi yapmalarina ragmen, bu islemleri
daha ucuz, iyi, hizli ve otomatik olarak makinalarin
yapmasini arzularlar. Oriintii tanima, akill1 ve 6grenebilen
makinalar1 gercekleyebilmek amaciyla ortaya ¢ikan ¢ok
disiplinli bir mithendislik yontemidir (1).

Oriintii tanima olay1 su sekilde tanimlanabilir:
Aralarinda ortak 6zellik bulunan ve aralarinda bir iligki
kurulabilen karmagik isaret orneklerini veya nesneleri
bazi tespit edilmis 6zellikler veya karakterler vasitas ile
tanimlama veya siniflandirmadir. Bu baglamda, 6riintii
tanimanin en Onemli amagclary; bilinmeyen Oriintii
siniflarina belirli bir sekil vermek ve bilinen bir sinifa
ait olan oriintityii teghis etmektir (1). Oriintii tanima
olarak bilinen uygulamalar, makina 6grenmesi, 6riintii
siniflandirma, ayrim analizi ve nitelik tahmini gibi
isimlerle de anilmaktadir.

Genel bir 6riintii tanima sistemi, Sekil 1'de gosterildigi
gibi 2 temel asamadan olusmaktadir. Bunlar sirasiyla
ozellik belirleme ve siniflandirma agamalaridir. Ozellik
belirleme asamasi, elektronik algilayicilarla toplanmis
olan ham Oriintiiyli karakterize eden, ozelliklerinin
elde edilebilmesi i¢in c¢esitli dontsim tekniklerinin
gergeklendigi stiregtir. Siniflandirma asamas: ise ozellik
belirleme siireci sonucunda oriintiiden elde edilen
ozellikleri kullanarak, bir karar verme mekanizmasi
(stniflandirici) yardimiyla ériintiintin ait oldugu sinifin
belirlendigi stirectir.

Oriintii Tanima Sistemi

Ozellik Ozellikler
Belirleme —% Sinmflandirma —:—>

Sekil 1: Bir oriintii tanima sistemi blok diyagramu.

Ozellik  belirleme
algilanan yitksek boyutlu ham Oriintiyt karakterize

asamasinda amag, c¢evreden
edebilen, kararli, 6lgtilebilir ve miimkiin oldugunca daha
kiiciik boyutlu bir bilgi ile temsil edebilmektir. Bu siireg
sonucunda ham oOriintiiden elde edilen bu nitelikteki

bilgiye o6zellik vektorii adi verilir. Ozellik belirleme
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stirecinde, ham veriyi temsil eden bu 6zellik kiimesi
elde edilirken aslinda birbiriyle iligkili ti¢ agamali bir yol
izlenir. Bunlar:

+ On isleme

Ozellik belirleme siirecinin ilk agamasini olugturur.
Bu agsamada gerektiginde ortntii filtrelenir, bélitlere
ayrilir, cesitli gosterim teknikleri kullanilarak islenir,
bilesenlere ayrilir veya modellenir (1).

« Ozellik Cikarma

Ozellik ¢ikarimi, en basit ifadeyle on isleme
asamast sonucunda yeniden diizenlenen oriintiiniin
boyut indirgeme islemlerinin gerceklestigi asamadir.
Siniflandirilacak bir 6riintii genellikle ¢ok fazla miktarda
ve gereksiz bilgi icerir. Bu durum, smniflandirma
hassasiyetini dustiriirken islem stiresini de yiikseltir.
Bu olumsuzlugu gidermek igin, oriintii bilgisi daha az
miktardaki baska bir veriye doniistiiriiliir. Oriintiiye ait
fazla ve gereksiz verinin elenip, sadece oriintiiyli temsil
eden ve toplam veriden ¢ok daha az sayidaki karakteristik
bilginin elde edildigi bu doniistime o6zellik ¢ikarma
adr verilir. Karakteristik ozelliklerin ¢ikarimi, oriinti
tanima sistemlerinin kritik tasarim asamalarindan
biridir. Cikartilan o6zelliklerin ayirt edici ve miimkiin
oldugunca az sayida olmasi, tanima isleminin daha basit
siniflandiricilarla, daha yiiksek hassasiyetle ve daha kisa
stirede gergeklestirilmesini saglar (2).

o Ozellik Segme

Ozellik ¢ikarma islemleri sonucu o&riintiiden elde
edilen oOzellik kiimesi ile oriintiiniin boyutu biyiik
oranda kiigtiltiilir. Ancak elde edilen bu 6zellik kiitmesi
igerisindeki bazi 6zellikler 6riintii ile iligkisiz olabilecegi
gibi baz1 ozellikler de 6riintiiyii temsil etmede fazlalik
teskil edebilir (3). Gereksiz olan ve fazlalik teskil eden
bu ozellikler kullanilacak siniflandiricinin genelleme
ve ayristirma yetenegini olumsuz yonde etkiler. Ozellik
se¢me agamasl ile 6zellik kiimesinden bu tiir istenmeyen
ozelliklerin gesitli yontemler kullanilarak arindirilip daha
iyi bir 6zellik alt kitmesi bulunmas1 amaglanir.

Bilinmeyen bir oriintityii taniyabilmek i¢in 6zellik

belirleme asamasindan sonra siiflandirma iglemi
yurttilar.  Siniflandirma, bilinmeyen bir 6riintiiniin
hangi sinifa dahil oldugunu, o 6riintiiye ait 6zellikleri giris
olarak kullanan bir simiflandirici yardimiyla belirleme
islemidir. Smiflandirma islemi temel olarak iki agamadan
olugmaktadir. Birinci

agamada, ilgilenilen Oriintii

siniflarindan elde edilen 6zellik verileri ile siniflandirica
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egitilerek bir karar mekanizmasi olusturulur. Ikinci
agamada ise herhangi bir 6riintii sinifindan elde edilen
ozellik verisi egitilen siniflandiric1 girisine verilerek
bunun hangi sinifa d4hil olduguna karar verilir.

Siniflandirma  yontemleri  kullanilan =~ 6grenme
stratejisine gore genel olarak iki grupta incelenir:
Gudimli ve giidimstiz 6grenme. Gudiimli 6grenmede,
ilgilenilen oriintiiller ve bu orintilerin ait oldugu
siniflar arasinda bir model olugtururken egitme islemi
sirasinda  ilgilenilen ortinti  siiflarinin  belirlenmis
ozellikleri ile birlikte bu oriintiilerin ait oldugu siniflarda
(etiketlerde)

ogrenmede ise siniflandiriciya egitim esnasinda sadece

siniflandiricrya  gosterilir.  Giidiimsiiz
ilgilenilen oriintiilerin belirlenmis 6zellikleri gosterilerek
bunlar arasindaki benzerlik, uzaklik gibi fonksiyonlar

kullanilarak bir model olusturulur.

1. Cok Katmal1 Yapay Sinir Ag1 (MLP) ile
Siniflandirma

Elektrik motorlarmin akim ve gerilimlerinden elde
edilen saglikli ve arizali motorlar1 birbirinden ayirmak
ve arizall motorun ariza siddetini belirlemek igin tespit
edilen ariza imalari ile egitilen ¢ok katmanli yapay sinir
ag1 (MLP) yontemi kullanilmaktadir. Vektor kontrol ile
stiriilen motorlarda hiz kontrolii i¢in inverterli siirticiiler
kullanilmaktadir. Motorlarin ¢aliyma performansinda
inverter ¢ikisinin dengeli bir yapiya sahip olmasi olduk¢a
6nemlidir ancak uygulamada hicbir motor siiriiciisii
tam dengeli ve kusursuz degildir. Bu kusurlar inverterin
dogrusal olmayis1, motorun dogal asimetrisi ve akim veya
hiz 6l¢iim hatalar1 gibi nedenlerden kaynaklanmaktadir.
Stirticti kusurlari, sarim ariza yonteminin hassasiyetini
etkileyen bir unsurdur. Ciinkii siirtici kusurlarinin
fiziksel sonuglar1 sarim arizasinin yarattig asimetriklikle
karistirilmaktadir. Daha giivenilir bir sarim ariza tespiti
i¢in bu kusurlardan kaynakl etkilerin giderilmesi kritik
onemdedir. Fakat bu etkileri gidermek biraz zordur
¢iinkii bu kusurlar motorun dogrusal olmayan ¢alisma
kosullarina bagli olarak degismektedir. Bu sorunu
¢ozmek icin ¢ok sayida yapay sinir ag1 tabanli oriintii
tanima algoritmasi uygulanmigtir.

Ideal olmayan bir motor siiriicii sisteminin sarim
kisa devre arizasinin tespiti zordur. Bu zorlugu asmak
i¢cin genis bir uzaydaki girisleri birbirinden bagimsiz
veri kiitmesindeki belirgin oriintiileri etkin sekilde tespit
edebilecek yontemler gelistirilmistir (4). Bu yontemler
yapay zeka, bulanik mantik ve yapay sinir aglar1 gibi
uzman sistemleri kapsamaktadir. Bunlardan yapay sinir
aglar1 (ANN) dogrusal olmayan tahminlerinden &tiirii
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makina arizalarinin tespitinde kullanilmaktadir. Temel
olarak, bu tahminler, uygun agirlik katsayilari ile birbirine
bagli yapay noronlarin uygun bir ag olusturulmast ile elde
edilmektedir

Gizli
Katman

Girig
Katmani

Cikis
Katmani

Sekil 2: MLP’nin sematik gosterilisi.

Sekil 2de MLP ag yapisina ait Ornek model
gosterilmistir. Bu yapida giris ve cikislar; xi ve yi ile
gosterilmistir. ~ Girigler Z; = [:zzl,xz, ,xN]T eR”
vektorii, cikislar i = [41, 92, oo, yn]" € R vektorii
ile gosterilmistir. Gizli katmanda N tane sinir hiicresi

bulunduran ve aktivasyon fonksiyonu g(x) ile tanimlanan
en temel MLP sinir ag1 yapisi, matematiksel gosterim
olarak denklem (1)deki gibi ifade edilebilir (5).

M
> Big(wiz;+b) =0,j=1..N W
i=1

Bi= [Bl, Bz, vy BM]T i’ninci gizli sinir hiicresine ve
¢ikas sinir hiicrelerine bagli olan ¢ikis agirlik dizisidir. bi
ise Ininci gizli sinir hiicresine eklenen esik deger olarak
0; = 01,09,...,0;
beklenen ya da olmastistenen ¢ikisidir. wi.xj ise wive xjnin

tanimlanabilir. ise MLP agmin
igsel ¢arpimini yani agirhiklandirilmis girislerini ifade
eder. En temel haliyle olusturulan bu MLP ag yapisinin
ortalama olarak “sifir” hata degerine yaklasabildigi kabul
edilmektedir. Yani, olmasi istenen ¢ikis ve verilen ¢ikis
N

iliskisi > [0, =y, =0 seklinde ifade edilebilir.
Bu durumda (1) numarali denklem yeniden yazilirsa (2)
numarali denklem elde edilmektedir.

M
Zﬁig(wi.wj—l-bi) =y;J=1.N )

kabul edilebilir  bir
elde edilmesinden oOnce, giris degerleri ¢ok farkl

Sinir  aglar, tahminin
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kombinasyonlar ile egitilmelidir. Bir sinir ag1 tabanli
gevrimdist egitim mimkiin olabilecek tiim g¢alisma
kosullarindan elde edilen giris verileri ile egitilmesi
gerekir. Fakat pratikte gerceklesebilecek tiim c¢aligma
kosullarinda veri elde etmek miimkiin olamayabilir. Bu
nedenle miimkiin olan en genis ¢alisma kosullarinda ve
¢ok sayida birbirine yakin giris verileri alinarak en yakin
tahmin elde edilebilir. Agin egitimi sirasinda ¢ikis ile
istenilen sonug arasindaki farkin azaltilmasi i¢in agirliklar
egitim algoritmasina bagli olarak degisir. Ortalama karesel
hata egrisi, egitim iterasyonlar1 boyunca, agin ¢ikis ile
istenilen sonug arasindaki farkin karesini gosterir. Agin
fazla egitilmesi durumunda agin genellestirme yapmasi
zorlagir. Agin egitimini durdurmak icin gegerlilik kriteri
kullanilir.

Sarim arizasinin tespitinde belirli bir hiz ve yiik
durumu gibi dar bir calijma kosulunda giris verisi
almarak sinir a8 egitildiginde, dogru olmayan bir sonug
verebilecektir. (6)da bir asenkron motordaki sarim kisa
devre arizasinin tespitine yonelik ileri beslemeli sinir
aglar1 kullanilmas: onerilmektedir. Buna gore farkh
yiik kosullar1 altinda ¢alisan asenkron motordan alinan
negatif akim bilesenleri ve pozitif gerilim bilesenleri ile
negatif gerilim bilesenini tahmin edebilmek icin bir yapay
sinir ag1 egitilmistir. Daha sonra izleme asamasinda sarim
arizasindan kaynaklanan asimetrikligi tespit edebilmek
i¢in olciilen ve tahmin edilen negatif gerilim bilesenleri
karsilagtirilmigtir. Egitimde kullanilan giris verilerinin
alindig1 calisma kosullarnin digindaki veri kitmesinden,
test verisi alindiginda, ariza tespiti tahmin bagariminin
¢ok distiigli gozlenmektedir. Ancak 6nerilen yontemin
gelistirilmesi ile akim kontrolli gerilim kaynakli
inverter (CCVSI) ile siiriilen motorlarin sarim arizasinin
tespitinde giivenilir sonuglar verebildigi gozlenmektedir.

2. Destek Vektor Makinasiile Siniflandirma

Motor fazlarindan olgiilen akim ve gerilimlerinden
elde edilen ar1za imzalar1ile ar1za tespiti ve ariza siddetinin
belirlenmesinde kullanilan bir diger siniflandirma
yontemi destek vektér makinast (SVM) yo6ntemidir.
Optimizasyona dayali siniflandirma teknikleri arasinda
yer alan Destek Vektor Makinasi (SVM), genellikle veri
madenciligi smiflandirma problemlerinde kullanilan
bir yontemdir. Bu yontem smiflandirmayr dogrusal
veya dogrusal olmayan bir fonksiyon yardimiyla
yerine getirir. Destek vektér makinas1 yontemi, veriyi
birbirinden ayirmak i¢in en uygun fonksiyonun tahmin
edilmesi esasmna dayanmaktadir. Daha ¢ok makina
Ogrenmesi yontemleri arasinda yer alan bu yoéntem
giiniimiizde veri madenciligi alaninda da tercih edilmeye
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Destek Vektor Makinalari
siniflandirma, kiimeleme, yogunluk tahmini ve son

baglanmusgtir. 6grenme,
olarak da verilerden regresyon kurallar1 tiretmek i¢in
kullanilan bir egitme algoritmasidir. SVM™nin teorik
temelleri ilk olarak V. Vapnik tarafindan 1960’1 yillarda
atildiktan sonra ilk olarak 1995 yillinda siniflandirmada
kullanilmustir.  VapniKin teorisi egitim kiimelerindeki
hata ile VC (Vapnik-Chervonenkis) boyutuna gore ifade
edilen hipotez uzaymin karmagikhiginin her ikisini de
kiigitkleyen ¢6ziimiin  bulundugunu gostermektedir
(7). Bu siniflar arasinda bir¢ok dogrunun gizilebilme
ihtimali vardir. Hata toleransini en disiik hale getirmek
i¢in gizilebilecek dogrular arasinda her iki sinifa en uzak
olacak sekilde ¢izilen dogru bulunmalidir.

Sekil 3: Dogrusal Olarak ayrilabilen (ortiismeyen) veri
kiimesi.

Sekil 3’te dogrusal olarak ayrilabilen (drtiismeyen)

veri kiimesi birbirinden dogrusal olarak
ayrilabilmektedir. Kesikli ¢izgi, ayiric1 ¢oklu diizlemi,
diiz cizgiler ise ayirict diizlemden belli bir uzakliktaki
sinirlar1 gostermektedirler. Sinir gizgileri tizerinde kalan
kirmiz1 daire igerisine alinan veriler destek vektorleri
gostermektedir. £, € R" dir. W ayiric1 ¢oklu diizleme

olan dikey (normal) agirlik vektoriidiir, b ise 6n degerdir

b

, wnin Euclidian normudur, H

(bias). [|w
diizlemden orijine dikey mesafedir.

¢oklu

Destek Vektor Makinalariile siniflandirma mantiginin
temeli her iki sinifin u¢ noktalarinda bulunan ve egitme
orneklerinin arasindan secilen destek vektorlerdir.
Ayrica diizlemin optimum olmasiyla genelleme yetenegi
de maksimum diizeyde olacaktir. Fakat bu verileri
iki sinifa aywracak c¢ok fazla sayida ayirici diizlem
bulunmaktadir. Oncelikle bu ayirici diizlem sayist siniflar

aras1 mesafe Olgiisityle sinif genisligi carpimi 1 alinarak
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siniflandirilmigtir. Daha sonra bu ayirici diizlemler
arasinda optimum olaninin bulunmas1 gerekmektedir.
Optimum ayiric1 diizlem ise her iki sinifin en ug verileri
arasindaki mesafenin (iki smnifin destek vektorleri
arasindaki mesafe) maksimum oldugu durumu saglayan
ayirict diizlemdir. Bu ayirici diizlem bahsettigimiz araligin
tam ortasindan ge¢melidir (8). SVM, optimum ayirici
diizlemi bulunurken Once optimizasyon problemini
formiillestirir sonra ikinci dereceli programlama
adr verilen metotlar1 kullanarak ¢6zmektedir. SVM
ogrenme metodu teorik olarak VC boyutu ve yapisal
risk minimizasyonu (SRM) prensiplerine uygun olarak

tasarlanmustir.

Sekil 4, tiim makina 6grenme metotlar1 icin gegerli
olan bir mimaridir. Smiflandirma islemi yapilirken
eldeki verilerin bir kismi egitim igin, kalan kismi ise test
i¢in ayrilir. Clinkii egitme verilerinin, simiflandiricinin
dogruluk tahmininde de kullanilmas: iyimser (gercek
uygulamalara gore daha yiiksek olan ) sonuglar elde
etmemize sebep olur. Bu verilerin birbirine orani
siniflandirma igleminin dogruluk oranini (ayn: zamanda
hata oranini) dogrudan etkilemektedir. Dogruluk oranin
etkileyen bir diger faktér de verilerin sahip oldugu
dagiimdir. Matematiksel olarak SVM, dagilimindan
bagimsiz formiil yapisi {izerine kurulmustur. SVM
tekniginde de 6nce egitim verileri alinip, SVM egitilerek
siniflandirici model olusturulur. Daha sonra ¢ikis
degerini 6nceden bildigimiz test verileri i¢in sistemin
hesaplayacag: ¢ikis degeri gozlemlenir. Sonra bu iki deger
arasindaki farklilik oranina gére SVM’nin siniflandirma
performansi degerlendirilir (8).

Egitim Verisi — Egitim P SVM Simflandirma

Test

Test Vetis] m——)p =P SVM Simiflandirma Bagarisi

Sekil 4: SVM ile siniflandirma mimarisi.

Destek  Vektor
iki durum, siniflandirma yapilirken verilerin lineer

Makinalarinda  karsilasilabilecek

olarak ayrilabilecekleri bir yapida olmasi veya lineer
olarak ayrilamayan yapida olmasidir. Ancak, gercek
yasam problemlerinin biiyitk ¢ogunlugu birgok farkli
bilesenden olusan problemlerdir ve lineer olarak
ayrilmis bir yap1 halinde karsimiza ¢ikmazlar. Lineer
olarak ayrilmig olan veriler arasinda direkt olarak
maksimum smnirm bulunmas: oldukg¢a kolaydir, ancak
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lineer olarak ayrilamayan veriler 6ncelikle lineer olarak
ayrilabilecekleri farkli bir uzaya aktarilmalidirlar (9).

3. k-En Yakin Komsuluk Yontemi ile
Siiflandirma

Siniflandirma teknikleri icerisinde yaygin olarak kul-
lanilan algoritmalardan olan k-en yakin komsu yontemi
(kNN), aradaki mesafeye dayali olarak siniflandirma
yapan bir algoritmadir. Parametrik olmayan bu yéntem en
basit ve yorumlanmasi kolay denetimli makina 6grenme
algoritmalarindan biridir (10). k-en yakin komsuluk
yontemi, n boyutlu 6zellik uzayinda nesneleri siniflandir-
mak ya da tahmin etmek i¢in mesafe olarak kendisine en
yakin komsu 6rneklerini kullanir. k-en yakin komsu yén-
teminde smiflandirma yapabilmek i¢in kag adet en yakin
komsu sayisinin katilacagy, k gibi bir pozitif tam say ile
belirtilir. Eger k=1 ise siniflandirmaya galistigimiz 6rnek,
en yakin komsusunun bulundugu sinifa dahil olacaktir.

Bu yontem kestirim i¢in de kullanilmaktadir. En
yakin komgularin belirlenmesinde segilen o6rnek ile
egitim kiimesindeki 6rnekler arasindaki uzaklik dl¢timii
yapilir. Bu 6lgtimler Euclidean, Manhattan ve Cheyshev
gibi olcim fonksiyonlar1 kullanilarak yapilmaktadir.
Bunlardan en ¢ok kullanilan fonksiyon olan Euclidean
uzaklik fonksiyonu denklem (3)’te gosterildigi gibidir.

dw=|a-bl= (3)

Burada a ve b, n-boyutlu uzaydaki iki nokta ise ara-
larindaki mesafe Euclidean fonksiyonu ile bu gekilde
hesaplanabilmektedir. Bu algoritma test verisi ile egitimi
yapilmis tiim veriler arasindaki mesafelerin hesaplanma-
sint gerekli kilar. Uzaklik mesafeleri en kisadan en uzaga
dogru siralanir, bu siralama ayni zamanda segilen 6rnege
en yakin komsudan en uzak komsuya olan siralamay1
da gosterir. Yontemde, siniflandirma yapilacak verilerin
ogrenme kiimesindeki normal davranis verilerine ben-
zerlikleri hesaplanarak; en yakin oldugu diisiiniilen k
adet verinin ortalamasiyla, belirlenen esik degere gore
siniflara atamalari yapilir. Yani siniflandirmada kullanilan
bu algoritmaya gore simiflandirma sirasinda g¢ikarilan
ozelliklerden siniflandirilmak istenen yeni bireyin daha
onceki bireylerden k tanesine yakinligina bakilmaktadir.
Onemli olan, her bir sinifin 6zelliklerinin énceden net bir
sekilde belirlenmis olmasidir. Yontemin performansin;

o K en yakin komsu sayist,
o Esik deger,

o Benzerlik ol¢titi etkilemektedir (11).
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Buradaki k, 1den biyiik ve genelde tek say1 olarak
segilen bir tam sayidir. K en yakin komsuluk yonteminde
sadece bir tane en biiyitk benzeme degerine degil, k tane
en bityilk benzeme degerine bakilarak sonuca ulagilir.
Secilmis olan k degerinin kiicitk olmasi durumunda
birbirine benzerlikleri yiiksek olan kayitlar bir sinifa
sokulurken, k degerinin biiyliik segilmesi birbirine
benzemeyen kayitlarin ayni simifa sokulmas: hatasini
ortaya ¢ikarabilir.

Bu yontemin avantajlar1 arasinda;

o K-en yakin komsunun ortalamasi alindig1 icin
glriltiili veriden az etkilenmesi,

o Uygulamas! ve anlasilmasinin kolay olmasi,
Dezavantajlar1 olarak;

« En yakin komsularin sayisi olan k parametresinden,
o Segilen uzaklik 6l¢iitiinden oldukgea etkilenmesi,

o Egitim verisinin biiyiik oldugu durumlarda verimli
olmasi sayilabilir.

Ornegin, w,, w, ve w, olmak iizere ii¢ adet sinif oldugu
varsayilsin ve bilinmeyen bir xu 6rnegi siniflandirilmaya
caligilsin. k=5 degerii¢in 5 en yakin komsu incelendiginde
4 adet komsunun w3 smifinda oldugu, 1 adet komgunun
ise w2 smnifinda oldugu goriilmektedir. Baskin olan taraf
w3 oldugu igin x  6rnegi w, sinifina dahil olur ($ekil 5).

w3 W,

»
L4

Sekil 5: K-en yakin komsuluk siniflandirma yontemi.

4. Karar Agaci Yontemi ile Siniflandirma

Karar agac1 yontemi (DT), yorumlanmasinin kolay
olmasi, veri tabani sistemlerine entegre edilebilirligi,
yiiksek giivenirligi gibi nedenlerle siniflama yontemleri
igerisinde yaygin kullanima sahip yontemlerden biridir.

Bu yontem kestirimci ve tanimlayict 6zelliklere sahiptir.
Karar agaci diigiim, dal ve yaprak olarak adlandirilan iig
kisimdan olusan, anlasilmasi kolay bir yontemdir (12).
Bu agag yapisinda her bir degisken bir diigiim tarafindan
temsil edilir. Dallar ve yapraklar aga¢ yapisimin diger
elemanlaridir. Agagta en son kisim yaprak en iist kisim
ise kok olarak adlandirilir. Kok ve yapraklar arasinda
kalan kisimlar ise dal olarak ifade edilir. Baska bir
ifadeyle bir agag yapisy; verileri igeren bir kék digiimi,
i¢ digiimler (dallar) ve ug diigiimlerden (yapraklar)
olusur. Egitim verilerine ait degisken bilgilerinden
yararlanilarak bir karar agaci yapisi olusturulmasinda
temel prensip verilere iligkin bir dizi sorular sorulmasi
ve elde edilen cevaplar dogrultusunda hareket edilerek
en kisa stirede sonuca gidilmesi olarak ifade edilebilir. Bu
sekilde karar agaci, sorulara aldig1 cevaplar1 toplayarak,
karar kurallar1 olusturur. Agacin ilk diigiimii olan kék
dugiimiinde verilerin siniflandirilmas: ve aga¢ yapisinin
olusturulmasi i¢in sorular sorulmaya baglanir ve dallar
olmayan diigiimler ya da yapraklar bulunana kadar bu
islem devam eder.

Karar agaclarinin olugturulmasindaki en o6nemli
adim agactaki dallanmanin hangi kritere veya kistasa
gore yapilacagt ya da hangi degisken degerlerine
gore agac yapisinin olusturulacagidir. Literatiirde bu
problemin ¢oziimit i¢in gelistirilmis ¢esitli yaklagimlar
vardir. Bunlardan en 6nemlileri bilgi kazanci ve bilgi
kazang orani, Gini indeksi, Twoing kurali ve Ki-Kare
olasilik tablo istatistigi yaklagimlaridir. Karar agacinda
bulunan her bir dalin belirli bir olasiligi mevcuttur. Bu
sayede son dallardan koke veya istenilen yere ulasana dek
olasiliklarin hesaplanmasi mimkiindir. Karar dagtimd,
gerceklestirilecek testi belirtir. Bu testin sonucu agacin
veri kaybetmeden dallara ayrilmasina neden olur. Her
digiimde test ve dallara ayrilma islemleri ardisik olarak
gergeklesir ve bu ayrilma islemi iist seviyedeki ayrimlara
bagimlidir. Agacin her bir dali siiflama islemini
tamamlamaya adaydir. Eger bir dalin ucunda siiflama
islemi gerceklesemiyorsa, o dalin sonucunda bir karar
digimi olusur. Ancak dalin sonunda belirli bir sinif
olusuyorsa, o dalin sonunda yaprak vardir. Bu yaprak,
veri lzerinde belirlenmek istenen simniflardan biridir.
Karar agaci islemi kok dagiimiinden baslar ve yukaridan
asagtya dogru yapraga ulasana dek ardigik dagimleri
takip ederek gerceklesir (13). Karar agaci teknigini
kullanarak verinin siniflanmast iki basamakli bir islemdir
(12). 1k basamak &grenme basamagidir. Ogrenme
basamaginda 6nceden bilinen bir egitim verisi, model
olusturmak amaciyla siniflama algoritmasi tarafindan
analiz edilir.
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Ogrenilen model, siniflama kurallar1 veya karar
agac1 olarak gosterilir. Ikinci basamak ise siniflama
basamagidir. Siniflama basamaginda test verisi, siniflama
kurallarinin veya karar agacinin dogrulugunu belirlemek
amaciyla kullanilir. Eger dogruluk kabul edilebilir oranda
ise kurallar yeni verilerin siniflanmasi amaciyla kullanilir
(13). Karar agaclar1 ge¢mis veriye dayanarak yeni
verilerin hangi sinifa ait olduguna, kurallar ¢ikartarak
karar vermektedir. Karar agaci, sorulan sorular ve
alman cevaplar dogrultusunda hareket eder ve sorulan
sorulara alinan cevaplar birlestirerek kurallar olusturur.
Olugan agag bir¢ok “eger-ise”(if-then)den olusan kurallar
biitiiniidiir de diyebiliriz. Soru sormaya verideki hangi
degiskenden baslanacagina karar verildiginde ilgili
degisken agacin kok diiglimini olusturmus olur. Kok
diigtimden baglayarak, cevabi veri tabaninda bulunan
sorular sorulup alinan cevaplara gore yeni digtimler
olusturulmaktadir. Her diigiim kendinden sonra iki veya
ikiden fazla dala ayrilmaktadir. Olusan diigiimden sonra
yeni soru sorulamiyorsa dallanma bitmistir ve bir sinifi
temsil eden yapraga ulasilmustir (14). Sekil 6da karar
agacini olusturan kok diigiim, i¢ digim ve terminal
digiimler gosterilmistir.

Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Sekil 6: Karar Agaci Diyagrami.

5. Rastgele Orman Algoritmasi ile
Siniflandirma

Elektrik motorlarinin stator sarimlar arasi kisa devre
arizasiin tespitinin otomatik olarak yapilmasinda
bir tiir optimize edilmis karar agaci algoritmas: olan
Rastgele Orman (RF) metodu kullanilmistir. L. Breiman
tarafindan (15), tek bir karar agaci tiretmek yerine her biri
birbirinden farkli egitim veri kiimesiyle egitilen birden
fazla, ok degiskenli agacin kararlarinin birlestirilmesini
ongéren  “Torbalama’

yontemi  gelistirilerek ~ RF

algoritmasi elde edilmistir. Bu yontem, birbirinden farkli
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alt egitim veri kiimelerinin olusturulmasinda 6nyiikleme
teknigini, agaclarin gelisimi asamasinda da rastgele 6zellik
secimini kullanir. Torbalama yonteminden farkl: olarak,
agaclarin gelisimi agsamasinda veri kiimesindeki tiim
degiskenleri kullanmak yerine her bir diigiimde rastgele
secilen degiskenler arasindan en iyisini kullanarak her
bir diigiimii dallara ayirmasidir. Burada agaclar rastgele
secilen degiskenlere gore olusturulur. Olusturulan
yeni veri kiimelerinden aga¢ gelisimi islemi de CART
algoritmasma gore yapilir. Ancak RF algoritmasinda
CART algoritmasindaki gibi aga¢ budama islemi
yapilmaz (15, 16often the goals are both to produce an
accurate classifier and to uncover the predictive structure
of the problem. Most machine learning methods, such
as k-nearest neighbors, support vector machines, and
neural networks, are useful for classification. However,
these methods provide no insight regarding the
covariates that best contribute to the predictive structure.
Other methods, such as linear discriminant analysis,
require the predictor space be substantially reduced
prior to deriving the classifier. A recently developed
method, random forests (RF). Aga¢ budama metodu,
aga¢ tabanl siniflandiricilarin performansini olumsuz
etkilemektedir (17training time and wuser defined
parameters. Landsat Enhanced Thematic Mapper Plus
(ETM+). RF algoritmasinda budamanin yapilmamasi
bu yontemi diger karar agaci yontemlerinden daha
avantajli ve tercih edilir hale getirmektedir. Ayrica RF
algoritmasinin diger karar agaci algoritmalarindan daha
hizli, agir1 uyuma karsi dayanikli ve ne kadar istenirse
o kadar agacla ¢alisabilir olmas: tercih edilmesindeki
diger faktorlerdir. Bu dstiin ozelliklerinden ottrii RF
algoritmasi su anki algoritmalar arasinda dogrulugu essiz
bir algoritma olarak tanimlanmaktadir (18). Sekil 7de RF
algoritmasinin daha iyi ifade edilebilmesi i¢in anlagilmas:
kolay bir 6rnek verilmistir. Burada, I={il, i2, i3} giris
ozellik vektort, Th={th1, th2, th3, th4, th5} esik degerleri
vektorii ve P={p1, p2, p3, p4, p5 ve p6} ise tahmin edilen
degerler vektorii olsun. RF tahmin algoritmas: su iig
adimdan olugur.

Tahmin 6l¢iitiintin dogru secilmesi

Veri seti bolitlendirilirken ihtiya¢ duyulan kadar
boliite ayrilmasi

Uygun alt agag algoritmasinin se¢imi

Bu adimlarin dogru uygulanmasi sonucu verilerin
siniflandirmasinin giivenirligi artmaktadir. Bu ¢alismada
uygulanan RF algoritmasi bu Olgiitlere tamamen
uyulmugtur.
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Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Yaprak Diigiim
(Terminal Diigiim)

Sekil 7: Rastgele Orman (RF) Algoritmasi Ornegi.

6. Sonug

Belirli bir ariza durumu igin en iyi ydntemin se¢imine
karar vermek i¢in, makina durum izlemenin avantaj ve
dezavantajlarinin goz Oniine alinmasi gerekir. Makina
durum izleme yontemleri, makinanin kullanilabilirligini,
verimliligini ve  giivenirligini  arttirmak, ayrica
glivenli ¢aliyma imkanmni gelistirmek gibi, avantajlari
saglayabilecegi gibi, durum izleme icin kullanilacak
ekipmanlarin ek maliyeti ve durum izleme sistemi egitimi

i¢in ek maliyet gibi dezavantajlar1 ortaya ¢ikabilmektedir.

Bu ¢aligmada elektrik motorlarinda meydana gelen
arizalarin tespiti icin kullanilan 6riintii tanima ve makine
Ogrenme yontemleri tanitilmistir.
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