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Oz

Son yillarda, bilgisayarlarim donanimindaki teknolojik gelismeler ve makine 6grenme tekniklerindeki gelismeler
nedeniyle, "Biiyiik Veri" ve "Paralel isleme" kullanimi olmak iizere problem ¢6zmek icin iki artan yaklasim vardir.
Ozellikle GPU'lar gibi ¢ok cekirdekli bilgi islem aygitlarinda paralel olarak gerceklestirilebilen Derin Ogrenme
algoritmalarmin ortaya ¢ikmasiyla, bu yaklasimlarla bir¢cok gergek diinya problemleri ¢6ziilebilmektedir. Derin
ogrenme modelleri egitildikleri veri ile smiflandirma, regresyon analizi ve zaman serilerinde tahmin gibi
uygulamalarda biiyiik basarilar gostermektedir. Bu modellerin finansal piyasadaki en aktif uygulama alanlaridan
biri 6zellikle borsada islem goren hisse senetlerinin tahmini islemleridir. Bu alanda amag, pazardaki degisim stireci
hakkindaki hisse senedinin 6nceki giinliik verilerine bakarak kisa veya uzun vadeli gelecekteki degerini tahmin
etmeye calismaktir. Bu ¢alismada, LSTM, GRU ve BLSTM isimli 3 farkli derin 6grenme modeli kullanilarak bir
hisse senedi tahmin sistemi gelistirilip, kullanilan modeller arasinda karsilagtirmali bir analiz yapildi. Spekiilatif
hareketlerden uzak olmasi i¢in veri seti olarak 1968'den 2018'e kadar olan New York Borsasi'ndan hisse senedinin
zaman serisi degerleri kullanildi. Spesifik olarakta IBM hisse senedi ile test calismalari yapildi. Deneysel sonuglar,
hisse senedine ait son 5 giinliik igslem verilerinin girdi olarak kullanildigt BLSTM modeliyle yapilan egitimin
%63,54 liik bir yonsel dogruluk degerine ulasildigini gostermektedir.

Anahtar kelimeler: Biiyiik veri, Makine Ogrenmesi, Derin Ogrenme, LSTM, GRU, BLSTM, Fiyat Ongérme.

Price Forecasting in Stock Exchange with Deep Learning Methods

Abstract

In recent years, due to the technological advances in computer hardware and enhancements in machine learning
techniques, there are two hot research areas in problem solving, the use of "Big Data" and "Parallel Processing".
Many real-world problems can be solved with the use of different Deep Learning algorithms, which can be realized
in parallel with multicore computing devices such as GPUs. Deep learning models show great success in
applications such as classification of raw data, regression analysis and estimation in time series. One of the most
active application areas of these models is “the financial market” which aims a good estimation of stock prices in
the exchange market. In this paper, it is aimed to forecast the short or long term future value by looking at the
previous log data of the stock on the process of change in the market. In this study, a price forecasting system was
developed by using 3 different deep learning models named LSTM, GRU and BLSTM with a comparative analysis
between them. The time series values of the stock were used from the New York Stock Exchange from 1968 to
2018 as a set of data to be free of speculative movements. Specifically, tests were conducted on IBM stock.
Experimental results show that the directional accuracy of 63.54% was achieved with the BLSTM model where
the last 5-day transaction data of the stock were used as input.

Keywords: Big Data, Machine Learning, Deep Learning, LSTM, GRU, BLSTM, Price forecasting.

1. Giris

Modern topluluklarda finansal marketler sadece ekonomik degil sosyal organizasyonlarda da ¢ok dnemli
bir yer almaktadir [1]. Para ve sermaye piyasalarindaki bireysel ve kurumsal yatirimcilarin amaci,
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finansal piyasalarm hareketlerini analiz etmek, piyasanin gidisine goére dogru bir tahmin yapmak ve
ayirdiklar/yonettikleri biitgeyi bu yonde kullanmaktir. Gerek bu analizlerin yapilmasinda gerekse
yatirimlarin yonetilmesinde oncelikli olarak hedef alan Borsalar olarak gdze ¢arpmaktadir. Borsalardaki
hisse senetlerinin hareketleri farkli parametrelere baglidir. Bu parametrelerin uygun sekilde islenmesi
ve daha onceki veriler degerlendirilerek gelistirilen farkli modeller sayesinde gelecek donemlerde hisse
senetlerinin nasil bir hareket izleyeceginin 6ngoriilmesi yatirimeilar i¢in dogrudan para getirisi olan aktif
bir arastirma alanidir.

Yillardan beri, sermaye piyasasindaki oyuncular borsa iizerindeki yatirimlarinda kar1 arttirmak
i¢in farkli yontem ve teknikler kullanmaya caligmuglardir. Bu hareketlerin analiz edilmesi teknik ve
temel analiz olmak lizere iki ana baslik altta toplanmustir: Teknik Analiz ve Temel Analiz [2,3]. Teknik
analiz, gecmis fiyat hareketlerine dayanan gelecekte olusabilecek fiyatlarin tahmini olarak agiklanabilir.
Bu analiz tiirli, FOREX piyasast gibi degisikligin yiiksek oldugu piyasalarda kullanilan analiz
yontemidir ve genellikle kisa vadeli karar almak i¢in kullanilmaktadir. Temel analiz yontemi ise
istatiksel verilere dayanan 6ngérmenin yaninda, finansal, ekonomik, ¢evresel, politik ve diger faktorlere
de dayanarak beklenen fiyat hareketlerini dnermektedir.

Teknik analiz kapsaminda, artan iglem sayisinin yani sira hisse senedi fiyatlarini tahmin etme
girisimleri de uzun zamandir arastirma konusu olmus ve ¢esitli akademik arastirmalarda bazi yontemler
Onerilmistir. Ancak, sonuglar hi¢bir yontemin tek basina istenen basariya ulasmadigini géstermektedir.
Eski modeller biraz daha istatistik tabanli veya benzerlik tabanl yaklasimlardan esinlenmekte ve fiyat
hareketlerinin eski hareketlerle benzerliklerinden yararlanarak bir ongoriide bulunmaktadir. Genel
olarak yatirimcilara tavsiyede bulunmak amagli olarak bir karar destek sistemi olarak gelistirilen bu
sistemlerde, modern bir yaklasim olarak, gegmis verilerin uygun Ogrenme mekanizmalar: ile
egitilmesinin oldukga faydali sonuglar dogurdugu gériilmektedir [4,5].

Bilgisayar bilimi alaminda, bu konuda, sistemin egitimi i¢in farkli 6grenme yaklasimlarini
kullanan, ¢ogunlukla geleneksel makine dgrenme yaklagiminin kullanimina odaklanan ¢ok sayida
calisma vardir. Bununla birlikte, son yillarda bilgisayar donanmimindaki hizli gelismeler ile giigli
bilgisayarlarin yaygin sekilde kullanilmaktadir. Bu sayede bilgisayarlarin, giincel bir ¢alisma alani olan
Biiyiik Veri (Big Data) isleme kabiliyeti de ciddi boyutta artmustir [6, 18]. Gelistirilen modern 6grenme
yaklasimi olan Derin Ogrenme ile farkli ger¢ek diinyadaki uygulama alanlarini kullanmak i¢in en cazip
arastrma alanlarindan biri olarak ortaya ¢ikmaktadir [7]. Daha once gelistirilen standart makine
Ogrenmesi tabanli sistemler, sahip olduklar yiiksek basarim oranlar1 sebebi ile birer birer farkli derin
ogrenme algoritmalar1 kullanilarak yeniden gelistirilmektedir.

Bu ¢alismanin amaci 3 farkli derin 6grenme algoritmasi kullanarak sahip oldugumuz uzun siireli
hisse senetleri verileri ile derin 6grenme tabanli bir Hisse Senedi tahmin sistemi gelistirmektir. Derin
o6grenme modeli olarak kullanilan tekrarlayan sinir aglar1 (Recurrent Neural Network, RNN), bir¢ok
akademik ¢calismada zaman serileri gibi sirali verilerdeki giiclinii kanitlamustir. Sistem iki farkli sekilde
egitilmigtir: 1 glinliik veriye gore, son 5 giinliik veriye gore. Bu egitimde ilgili girdi verileri input olarak
gonderilerek bir sonraki giinkii hisse senedinin degeri tahmin edilmeye galigilmistir. Elde edilen yonsel
dogruluk (directional accuracy) degerine gore hisse senedine al veya sat seklinde komut verilmesi
amaclanmaktadir. Veri seti olarak yaklasik 40 yillik New York Borsasi verileri baz alinarak sistem
gelistirilmistir. Calisma igerisinde farkli RNN mimarileri kullanarak (LSTM, GRU, BLSTM)
performanslarimi karsilastirip en iyi ulagmis oldugumuz sonucu tespit ederek sonug iizerinden kar
hesaplamasi yapilarak elde edilen sonuglar paylasilmistir. Deneysel sonuglar, 6nerilen sistemin tatmin
edici sonuglara ulastigini gostermektedir.

Makalenin geri kalani su sekilde diizenlenmistir. Bir sonraki boliimde, bazi arka plan bilgisi ve
literatiir arastirmalar1 sunulmaktadir. Bolim 3, onerilen sistemin ilgili ayrintilar1 aydinlatmakta olup
ilgili parametreler ile yapilan deneysel sonuglar Boliim 4'te gosterilmektedir. Son olarak, bu ¢calismadan
elde edilen ¢ikarimlar 6zetlenerek makale sonuglandirilmistir.

2. llgili Cahsmalar
2.1. Literatiirdeki caliymalar
Finansal zaman serilerinin tahmini, ekonomi diinyasinda yatirimcilar igin birincil 6neme sahiptir. Son

yillarda, bu alanda yayimnlanan yaymlarda biiyiik bir artis goriigmiistiir. Korcak ve ark. 0'deki literatiir
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taramasinda 6nerdikleri modelde temel olarak A-Trader sistemi denilen sistemde bir satis ve satin alma
stratejisi olusturdugunu gostermektedir. A-Trader, Forex piyasasinda alim satim kararlar1 vermeyi
amaclamaktadir. Bu sistem yiiksek frekansl ticareti destekler. Klasik sinir aglar1 ve derin 6grenme
modeli arasinda karsilastirma yapmak i¢in tahminler incelenmistir. MLP modeli, sigmoid aktivasyonu
ve geri yayllim dgrenme algoritmasi iglevini kullanir. MLP modelinin sonucu tatmin edici degildi; bu
nedenle daha karmasik bir model gelistirilmeliydi. Sonug olarak, A-Trader sisteminde Evrigimli Sinir
Aglarma (Convolutional Neural Network, CNN) dayanan ag mimarileri kullanilmistir. Diger modellerle
karsilastirildiginda, CNN en iyi hata oranina sahip olarak, bu proje CNN'in bu model i¢in MLP'den daha
iyi oldugunu gostermistir.

Internet ve bilgisayar teknolojilerinin hizl1 biiyiimesiyle, borsada islem frekansinin saniyeler
icinde arttig1 goriilmiistiir. Zhou ve ark. 0 yiliksek frekansli stok tahminini yapmak i¢in egitim icin LSTM
ve CNN'yi kullanan genel bir gergeve Onermistir. Bu ¢aligma, tahmin hatasi kaybin1 ve yon tahminini
ve basaril ters tahmin sonuglar iiretmek i¢in bu tahmin kayiplarini birlestirmede verimli ters egitimin
basarili bir sekilde kullanilabilecegini gostermektedir.

Veri sayisi arttikca, saniyede Urettigimiz veriler hizla artiyor, bazi yazarlar Derin Sinirsel bir ag
sistemi uyguladilar 0. Bu caligmada veri kiimeleri, bir tik bir (tick by tick) faaliyete karsilik gelen
verilerinden olugmaktadir. Bir iglem, bir teklif veya fiyat veya baska bir faaliyet olabilir. Giinde yaklagik
14 milyon veri noktasi sistemlerinde kullanilmaktadir. Rapor, modellerinin performansini tahmin
dogrulugunun yani sira tam giin islem simiilasyonlar1 igin 6ngorii hizina dayali olarak da analiz
etmektedir. Bu arastirmada, gergcek zamanli olarak Ongdriilerde bulunurken her bir iiriiniin model
agirliklarini paralel olarak giincellemeye devam etmek igin yeterli hesaplama giiciine sahip olmanin
Onemi agike¢a belirtilmistir.

Arevalo ve ark. 0'de oldugu gibi bir¢ok ¢alisma, mevcut ¢alismalarin yani sira, derin sinir
aglarma (Deep Neural Network, DNN) dayali yiiksek frekansli bir strateji sunmaya odaklanmaktadir.
DNN tahminleri, bir sonraki tahmini nihai kapamnis fiyatinin altinda veya tstiinde olup olmadigina baglh
olarak alma veya satma kararmi veren bir mal alim satim stratejisi olusturmak i¢in kullanilmistir.
Mevcut en iyi DNN, %66 dogruluk oranina sahiptir. Calismada geri yayilim algoritmasi kullanilmigtir.
Bu arastirma, geri yayilim algoritmasinin asil sorunu olan gizli katmanlardan gecerken hatayi katlanarak
seyreltme probleminin tistesinden gelmeyi amaglamaktadir. Bu nedenle, bu proje DNN'lerin potansiyel
bir ¢6ziim sunabilecegini gostermistir.

Bazi yazarlar ise 2 Boyutlu Evrisimli Sinir Aglar1 modelini kendi sistemlerini egitmek icin
tercih etmislerdir 0. Bu kapsamda sadece hisse senedi fiyat1 gibi teknik 6zelliklerin yani sira, bazi temel
ozelliklerde girdi olarak sisteme verilerek 2 boyutlu bir evrisim siirecinde sistem egitilmis ve
calistirilmigtir.  Sistem 2 siuflt ve 3-siifli olacak sekilde calistirilmistir. 2 siifli yapida sadece “Al-
Sat” komutlart iiretilmis, 3 sinifl yapida ise “Al-Tut-Sat” komutlart tiretilmis ve sistem basarimlar1 ona
gore alimmustir. Buna gore en iyi basarim degerlerinin 2 smifli “Al-Sat” smiflandirmasi ile %78,46 gibi
oldugu ifade edilmektedir.

Borsa verilerinden asil verimi elde etmek icin kisa siireli tahmin yapmak 6zellikle dinamik
kullamcilar i¢in 6nem arz etmektedir. Ozellikle bir giin icerisindeki “Al-Sat” komutlariyla kazang
saglamak isteyen yatirimcilar farkli makine 6grenmesi algoritmalar1 kullanarak bu amaglarina ulagsmaya
calismislardir [15, 16]. Ancak bu tip siniflandirma yapma islemlerinde yeterli performans gostermekte
zorluklarla karsilasiimasi kagimilmazdir. Karar verme siirecindeki ozellik sayisini artirmak, dogru
tahminde bulunma olasiligin artiracaktir. Ancak gercek zamanl verilerde bu doniisiimiin yapilmasi
islem yogunlugunu da ciddi boyutta artiracagi dngoriilmektedir. Bu nedenle kendi ¢alismamizda da daha
somut sonuglarin kullanilmasi agisindan giinliik verilerin kullanilmasi tercih edilmistir.

2.2. Makine 68renmesi

Makine 6grenmesi (Machine Learning) yapay zekanin bir alt kiimesidir. Makine 6grenmesinin temel
amaci, bazi durumlarda durumu insandan veya insandan daha iyi olarak tespit etmek, algilamak ve
ogrenmektir. Makine 6greniminin kilit noktalarindan biri insan etkilesimini en aza indirerek daha
yiiksek performans elde etmektir. Bu karar1 verirken veri kaliplarmi ve yapilarii analiz edebilen ve
yorumlayabilen bilgisayar bilimi alanidir. Makine 6§renmesi i¢in verileri analiz etmek ve bu analizlerle
sonu¢ ¢ikarmak icin bir algoritma gerekir. Giiniimiizde gelistirilmis olan bir¢ok algoritma
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bulunmaktadir. Bunlardan bazilar, ANN, SVM, DTR, KNN’dir. Herhangi bir makine 6grenme
algoritmasi kullanilmadan 6nce egitim verilerine en uygun modeli bulmak gerekmektedir.

2.3. Derin 6@renme

Derin Ogrenme, beynin yapisindan ve Yapay Sinir Aglar1 denilen islevlerinden ilham alan bir tiir makine
Ogrenme algoritmasidir. Biyolojik noronlarda oldugu gibi, yapay néronlar giris sinyallerini alir, bu
sinyaller toplanir ve islenmis ve ¢ikiglara iletilir.

Ozellikle internetin gelismesiyle birlikte dijital ortamda her saniye milyonlarca veri biiyiik
boyutlarda iiretiliyor ve depolanmaktadir. Sekil 1’den de goriilecegi iizere, egitim i¢in kullanilan veri
miktar1 arttikga, klasik makine 6grenme algoritmalarinin biiyiik verilerle basa ¢ikmada performansi
yeterli olmamigtir. Makine 6grenmesi algoritmalar1 gerek hizli ¢caligmasi gerekse hizli sekilde iyilesme
saglasa da giliniimiizde internetin yaygin kullanimu ile birlikte ulasilabilen veri boyutu artmistir. Hizli
sonuca ulasmaktan ziyade ulasilan sonucun performans degerinin daha iyi olmasi énem kazanmustir.
Derin dgrenme sistemleri ise bu biiyiik verileri etkili bir sekilde kullanarak verimli sonuglar elde
edebilmektedir. Diger alanlardan farkli olarak, Derin 6grenme siniflandirma 6zelliklerini ve gérevlerini
dogrudan veriden gerceklestirmeyi 6grenir. Baz1 modellerinde ilgili 6zelliklerin ¢ikarilmasina ihtiyag
duyulmadan dogrudan egitim yapabilme olanagi bulunmaktadir. Derin 6grenme modelleri, insan
diizeyinde 6grenmeyi basarmak ve hatta bu seviyeyi agmak icin farkli ve ¢ok sayida ¢ok sinir agi
mimarisi kullanilarak egitilebilir.

Derin Ogrenme

Kiasik Ofirenme

Performans

Egitim Verisi Miktar:

Sekil 1. Makine Ogrenmesi ve Derin Ogrenme Karsilastirmasi

Derin aglar, sistemin yliksek kaliteli GPU'lar kullanarak biiyiik verilerle egitilmesine izin verir.
Sonug olarak, derin 6grenme icin {ist diizey donanima ihtiya¢ vardir. Bu yaklagim, Hata! Basvuru
kaynagi bulunamadh. 'da kullanildig: gibi 6zellikle biiyiik veri analizi tipi problem ¢6zme i¢in en uygun
segenektir.

3. Onerilen Sistem

Bu caligmada, onerilen yontemin performansim IBM hisse senedi fiyatlarindan toplanan verilere
dayanarak degerlendiriyoruz. IBM’e ait gegmis verilerin kullanilarak gelecekteki 300 giin i¢in sirketin
stok degerini 6ngdren bir sistemin fakli derin 6grenme modelleri kullanilarak zaman serisine en uygun
olan modeli tespit etmek amaglanmigtir. Calismamizda Uzun-Kisa Vadeli Bellek (Long Short Term
Memory-LSTM), Cift yonlii LSTM (Bidirectional LSTM-BLSTM) ve Kapih Tekrarlayan Hiicre (Gated
Recurrent Unit-GRU) mimarileri kullanilmigtir. Gelistirilen sistemde kullanilan ana bilegenler ve veri
seti bilgileri asagida detaylandirilmstir.

3.1. Veri seti

Bu ¢aligmadaki veriler 2 Ocak 1968'den 9 Nisan 2018'e kadar olan NYSE, NASDAQ ve NYSE MKT'de
islem goren ABD merkezli hisse senetlerinin tamamu i¢in giinliik fiyat verilerinden olugsmaktadir. Veri
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girisi olarak, gelistirmis oldugum 3 mimaride de son 5 giinliik degerleri igeren 15 6zellik kullanmig
bulunmaktayiz. Toplam 12.648 islem giinii bulunmaktadir. Elimizdeki son 300 veriyi daha sonra test
asamasinda kullanabilmek i¢in iglemedik. Bu ¢aligmada veri setinde 1968 ile 2018 arasinda giinliik hisse
senedi fiyatlar1 igeren Orneklem biiyiikliigii Biiyiik Veri olarak adlandirilacak kadar biiylik
sayllmamigtir.

Tablo 1. Veri Setindeki Siitunlarin Tanimi

SUTUN ADI TANIMI

TARIH ISLEM GUNU

ACILIS ACILIS FIYAT DEGERI

KAPANIS KAPANIS FIYAT DEGERI

DUSUK GUN ICERISINDEKI EN DUSUK FiYAT DEGERI
YUKSEK GUN ICERISINDEKI EN YUKSEK FiY AT DEGERI

Bu caligmada sunulan verilerin degerlendirilmesi, bunun derin &grenme algoritmalariyla
yeterince dogru bir ¢dziim bulmak icin yeterli oldugunu gostermektedir. Bu veri setinde, Tablo 1'de
gosterildigi gibi veri setimizde, sistemimiz lizerinde ¢alisacak 5 6zellige sahibiz. Ancak son giine ait
hisse senedi verisi ile tahmin pek gercek¢i sonug vermeyebilecegi 6ngoriilmektedir. Bu nedenle ayni
verinin ¢ogullanarak, yani son birka¢ giinliik veriler yan yana getirilerek yeni bir girdi verisi
olusturmanin daha gergek¢i sonuglar verebilecegi ongoriilerek veri seti 5 giinlilkk veri setini tutacak
sekilde yeniden olusturulmustur.

3.2. Kullamlan derin 6@renme yaklasimlar:

Tekrarlayan sinir aglar1 (Recurrent Neural Network, RNN); climleler, ses, miizik ve zaman serisi verileri
gibi sirali verileri modellemek i¢in kullanilir. Ana fikir sirali bilgi kullanmaktir. Geleneksel bir sinir
agindaki tiim girdi ve ¢iktilarin birbirinden bagimsiz oldugunu sdyleyebiliriz. Tekrarlayici olarak
adlandirilmalariin nedeni, bir dizinin her eleman1 i¢in ayn1 gérevi tekrar tekrar ger¢eklestirmeleridir.
Bu yapiy1 agiklamanin bagka bir yolu, su ana kadar neyin hesaplandig1 hakkinda veri toplayan "hafiza"
tagimalaridir. Sekil 2'de gosterilen diyagram tam bir aga ac¢ilan RNN yapisin1 gostermektedir [17].

U Unfold U U _U

Sekil 2. RNN Semasi

LSTM yapilari, yok etme / somiirme (vanishing gradient) sorununun iistesinden gelmek i¢in
gelistirilmistir. Bu problem tekrarlayan sinir ag1 modellerini egitmek i¢in diger modellerden daha zor
bir siirectir. Bir siire sonra, RNN'den gecen her adimda bilgi kaybedildiginden, RNN ilk girisi
"unutmaya" baglama problemi ile ylizlesir. Zaman serilerinin uzunluguna bagh olarak, bu problemin
karmasiklig1 artis gostermektedir. Bu sorunlardan dolay1 aglarimizda bir ¢esit “Uzun Siireli Bellek”
gerekmektedir.

Karmagik problemlerde, katman sayisi daha biiyiik olmalidir. Bununla birlikte, bu tiir
modellerde istenmeyen sonuglar elde edilebilir. Modelin ilk katmanlarin1 6grenmek yavastir ve sonraki
katmanlar1 6grenmek kolaydir. Aksine, modelin ilk katmanlarmin hizli oldugu ve bir sonraki
katmanlarin 6grenilmesinin yavas oldugu durumlar da exploding gradient olarak adlandirilir. Bu gibi
durumlar, modelin beklenen sonuglar1 yakalamamasina neden olur. LSTM katman yapilar1 bu gibi
problemleri ¢6zmek ve tekrarlayan yapay sinir agi modellerini dogru sekilde olusturmak icin
gelistirilmistir.
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Noronlarin kendi hafizasina sahip oldugu LSTM katmanlarinda, gegmis zaman verileri Sekil
3'te gosterilen modelin gelisim siirecinde saklanir ve kullanilir. Egitim siirecinde, bellekte saklanan
verilerin sekillendirilmesi saglanir. Bu sekilde, eski veriler bile yeni verilerle etkilesime girer ve daha
etkili sonuglar iireten bir ag yapisi olusturur [17].

TEAC

Sekil 3. LSTM Semasi.

BLSTM yap1 ve baglantilar ¢ift yonlii olarak Sekil 4'te gosterilmistir. Birim zaman iginde
ilerleyen, onceki gosterimlerden 6grenen ve gelecekteki gosterimlerle ileri geri 6grenmemize yardimei
olan iki tiir baglant1 vardr.

“.—_ﬁ—n ﬂ:ﬁ:.
® ® o 3

Sekil 4. Bidirectional LSTM Semast

Ileri yayilim iki farkli sekilde yapilir:
* Soldan saga hareket ediyoruz, ilk adimdan basliyoruz ve degerleri son zamana kadar hesapliyoruz.
* Son adimdan baslayarak sagdan sola dogru hareket ederiz, ilk adima ulasana kadar degerleri hesaplariz.

GRU’da gecitli bir yineleme {initesi, bir giincelleme portu ve bir sifirlama kapist kullanilir.
Glincelleme gecidi, gegmisten gelen bilgilerin ne kadarmin gectigine karar verirken sifirlama ge¢idi,
gecmisten gelen bilgilerin ne kadarinin atildigina karar verir.

Sekil 5°de Zt, giincelleme ge¢idi islemini temsil eder, bu nedenle ge¢gmise hangi degerlerin
gecilecegine karar vermek icin bir sigmoid iglevi kullanilir. ht, 6nceki zaman adimindan ve mevcut
zaman adimindan birlestirilen rt degerlerini birlestirdigimiz sifirlama geg¢idi islemini temsil eder. Bu,
atmak istedigimiz degerleri 6nceki adimlardan tiretilmektedir

4. Bulgular ve Tartisma
Onerilen model, asagidaki 6zelliklere sahip olan donanim ve yazilim i¢erisinde gelistirilmistir. Donanim
Bilesenleri: 9 MB Onbellek, Intel 8 ¢ekirdekli, 8 GB RAM ve Ekran karti ile 2.3 GHz islemci 4 GB

GDDRS5 nVIDIA® GeForce® GTX1050 128-Bit DX12. Programlama Dili: Python (v.3.5.2), makine
Ogrenim gorevleri i¢in olan kiitiiphanelerinden dolayi seg¢ilmistir.

h.]>
AEy

Sekil 5. GRU Semasti

Xt
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Tlmlesik gelistirme ortami: Gelistirme ortami olarak PyCharm (3.6) tercih edilmistir ve caligma
ortam1 Anaconda modiilleri ile genisletilmistir. Makine Ogrenimi ve Destekleyici Kiitiiphaneler: Keras.
Onerilen borsa tahmin modeli, Python'da Tensorflow arka planli Keras kiitiiphanesi kullamilarak
gelistirilmistir. Ongdrme performansim degerlendirmek istedigimiz hedef deger olarak "kapams" degeri
ozelligi kullanilmistir. Veriler glinliik degisimlere odaklanarak iglenmistir. Veri seti, egitim verileri ve
test verileri olmak {izere iki boliime ayrilmistir.

Zaman serisi tahmin performans oOl¢iimleri, tahmin yapmasi beklenen tahmin modelinin
kapasitesi hakkinda temel bilgiler saglamaktadir. Bu tip problemler standart bir siniflandirma modeli
gibi dogru ve yanlis seklinde siniflandirilamadigi i¢in standart bagarim (accuracy) degerinin haricinde
kriterler kullanilmasi gerekmektedir. Calismada kullanilmis olan mimarilerin performanslarini analiz
etmek i¢in kullanilan hata dl¢imleri modelleri olan Kok Ortalama Kare Hata- Root Mean Square Error
(RMSE), Ortalama Kare Hata-Mean Squared Error (MSE), Ortalama Mutlak Hata -Mean Absolute
Error (MAE) ve Yonsel Dogruluk-Directional Accuracy (DA) nin formiilleri sirasiyla Denklem 1-4'te
gosterilmistir.

n-1
1
RMSE = |~ " (3, = 1) @
i=0
1 n—1
N2
MSE = "(y,-3, @
i=0
n—1
1 A
MAE == "|y, -3, ©
i=0
(GP + GN)
DA (4)

~ (GP + GN + YP + YN)

Modelimiz sadece “AL” ya da “SAT” karar1 verecegi i¢i 2*2 boyutunda bir matris
olusturulmustur. Denklem 4’te kullanilmig olan degerler Tablo 2°de gosterilen matriste hesaplanmig
olan Gergek Pozitifler (GP), Gergek Negatifler (GN), Yanlis Pozitifler (YP) ve Yanlis Negatifler (YN)
degerlerdir.

Tablo 2. Karmasiklik Matrisi (Confusion Matrix).

Negatif Tahmin Pozitif Tahmin
Gercek Negatif GN YP
Gergek Pozitif YN GP

3 fakli derin 6grenme modeli Onerilen sistem {izerinde test edilmistir. Kullanilan modeller ve
parametreler Tablo 3’te gosterilmektedir.
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Tablo 3. Kullanilan Modeller ve Parametreler

Derin Ogrenme
modeli

Kullanilan Parametreler

LSTM Tek Katman

128 neurons, activation=sigmoid, optimizer=rmsprop, dropout= 0.2

Toplam U¢ Katman
GRU Birinci Katman (64 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

Ikinci Katman (16 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

Ugiincii Katman (64 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

Toplam U¢ Katman
BLSTM Birinci Katman (64 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

Ikinci Katman (16 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

Ugiincii Katman (64 neurons, activation=tanh, optimizer=adam, dropout= 0.2)

5 giinliik veri girisine gére LSTM mimarisi 100 iterasyon egitilmis olup elde edilen gercek fiyat
ve tahmin grafigi Sekil 6'da, kullanilan 300 giinliikk test verisine gore elde edilen sonuglarla
sunulmaktadir. Burada gosterilen siyah grafik takip edilen hisse senedinin gergek degerini, kirmizi
grafik ise yapilan tahmin degerini gdstermektedir. Onemli olan kirmiz veya siyah grafigin yukarida veya
asagida olmasindan ziyade, o giin igerisinde verilen “al” veya “sat” kararidir. ilgili kararin dogru verilip
verilmedigine gore “yonsel dogruluk” degerine ulasiimaktadir.

140
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Sekil 6. LSTM Test verileri.

Bu verilere gore elde edilen karmasiklik matrisi degerleri Tablo 4’te sunulmakta olup bu
degerlerden % 57,52 lik bir basarim oranina ulasildig1 goriilmektedir.

Tablo 4. LSTM Karmasiklik Matrisi

Negatif Tahmin

Pozitif Tahmin

Gergek Negatif

23

4

Gercek Pozitif

123

149

5 giinliik veri girigine gére GRU mimarisi 100 iterasyon egitilmis olup elde edilen gercek fiyat
ve tahmin grafigi Sekil 7'de, kullanilan 300 giinliikk test verisine gore elde edilen sonuglarla

sunulmaktadir.
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Sekil 7. GRU Test verileri.

Bu verilere gore elde edilen karmasiklik matris degerleri Tablo 4’te sunulmakta olup bu
degerlerden % 52,17 lik bir basarim oranina ulasildig1 goriilmektedir.

Tablo 4 GRU Karmagiklik Matrisi

Negatif Tahmin Pozitif Tahmin
Gercek Negatif | 31 28

Gergek Pozitif 115 125

5 giinliik veri girisine gére BLSTM mimarisi 100 iterasyon egitilmis olup elde edilen gerg¢ek
fiyat ve tahmin grafigi Sekil 8'de, kullanilan 300 giinliik test verisine gore elde edilen sonuglarla
sunulmaktadir.

1BM Stock Prce
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Sekil 8. BLSTM Test verileri.

Bu verilere gore elde edilen karmasiklik matris degerleri Tablo 6’da sunulmakta olup bu
degerlerden % 63,54 lik bir basarim oranina ulasildig1 goriilmektedir.

Tablo 6. BLSTM Karmasiklik Matrisi

Negatif Tahmin

Pozitif Tahmin

Gercek Negatif

73

36

Gergek Pozitif

73

117

Bir test senaryosu olarak, oncelikle sistemimizi farkli mimariler ile egittik ve gercek stok
verilerini ongoriilen degerle karsilastirarak hata 6lgiim formiillerimizi kullanarak tahmin dogrulugunu
kontrol ettik ve kullanmis oldugumuz mimarileri karsilastirdik.

Son olarak, yapilmis olan testlerin bazi performans sonuglar1 Tablo 7°de kisaca gosterilmistir.
Bu tablodan goriilebilecegi gibi ulasilan degerler tiim mimariler i¢in kabul edilebilir ve Onerilen
modeller baz1 ger¢ek diinya durumlarinda kullanilabilir. Ancak bizim i¢in yon tahmin etme konusunda
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en 6nemli olan DA’nin en iyi sonug¢ verdigi mimarimiz olan BLSTM bizi en yiiksek kar marjina
gotiirebilecegi asikardir.

Tablo 7. Performans Degerleri (5 giinliik girdi i¢in)
EGiTim

MIMARI L RMSE MSE MAE DA(%)
SURESI (DK)

LSTM 60 0,01 0,0001 0,004 57,52

GRU 142 0,03 0,0006 0,015 52,17

BLSTM 195 0,01 0,0001 0,010 63,54

Bundan dolay1, bir gergek hayat 6rnegi olarak BLSTM modelimiz tarafindan verilen alim satim
kararlar1 sonucunda ne kadar kar elde ettigimizi belirlemek i¢in kullanicinin iglem yapmak i¢in
$100.000'1k bir biitge ayirmis olmasi varsayilmistir. Eger tahmin edilen karar ve gergekte verilmesi
gereken karar ayni ise kar elde edilecek, eger tahmin ve gergek karar ayni olmazsa zarar elde edilmis
olarak hesaplanacaktir. Kar ve zarar hesab1 giinliikk olarak alinan kararlara gore, kullanicinin tahmin
edilen deger aninda iglem yapmis ve bir sonraki tahmine gectiginde islemi kapatmis olmasi seklinde
hesaplanacaktir. Her tahmin aninda yeni bir islem baglatmig olmasi ve biitiin bakiye ile islem yapilmasi
beklenecektir.

Yukarida bahsedilen deneysel testler 5 giinliik verinin analizi iizerinden yapilmstir. Ancak daha
kisa siireli (0rnegin 1 giinliik) veri {lizerinden egitilen sistemin nasil sonug¢ verdigi de Ol¢iilmek
istenmistir. Bu degerlendirme sonucunda ulasilan performans degerleri Tablo 8’de sunulmaktadir.

Tablo 8. Performans Degerleri (1 giinliik girdi igin)

MiMARI SUIIEXE;?(]\I/D[K) RMSE MSE MAE  DA(%)
LSTM 32 0.01 0.00007 0,004 61,32
GRU 50 0.02  0.0004 0,013 55,78

BLSTM 78 0.02  0.0002 0,009 54,70

Elde edilen sonuglara gére 5 giinliik girdi ile egitilen sistemin ortalama olarak daha iyi tahmin
performansi oldugu goriilmektedir. Rakamsal bir karsilagtirma olmas1 agisindan BLSTM modelinde 1
giinliik veri girisi yapilarak calistirilmis ve Tablo 9’de bulunan sonuclar elde edilmistir. Bu 6rnek
caligtirim sonucuna gore 10 giin sonunda yalmzca %2,86 kar saglandig: goriilmektedir.

Karsilagtirma olmasi agisindan ayni tarih araligi icerisinde BLSTM modeli 5 giinliik veri girisi
yapilarak calistirilmis ve Tablo 10°de bulunan sonuglar elde edilmistir. Bu 6rnek ¢alistirim sonucuna
gore 10 giin sonunda yalnizca toplamda %13,47 kar getirisi olmusgtur.

Tablo 9. 1 Giinliik veri girisi ile 10 giinliik kazang tablosu.
GERCEK  ONGORULEN ONGORULEN  AsIL

. g . . BAKIiYE

DEGER DEGER iISLEM ISLEM

148,89 161,537 AL AL 100.000,00
153,37 161,937 AL AL 103.008,93
151,91 163,717 AL SAT 102.028,34
152,52 162,518 AL AL 102.438,04
153,43 162,975 AL AL 103.049,23
150,07 162,731 AL SAT 100.792,53
149,85 159,242 AL SAT 100.644,77
154,12 160,832 AL AL 103.512,66
154,03 163,840 AL SAT 103.452,21
150,57 163,155 AL SAT 101.128,35
153,15 162,999 AL AL 102.861,17

Elde edilen degerler incelendiginde Yonsel dogruluk degerlerinin farkli makine 6grenmesi
uygulamalarinda karsilasildigi gibi % 80-90’larda olmadigi goriilmektedir. Tasarlanan sistem bir karar
destek sistemi olarak gelistirilmis olup karar vericiye parametrik destek saglamasi amaglanmaktadir.
%S55°1ik basarimi bile gdz oniine aldigimizda bu verinin toplam (cumulative) hesaplamada ciddi kar
ortaya koyacagl goriilmektedir. Zaten para piyasasi gibi mali konular {izerinde gelistirilecek bir
uygulamada ¢ok fazla girdi oldugu, sadece teknik analiz degil temel analiz faktorlerinin de etkisinin
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g6z0Oniine alinmas1 gerekmektedir. Bu anlamda gelistirilen sistemin basarili sonuglar verdigi, deneysel
caligmalar ile ortaya konmustur.

Tablo 10. 5 Giinliik Veri G1r1$1 ile 10 giinliikk kazang tablosu.
GERCEK ONGORULEN ONGORULEN  AsIL

DEGER DEGER ISLEM IsLEm BAKIVE

148,89 152,107 AL AL 100.000,00
153,37 152,345 AL AL 103.008,93
151,91 152,999 SAT SAT  103.998,95
152,52 152,603 AL AL 104.416,56
153,43 151,925 SAT AL 103.797,26
150,07 151,606 SAT SAT 106.121,23
149,85 151,126 AL SAT  105.965,66
154,12 151,0482 AL AL 108.985,17
154,03 153,1418 SAT SAT  109.048,85
150,57 152,135 SAT SAT 111.554,72
153,15 151,951 AL AL 113.466,20

5. Sonuc ve Oneriler

Borsalarda dogru tahminler yapmak, finansal zaman serilerinin lineer olmayisi nedeniyle karmasik bir
islemdir. Bu alandaki bazi arastirmacilar, hisse senedi fiyatlarmin rastgele bir yiriyiis seklinde
davrandigimi séylemektedirler. Ancak, teknik analistler, baz1 giincel degerler dikkate alinarak
gelecekteki fiyatlarin bir sekilde tahmin edilebilecegi konusunda 1srar etmektedirler. Bu yazida, derin
O0grenme yaklasimlarindan olan LSTM, GRU ve BLSTM modelleri ile gelecekteki degerleri tahmin
etmek i¢in 2 Ocak 1968'den 9 Nisan 2018'e kadar degisen genis ¢apli bir borsa NYSE, NASDAQ ve
NYSE MKT'ye uygulanmaktadir. Onerilen mimarilerinin kullanilmasiyla, piyasamn bazi gizli
dinamikleri yakalanabilir ve etkili tahminler miimkiin olabilecegi goriilmiistiir. Onerilen modeller
arasindan 5 giinliik girdiler ile egitilen BLSTM %63,54°liikk yonsel dogruluk oram ve 0,01’lik RMSE
degeri ile en iyi sonucu vermis, 10 giiniin sonunda %13,47 kar getirdigi tespit edilmistir.

Gelecekteki calisma olarak, daha dogru tahminler yapmak icin bazi yeni 6zellikleri gbz oniinde
bulundurmayr hedefledik. Ek olarak, sistemin verimliligini artirmak igin bazi optimizasyon
algoritmalar1 kullanilarak bazi parametre degerleri ayarlanabilir mimarilerinin kullanilmasiyla,
piyasanin bazi gizli dinamikleri yakalanabilir ve etkili tahminler miimkiin olabilir. Sistem
performansinin daha da artirilabilmesi icin daha biiyiik verilerin kullanilmasi fayda saglayacaktir.
Biiyiik verilerin islenmesi ve egitim siiresinin kisaltilmasi i¢in paralel platformda sistemi ¢alistirmak
icin sistem 0 'de belirtildigi gibi GPU tabanli hesaplama ortamlarina aktarilabilir.

Yazarlarin Katkisi

G. SISMANOGLU, F. KOCER ve M.A. ONDE ¢aligmanin igerik tasarimina, verilerin toplanmast,
sistemin ge.l'istirilmes@ne, test sonuglarimin analiz ve yorumuna, makalenin hazirlanmasina katki
sunmustur. O.K. SAHINGOZ ¢alismanin igerik tasarimina, kullanilacak algoritmalarin belirlenmesine,
makalenin diizeltilmesine ve makalenin son haline gelmesine katki sunmustur.

Cikar Catismas1 Beyam

Yazarlar arasinda herhangi bir ¢ikar ¢atigmasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam

Yapilan caligmada, arastirma ve yayin etigine uyulmustur.
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