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Öz 
Tüp bebek tedavisi başarı olasılığının henüz tedavi başlamadan 
belirlenmesi hastalar ve klinisyenler açısından önem 
taşımaktadır. Yapay zeka tabanlı klinik karar destek sistemleri, 
geçmiş tedavi verilerini analiz ederek yeni tedavilerde gebelik 
sonucunun tahmin edilmesine olanak sağlar. Bu çalışmada, tüp 
bebek tedavisine başlayacak hastaya ait öznitelikler 
kullanılarak pozitif gebelik olasılığını hesaplayan bir model 
geliştirilmiştir. Çalışmada kullanılan veri kümesi Yeditepe 
Üniversitesi Hastanesi Tüp Bebek Kliniği’nde 2013-2019 
yılları arasında gerçekleştirilen 1154 adet tedavi siklusuna ait 
elektronik sağlık kayıtlarından oluşmaktadır. Veri kümesi 
üzerinde beş farklı sınıflandırma yöntemi (Destek Vektör 
Makineleri, Çok Katmanlı Algılayıcı, Rastgele Orman, Aşırı 
Gradyan Artırma ve Hafif Gradyan Artırma) 5-katlı çapraz 
doğrulama yöntemi kullanılarak karşılaştırmalı olarak 
incelenmiştir. Gebelik sonucu tahmininde en yüksek 
sınıflandırma performansı Destek Vektör Makineleri yöntemi 
ile elde edilmiş (AUC=0.70) ve sınıflandırma olasılık 
sonuçlarında karar eşik değerinin optimizasyonu ile tahmin 
doğruluğu daha da iyileştirilerek gebelik sonucunun %71.7 
Doğru Pozitif ve %59.4 Doğru Negatif oranı ile tahmin 
edilmesi sağlanmıştır.                        
Anahtar Kelimeler: klinik karar destek sistemi, yapay zeka, tüp 
bebek tedavisi 

Abstract 
In in vitro fertilization (IVF) treatment, it is important for 
patients and clinicians to determine the success probability of 
the treatment before it begins. Artificial intelligence-based 
clinical decision support systems provide the opportunity of 
estimating pregnancy outcome in new treatments by analyzing 
past treatment data. This study presents a model developed to 
predict the positive pregnancy outcome using patients’ 
features. Data set used in the study consists of 1154 treatment 
cycles performed in Yeditepe University Hospital IVF Clinic 
between 2013-2019. Five different classification methods 
(Support Vector Machine, Multi-Layer Perceptron, Random 

Forest, Extreme Gradient Boosting, Light Gradient Boosting) 
are applied using five-fold cross validation method and 
analyzed comparatively. Among five classification methods the 
one with highest performance was Support Vector Machine, of 
which AUC could reach 0.70 and by optimizing the decision 
threshold value of the classification probabilities, accuracy of 
pregnancy prediction is improved as 71.7% True Positive and 
59.4% True Negative.  
Keywords: clinical decision support system, artificial 
intelligence, IVF treatment 

1. Giriş   

Yapay zeka tabanlı karar destek sistemleri, daha önce 
uygulanmış çeşitli tedavi yöntemlerinin sonuçlarının ve “büyük 
veri” boyutlarındaki klinik veri tabanlarının analizi ile hastaya 
en uygun tedavinin belirlenmesini hedeflemektedir [1]. Bu 
sistemlerin uygulanması ile kanser, bağışıklık sistemi 
hastalıkları, nörolojik hastalıklar gibi tanısı çok sayıda 
parametreye dayanan ve tedavisi “hassas tıp (precision 
medicine)” yaklaşımı gerektiren hastalıklar için hızlı bir şekilde 
tanı konulması ve tedavi başarı oranlarının artıtılması 
sağlanmaktadır [2][3][4].  

Başarı oranlarının artırılması için klinik karar destek 
sistemlerinin kullanıldığı bir diğer tıp alanı da infertilite tanısı 
sonucu uygulanan tüp bebek tedavi sürecidir. İnfertilite, 
çiftlerin minimum bir yıl süreyle, herhangi bir korunma 
yöntemi kullanmamalarına ve düzenli cinsel ilişkide 
bulunmalarına rağmen, çocuk sahibi olamamaları durumudur 
[5].  

Son zamanlarda, infertilitenin dünya genelinde çiftlerin %8 ile 
%12’sini etkilediği tahmin edilmekte ve bu oran giderek 
artmaktadır [6]. Tüp bebek tedavisi, infertilite ile ilgili üremeye 
yardımcı tedaviler içinde en yaygın kullanılan tedavi türüdür. 
Tüp bebek tedavi sürecinin ilk aşaması yumurtalıklardan ideal 
sayı ve kalitede yumurta toplamak amacıyla yapılan hormon 
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tedavisidir. Bu aşamadan sonra elde edilen yumurtalar toplanır 
ve paralel olarak hazırlanan sperm ile yumurtalar laboratuvar 
ortamında döllenir. Döllenen yumurtalar laboratuvar ortamında 
2 ile 6 gün arası geliştirilir ve gelişimleri gözlemlenir. Son 
olarak da seçilen bir ya da birden fazla embriyonun kadın 
rahmine transfer edilmesiyle tedavi süreci sonlanır. Transferi 
takip eden sekizinci hafta sonunda bebeğin kalp atışlarının 
oluşup oluşmamasına bağlı olarak tedavinin pozitif veya negatif 
gebelik ile sonuçlandığı belirlenir. 

İlk tüp bebek çalışması 1975 yılında yayınlanmış olup [7], tüp 
bebek tedavisi sonucu ilk bebek 1978 yılında dünyaya gelmiştir 
[8]. Aradan 43 yıl geçmesine ve bu süreçte büyük bir ivme ile 
gelişen teknolojiye rağmen tüp bebek tedavisindeki başarı 
oranları tüm dünyadaki farklı kliniklerden %10 ila %40 
arasında raporlanmaktadır [9]. Oranların bu denli düşük 
olmasının sebeplerinden birisi de sürecin karmaşıklığı ve farklı 
aşamalardaki kritik kararların tedavi sonucunu doğrudan 
etkilemesidir. Tüp bebek tedavi sürecinin, hastaların genlerinin, 

yaşam tarzı ve çevresel etkenlerin dikkate alındığı bir yaklaşım 
olan hassas tıp yaklaşımı ile optimize edilebileceği ve bu 
yöntemle başarı oranlarının arttırılabileceği de önerilmektedir 
[10].  

Bu karmaşık ve hassas tedavi süreci, yapay zeka tabanlı karar 
destek sistemlerinin katkı sağlayabileceği bir alandır. Bugüne 
kadar tüp bebek konusunda yapılmış birçok yapay zeka 
çalışması bulunmaktadır [11][12][13]. Bu alanda gerçekleşen 
ilk yapay zeka odaklı çalışma, 1997 yılında Kaufmann 
tarafından yapılmıştır. Çalışmada, canlı doğum oranını 
tahminleme üzerine bir makine öğrenmesi modeli 
oluşturulmuştur [14]. Yapılan bu ilk çalışmadan itibaren canlı 
doğum oranı tahminleme [15] [16], semen analizi 
sınıflandırması [17], embriyo seçimi [18], uterus analizi [19], 
embriyo tabanlı tedavi sonucu tahminlemesi [20] gibi infertilite 
tedavisine katkı sağlamak amaçlı birçok yapay zeka tabanlı 
çalışma mevcuttur. Bu çalışmalarda kullanılan öznitelikler, 
sınıflandırma yöntemleri ve sonuçlar Tablo 1’de özetlenmiştir.  

Tablo 1: İnfertilite tedavisi alanında yapılmış Yapay Zeka tabanlı çalışmalar hakkında özet bilgi 

Tedavi Başarı 
Kriteri 

Çalışma 
Popülasyonu Öznitelikler Sınıflandırma Yöntemi 

Performans 
Ölçütü Sonuç Referanslar 

implantasyon 637 (hasta)  

embriyo 
morfokinetik 
parametreleri Yapay Sinir Ağı AUC* [0.64, 0.77] Bori vd., 2020[12] 

stimulasyon  2,603 (siklüs) 

stimulasyon 
hormon 
değerleri 

Yapay Sinir Ağı, Destek 
Vektör Makineleri, Karar 
Agaclari, Rasgele Orman, 
Lojistik Regresyon Doğruluk [%82, %96] Letterie, Mc Donald, 2020 [13] 

gebelik 455 (hasta) 

hasta klinik 
verileri ve 
siklüs 
parametreleri Yapay Sinir Ağı Doğruluk %59 Kaufmann vd., 1997 [14] 

canlı doğum 426 (siklüs) 

hasta klinik 
verileri ve 
embriyo 
parametreleri Yapay Sinir Ağı 

Duyarlılık 
ve özgüllük 

Duyarlılık= %76.7; 
özgüllük=%73.4 Vogiatzi vd., 2019 [15] 

canlı doğum 381 (hasta) 

Anti Müllerian 
Hormon 
(AMH) değeri 
ve yaş Lojistik regresyon 

Doğruluk, 
duyarlılık 
ve özgüllük 

Doğruluk=%53.5; 
duyarlılık=%79.2; 
özgüllük %44.2 La Marca vd., 2011[16] 

implantasyon 63 (siklüs) 

hasta klinik 
verileri ve 
embriyo 
morfolojik 
parametreleri Bayes sınıflandırıcı Doğruluk %71.43 Morales vd., 2008 [18] 

implantasyon 2453 (embriyo) 

hasta klinik 
verileri ve 
siklüs/embriyo 
parametreleri naïve Bayes sınıflandırıcı AUC 0.75 Uyar vd., 2015 [20] 

gebelik ve 
canlı doğum 136 (hasta) 

hasta klinik 
verileri ve 
siklüs 
parametreleri 

Yapay Sinir Ağı ve Destek 
Vektör Makineleri Doğruluk [%63, %90]  Barnett-Itzhaki vd., 2020 [22] 

canlı doğum 7188 (hasta) 
hasta klinik 
verileri 

Lojistik regresyon, Rasgele 
Orman,  Destek Vektör 
Makineleri,  XGBoost AUC XGBoost - 0.73 Qui vd., 2019 [23] 

*ROC eğrisi altında kalan alan      
      

 

Tüp bebek tedavisine başlamadan önce başarı olasılığını 
öğrenmek tedavi planlamada, psikolojik danışmanlık 

hizmetlerinde ve maliyet hesaplamada karar desteği sağlar.  Bu 
çalışmada tüp bebek tedavisine başlamadan önce bilinen 
öznitelikler olan hastanın yaş, vücut kitle indeksi (VKİ), 
primer/sekonder infertilite bilgisi ve infertilite teşhisi bilgileri 
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ile gebe kalabilme ihtimalini hesaplayan bir Klinik Karar 
Destek Sisteminin (KKDS) tedavi başarı oranının ne kadar 
doğrulukla tahmin edilebileceği analiz edilmiştir.  

Literatürde şu ana kadar yapılan benzer çalışmalarda genellikle 
tedavinin ilerleyen aşamalarında embriyolar oluşturulduktan 
sonra tedavi sonucu tahminlemesi yapılmış ve tahmin 
performans ölçütü olarak yanlılık oluşturabilecek doğruluk 
değeri kullanılmıştır. Bu çalışmada ise hasta kliniğe ilk 
geldiğinde henüz tedavi başlamadan başarı olasılığının 
belirlenmesi amaçlanmış ve iki sınıf sınıflandırma 
problemlerinde daha objektif performans değerlendirme kriteri 
olarak kabul edilen ROC eğrisi altında kalan alan (AUC) kriteri 
kullanılmıştır. Ayrıca, tahmin modeli oluşturma ve 
değerlendirmede kullanılan veri kümesi diğer pek çok 
çalışmadaki veri kümesinden daha fazla sayıda hasta kaydı 
içermektedir.   

Çalışmanın bundan sonraki kısımları şu şekilde organize 
edilmiştir. Öncelikle araştırmada kullanılan veri kümesi ve veri 
üzerinde yapılan ön işleme sonucu çalışmada kullanılabilir hale 
getirilmiş ve veri kümesi açıklanmış, daha sonra hedeflenen 
klinik karar destek sistemi için uygulanan yöntemler 
anlatılmıştır. Son olarak çalışmanın sonucu ve bu alana 
sağladığı etkiler tartışılarak çalışma sonlandırılmıştır. 

2. Yöntemler 

2.1. Çalışmada Kullanılan Veri Kümesi  

Yeditepe Üniversitesi Hastanesi Tüp Bebek Kliniği’nin 
elektronik sağlık kayıtları retrospektif olarak incelenmiştir. 
Çalışma Doğuş Üniversitesi Etik Kurulu tarafından 24 Aralık 
2019 tarihinde gerçekleştirilen toplantıda onaylanmıştır (Sayı: 
2019/25). Hastane tarafından sağlanan işlenmemiş veriler, 
Ocak 2013 ile Aralık 2019 arasında gerçekleştirilen 1154 adet 
embriyo transfer siklusunu içermektedir. Bu transferlerin 691 
adedi negatif, 463 adedi pozitif yani gebe olarak 
sonuçlanmıştır.    

Veri kümesi dört adet öznitelik içermektedir: yaş, vücut kitle 
indeksi, infertilite tanısı ve primer/sekonder infertilite bilgisi 
(Tablo 2). Her bir siklus kaydı, embriyo transferini takip eden 
sekizinci haftadaki ultrason sonucuna göre Pozitif (gebe) ya da 
Negatif sınıf etiketi ile belirtilmiştir. Sayısal özniteliklerin 
değer aralıkları farklılığını ortadan kaldırmak için değişkenlerin 
ortalaması 0, standart sapması 1 olacak şekilde Z-skor 
normalizasyonu uygulanmıştır.   

Tablo 2. Öznitelikler 
 

Öznitelik adı Veri tipi 
Primer/Sekonder Gebelik Kategorik 
İnfertilite Teşhisi Kategorik 
Yaş Sayısal 
VKİ* Sayısal 

*Vücut Kitle İndeksi 

Tahmin modelleri oluşturulurken kullanılan veriyi tanımak 
uygun analiz yöntemlerini seçmek açısından önemlidir. Bu 
amaçla, özniteliklerin sınıflar üzerindeki dağılımları incelenmiş 

ve bu dağılımlar sayısal değerler için kutu grafik, kategorik 
değerler için çubuk grafik kullanılarak sunulmuştur. 
Özniteliklerin birbirleri ile korelasyonu ise ısı haritası ile 
incelenmiştir. Örneklerin sınıflar arasındaki dağılımlarını ve 
kümelenmelerini incelemek için Temel Bilesen Analizi (TBA) 
yöntemi kullanılmıştır.  

2.2. Sınıflandırma Algoritmaları  

Sınıflandırma, denetimli öğrenme yöntemlerinden biridir. Daha 
önceden sınıf etiketi bilinen girdiler üzerinde eğitilen model ile 
sınıfı bilinmeyen girdilerin tahmin edilen sınıfa atanması 
yöntemine denir.  

Çalışmada, en yüksek doğruluğu elde edebilmek amacıyla beş 
adet sınıflandırma yönteminin sonuçları karşılaştırılmıştır. 
Kullanılan sınıflandırma yöntemlerinden ilki Destek Vektör 
Makineleridir (SVM-Support Vector Machine). Bu 
algoritmanın amacı, N-boyutlu bir alanda veri noktalarını ayrı 
ayrı sınıflandıran bir hiper düzlem bulmaktır. Diğer bir yöntem 
olan çok katmanlı algılayıcı (MLP-Multi-Layer Perceptron), 
Yapay Sinir Ağı tabanlı bir yöntemdir. Birden fazla 
algılayıcıdan oluşmaktadır. Sinyali almak için bir giriş katmanı, 
giriş hakkında bir karar/tahmin yapan bir çıkış katmanı ve bu 
ikisi arasında çok katmanlı algılayıcının gerçek hesaplama 
motoru olan rastgele sayıda gizli katmandan oluşmaktadır. 
Çalışmada kullanılan diğer üç sınıflandırma yöntemi karar 
ağaçları tabanlı algoritmalardır. Gradyan artırmalı 
sınıflandırma yöntemi olan Aşırı Gradyan Artırmada 
(XGBoost-Extreme Gradient Boosting) tahmin edilen ve hedef 
çıktılar arasındaki farka dayanarak oluşturulan kayıp 
fonksiyonunu ve model karmaşıklığı için bir ceza terimini 
birleştiren düzenli objektif bir fonksiyon kullanılır. Eğitim 
tekrarlanarak önceki ağaçların kalıntılarını veya hatalarını 
tahmin eden yeni ağaçlar eklenir ve daha sonra son tahmini 
yapmak için önceki ağaçlarla birleştirilir. Hafif Gradyan 
Artırma (LightGBM-Light Gradient Boosting) yönteminde ise 
ağaç, yaprak aşamalı olarak dikeyde büyür. Sınıflandırmada 
çok iyi performans sergilediği için sıklıkla tercih edilen rastgele 
orman (Random Forest) algoritmasında ise torbalama (bagging) 
ve rastgele öznitelik seçimi birlikte ele alınır. Rastgele öznitelik 
seçimi için öncelikle gerçek veri kümesinde yer değiştirmeli 
olarak yeni bir eğitim veri kümesi oluşturulur ve bu eğitim 
kümesi ile bir ağaç geliştirilir [21]. Geliştirilen ağaçlar 
budanmaz, bu nedenle diğer ağaç algoritmalarından daha 
avantajlıdır.  

Sınıflandırma algoritmalarında hiper-parametre olarak 
adlandırılan model parametrelerinin optimum değerlerinin 
belirlenmesi, sınıflandırma performansının iyileştirilmesi 
açısından kritik önem taşımaktadır. Bu çalışmada kullanılan 
tüm sınıflandırma modelleri için hiper-parametre 
optimizasyonu uygulanmıştır.   

2.3. ROC Analizi  

Alıcı işlem karakteristikleri (Receiver Operating 
Characteristics - ROC) eğrileri iki-sınıf sınıflandırma 
problemlerinde doğru pozitif ve yanlış pozitif oranlarını 
kullanarak objektif ve tutarlı performans analizi sağlar. Bu 
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çalışmada da, gebelik tahmininde SVM sınıflandırıcının 
performans analizi için ROC eğrisi kullanılmıştır. İki sınıflı 
tahmin modellerinde gerçek sınıf değeri ve tahmin edilen 
değere bağlı olarak hesaplanan performans metrikleri Tablo 
3’te gösterilmiştir.    
  

Tablo 3: Hata Matrisi 

Gerçek sınıf 
etiketi 

Tahmin edilen sınıf 

Pozitif Negatif 
Pozitif DP YN 
Negatif YP DN 

 
 
Tıbbi uygulamalarda kullanılan doğru pozitif oranı (DPO) ve 
yanlış pozitif oranı (YPO) gibi performans metrikleri 
yukarıdaki tablodaki değerler kullanılarak hesaplanabilir.  
 
- Doğru Pozitif Oranı (DPO) pozitif örneklerin doğru 
sınıflandırma oranını belirten doğruluk değeridir. Gerçek sınıf 
etiketi ve tahmin edilen sınıf etiketi pozitif olan örnek sayısının 
veri kümesindeki toplam pozitif örnek sayısına bölünmesi ile 
hesaplanır.  

𝐷𝐷𝐷𝐷𝐷𝐷 = (𝐷𝐷𝐷𝐷)/(𝐷𝐷𝐷𝐷 + 𝑌𝑌𝑌𝑌)   (1) 

- Yanlış Pozitif Oranı (YPO) gerçek sınıf etiketi negatif olan 
örneklerin pozitif olarak tahmin edilme oranını belirten 
doğruluk değeridir ve aşağıdaki şekilde hesaplanır: 

𝑌𝑌𝐷𝐷𝐷𝐷 = (𝑌𝑌𝐷𝐷)/(𝐷𝐷𝑌𝑌 + 𝑌𝑌𝐷𝐷)   (2) 

SVM algoritmasında DPO ve YPO hesaplanırken sınıflandırma 
olasılık eşik değeri, t, 0.5 olarak kullanılır ve bu değer ROC 
eğrisinde tek bir noktaya karşılık gelir. Karar eşik değeri [0, 1] 
aralığında değiştirilerek farklı DPO ve YPO değerleri elde 
edilebilir. 
 

{
𝐷𝐷,         𝑖𝑖𝑖𝑖 𝑝𝑝(𝐶𝐶𝑝𝑝|𝑥𝑥) ≥ 𝑡𝑡  
𝑌𝑌,         𝑖𝑖𝑖𝑖 𝑝𝑝(𝐶𝐶𝑝𝑝|𝑥𝑥)  < 𝑡𝑡  (3) 

 
Eğer, x örneğinin pozitif sınıfa (P) ait olma olasılığı, p(Cp|x), 
olasılık karar eşik değeri t’den büyük veya eşit ise x örneği P 
sınıfına, değilse negatif (N) sınıfına atanır. Oluşan (DPO, YPO) 
değerlerinin iki boyutlu uzayda oluşturduğu ROC eğrisi 
değişen karar eşik değerleri için olası bütün sınıflandırma 
sonuçlarını gösterir.   
 
Örnek bir ROC eğrisi Şekil 1’de gösterilmiştir. Şekildeki sol alt 
nokta (0,0) bütün örneklerin negatif sınıfa atanması sonucu 
DPO ve YPO oranlarının 0 olduğu durumu gösterir. Sağ üst 
nokta (1,1) ise bütün örneklerin pozitif olarak 
sınıflandırılmasına karşılık gelir. DPO değerinin 1, YPO 
değerinin 0 olduğu sol üst nokta (0,1) ise mükemmel 
sınıflandırma sonucu oluşur. ROC eğrisi üzerinde sol üst 
köseye en yakın noktadaki DPO ve YPO değerleri ile mümkün 

olan en iyi sınıflandırma sonucu elde edilmiş olur. Bu noktadaki 
karar eşik değeri optimum değer olarak kabul edilir ve (0,1) 
noktasına olan minimum Öklid uzaklığının hesaplanması ile 
belirlenir:  

𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢𝑢 =  √(1 − 𝐷𝐷𝐷𝐷𝐷𝐷)2 + (0 − 𝑌𝑌𝐷𝐷𝐷𝐷)2  (4) 

 
İkili sınıflandırıcıların sınıflandırma performansı 
değerlendirmesi ve farklı sınıflandırıcıların karşılaştırılması 
için ROC eğrisi altında kalan alanı ifade eden AUC (Area 
Under the ROC Curve) metriği yaygın olarak kullanılır.   

 

Şekil 1. ROC eğrisi örneği, ve varsayılan (t_0) ve optimum 

(t_opt) karar eşik değerleri 

3. BULGULAR  

3.1 Öznitelik Dağılımları ve Korelasyonu 

Veri kümesinde yer alan özniteliklerin sınıflara göre dağılımları 
Şekil 2’de gösterilmiştir. Yaş özniteliği gebe grubunda negatif 
gruba oranla istatistiksel anlamlı olarak daha düşüktür (p < 
0.05). İnfertilite nedeni dağılımına göre negatif gebeliklerde 
ileri anne yaşı (AY) ve düşük over rezervi (DOR) daha yüksek 
oranlarda yer alırken, pozitif gebeliklerde açıklanamayan 
infertilite ve erkek faktör (Male) öne çıkmaktadır. VKİ ve 
primer/sekonder infertilite bilgisi gruplar arasında farklılık 
göstermemektedir.      
Öznitelikler arasındaki korelasyon Sekil 3’te ısı haritası 
şeklinde sunulmuştur. Buna göre, yaş ile infertilite nedeni 
arasında yüksek korelasyon olduğu gözlemlenmiştir. 

3.2 Temel bileşen analizi 

Sekil 4’teki PCA grafiğinde dört öznitelikten oluşan veri 
kümesi iki temel bileşen düzleminde gösterilmiştir. İki temel 
bileşen veri kümesindeki varyasyonun %64.4’ünü ifade 
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etmektedir. Örneklerin sınıflar üzerindeki dağılımı ve sınıfların 
ayrışması incelendiğinde, gebe ve negatif sınıflar arasında net 

bir ayrışma olmadığı, gebelik tahmini probleminin göreceli 
olarak karmaşık bir problem olduğu görülmektedir.  

Şekil 2. Özniteliklerin sınıflara göre dağılımları 
*Male (Erkek faktör), DOR (Düşük Over Rezervi), İAY (İleri Anne Yaşı), ANOV (Anovulasyon), ENDO (Endometrioziz), PGD 

(Preimplantasyon Genetik Yapı), HİPO-HİPO (hipogonadotropik hipogonadizm) 

3.3 Sınıflandırma Algoritmalarının 
Karşılaştırılması 

Gebelik sonucu tahmininde kullanılan sınıflandırma 
algoritmalarının 5-katlı çapraz doğrulama sonuçlarına göre 
SVM yöntemi ortalama 0.70 AUC değeri ile en yüksek 
sınıflandırma performansını sergilemiştir (Tablo4).    
Hiper-parametre optimizasyonu sonrası tüm sınıflandırma 
modellerinde doğruluk oranlarının yükseldiği gözlemlenmiştir. 
Sınıflandırma modelleri için kullanılan varsayılan (default) 
değerler ve optimum değerler Tablo 5’te gösterilmiştir. 

Şekil 3. Öznitelik korelasyon ısı haritası 

*PS (Primer/Sekonder Infertility), VKİ (Vücut Kitle İndeksi) 

 

 

Şekil 4. Veri kümesi temel bileşen analizi 

*PC(Principal Component-Temel Bileşen) 

 

  Tablo 4. Sınıflandırma AUC sonuçları 
 

Sınıflandırma 
algoritması 

Varsayılan 
parametreler ile AUC 

Optimizasyon 
sonrası AUC 

Destek Vektör 
Makineleri 

0.68 (±2.59) 0.70 (±2.09) 

Çok katmanlı algılayıcı 0.69 (±2.53) 0.69 (±4.06) 
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Aşırı Gradyan Artırma 0.58 (±2.56) 0.56 (±2.74) 
Hafif Gradyan Artırma 0.60 (±3.24) 0.67 (±2.16) 

Rasgele Orman 0.57 (±3.37) 0.67 (±2.27) 

Tablo 5. Sınıflandırma algoritmalarının varsayılan ve optimum 
hiper-parametreleri 

 

Sınıflandırma 
modeli Varsayılan değerler Optimum değerler 

SVM C=1, kernel='rbf', 
probability=True 

C=1, 
kernel='linear',probab
ility=True 

MLP 

activation=' relu', 
alpha=0.0001, 
hidden_layer_sizes=(100),solv
er='adam' 

activation='tanh', 
alpha=0.05, 
hidden_layer_sizes=(
20,),solver='sgd' 

 XGBoost 

colsample_bytree=1, 
max_depth=3, 
n_estimators=100, 
reg_alpha=0, reg_lambda=1, 
subsample=1 

colsample_bytree=0.7
, max_depth=15, 
n_estimators=400, 
reg_alpha=1.2, 
reg_lambda=1.2, 
subsample=0.8 

LightGBM 

colsample_bytree=1, 
max_depth=-1, 
min_split_gain=0, 
n_estimators=100, 
num_leaves=31, reg_alpha=0, 
reg_lambda=0, 
subsample=0.8, 
subsample_freq=0 

colsample_bytree=0.8
, max_depth=15, 
min_split_gain=0.3,n
_estimators=400, 
num_leaves=50, 
reg_alpha=1.1, 
reg_lambda=1.3,subs
ample=0.8, 
subsample_freq=20 

RandomForest 

criterion='gini', 
max_depth=None, 
max_features='auto', 
n_estimators=100, verbose=0 

max_depth=10, 
max_features='log2', 
min_samples_leaf=5,
min_samples_split=3, 
n_estimators=75, 
verbose=False 

3.4 Karar Eşik Değeri Optimizasyonu 

ROC eğrisi üzerinde mükemmel sınıflandırma sonucu olan sol 
üst köşeye en yakın DPO ve YPO değerleri 0.63 karar eşik 
değeri ile elde edilmiştir. Optimum karar eşik değeri 
kullanılarak gerçekleştirilen sınıflandırma sonucu oluşan hata 
matrisine göre en yüksek DPO %71.7 ve en yüksek YPO %59.4 
olarak hesaplanmıştır (Tablo 6).  
 
Tablo 6. SVM Sınıflandırma algoritması hata matrisi sonuçları 

 

 
Tahminlenen Değerler 

Gebe Negatif 

G
er

çe
k 

D
eğ

er
le

r Gebe 66 26 

Negatif 56 82 

 

4. SONUÇ 

Bu çalışmada, tüp bebek tedavi surecinde hastaların tedaviye 
başlamadan önceki verilerini kullanarak pozitif gebelik 
olasılığını hesaplayan bir model geliştirilmiştir. Model 

oluşturulurken beş farklı sınıflandırma algoritması, 5-katlı 
çapraz doğrulama yöntemi ile test edilmiştir. En yüksek 
sınıflandırma performansı SVM yöntemi ile edilmiş 
(AUC=0.70) ve sınıflandırma olasılıklarında karar eşik 
değerinin optimizasyonu ile en yüksek DPO %71.7 olarak 
hesaplanmıştır.  

Literatürde benzer çalışmalarda yaş, VKİ, önceki gebelik 
sayısı, infertilite süresi ve önceki tedavi girişimi sayısı gibi 
tedavi öncesi belirlenebilen öznitelikler kullanılarak gebelik 
sonucu tahmininde 0.63-0.73 arasında AUC değerleri elde 
edildiği raporlanmıştır [22, 23]. Fakat bu çalışmaların 
bazılarında örnekleme yanlılığının yüksek olduğu çok küçük 
veri kümeleri kullanılmış [22], ya da çapraz doğrulama yöntemi 
kullanılmadan veri kümesi sadece bir defa eğitim ve test kümesi 
olarak ayrılmıştır [23]. Ayrıca, çalışmaların çoğunda 
performans kriteri olarak sadece doğruluk sonucu sunulmuş ve 
doğruluk değeri olasılık karar eşik değeri 0.5 varsayılan değer 
ile hesaplanmıştır. Tüp bebek tedavisi gibi negatif sonuçların 
pozitif sonuçlardan daha fazla olduğu dengesiz sınıf dağılımı 
problemlerinde doğruluk yeterli bir performans kriteri değildir. 
Bizim çalışmamızda ise tahmin modeli eğitmek için yeterli 
büyüklükte bir veri kümesi kullanılmış, çapraz geçerlilik 
yöntemi uygulanmış ve karar eşik değeri optimizasyonu ile 
DPO ve YPO arasında ideal denge sağlanmıştır. 

Tedavi öncesi gebelik tahmini konusunda yapılan çalışmalarda 
elde edilen performans sonuçları kullanılan veri kümesine, veri 
kümesine uygulanan yöntemlere, model optimizasyonu 
yöntemlerine bağlı olarak farklılık gösterse de belli bir oranın 
üzerine çıkmadığı da gözlemlenmektedir. Diğer taraftan 
gebelik tahmini konusunda yapılan ilk yapay zeka tabanlı 
çalışmadan[14] bu yana sınıflandırma performansları büyük bir 
aşama kaydetmiştir. Elde edilen bu olumlu sonuçlara rağmen 
yapay zeka yöntemleri kullanılarak geliştirilen klinik karar 
destek sistemleri kullanılırken tüp bebek tedavi sürecinin 
karmaşıklığı sebebiyle tedavi başarısını etkileyen farklı birçok 
faktör bulunduğu da göz ardı edilmemelidir.  
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