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Ozet

Beyin tiimorii, beyindeki anormal hiicre kitlelerinin
iyi veya kotii huylu olarak olusmasi ve biiyiimesidir. Calisma
kapsaminda beyin tiimérii manyetik rezonans gériintiileri
lizerinde evrisimsel sinir aglari temelli derin ogrenme
modelleri kullanilarak tiimor swmiflarmin  tespit edilmesi
amacglanmustir. Beyin tiimorlerinin siniflandirilmasi icin derin
ogrenme modellerinden AlexNet, VGG ve MobileNet
kullamilmistir. Kaggle platformu iizerinden agik kaynakl
olarak paylagsilan bir normal ve ii¢ anormal olmak iizere dort
smifli yapiya sahip olan bir beyin tiimérleri veri seti
kullanmilnigtir.  Anormal simiflar, glioma, meningioma ve
pituitary'dir. Veri seti iizerinde smiflandirma oncesinde én
islem ile veri artirma adimlarinda; kontrast sinirh
uyarlanabilir histogram esitleme, dikey ve yatay c¢evirme
islemleri uygulanmistir. Bu iglemin ardindan derin 6grenme
modellerinin veri setine bagimliligini analiz edebilmek,
azaltmak ve tiimor siniflarinin tespit edilebilmesi igin veri seti
farkly  farkly  egitim, dogrulama ve test yiizdelerinde
kullamilarak  simiflandirmalar ~ gerceklestirilmistir. ~ Beyin
tiimérlerinin  siniflandwrilmast igin farklh on iglemli derin
6grenme modelleriyle  gerceklestirilen 225 adet farkl
smiflandirma islemi sonucunda en iyi dogruluk ve f1-skorlart
swrasiyla;  AlexNet modelinde %94.471, 0.94;, VGGI6
modelinde %96.875, 0.97; MobileNetV3 modelinde %95.673,
0.96'dir.

Anahtar kelimeler: Beyin Tiimérii, Biyomedikal Goriintii

Isleme, Derin  Ogrenme,  Evrisimsel —Sinir — Aglart,
Swmiflandirma, Yapay Zeka

Abstract

A brain tumor is the generation and growth of
benign or malignant abnormal cell masses in the brain. In this
paper, it is aimed to classify brain tumors with deep learning
models based on convolutional neural network on magnetic
resonance images of brain tumors. AlexNet, VGG and

MobileNet deep learning models are used to classify brain
tumors. An open-source brain tumors dataset that is available
on Kaggle and has 1 normal, 3 abnormal, 4 total classes is
used. Abnormal classes are glioma, meningioma, and
pituitary. Contrast limited adaptive histogram equalization
(CLAHE), vertical and horizontal flip preprocesses have been
used on the dataset as augmentation. After these processes,
dataset used with different training, validation, and test split
sizes in order to determine the dependency of deep learning
models on dataset, reduce this dependency, and detect brain
tumor classes. To classify brain tumors, 225 different
classification process has been done with deep learning
models which has different preprocess parameters and the best
accuracy and fl-scores are, for AlexNet model 94.471%, 0.94;

for VGG model 96.875%, 0.97; for MobileNetV3 model

95.673%, 0.96, respectively.

Keywords: Brain Tumor, Biomedical Image Processing, Deep
Learning, Convolutional Neural Networks, Classification,
Artificial Intelligence.

1. Giris

Beyin tiimorii, beyindeki anormal hiicre kitlelerinin
kansersiz iyi huylu veya kanserli kotii huylu olarak olusmast
ve biiyiimesiyle meydana gelmektedir. Beyin tiimorleri,
baglangi¢ noktalarina bagl olarak birincil veya ikincil olarak
beyine yayilmaktadir. Birincil beyin tiimérleri, direkt olarak
beyinde baslamaktadir. kincil beyin timéorleri ise, viicudun
diger kisimlarinda baslayip sonrasinda beyine ulasabilmekte
ve genellikle yetiskinlerde daha sik gdzlemlenmektedir [1].

Beyin tiimoriiniin bilyime hizi, konumu ve boyutuna
bagli olarak semptom ve belirtileri  degiskenlik
gostermektedir. Bireylerde beyin tiimoriine iliskin olarak
goriilebilen genel belirtiler ve semptomlar; dengede,
konusmada ve karar vermedeki zorluklar, kademeli olarak
bacak veya kolda hareket ve hissin kaybedilmesi, ¢ift veya
bulanik gérme gibi ¢esitli gérme kayiplari, agiklanamayacak
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olan kusma ve bulantilar ile 6ncelikle yavas seyredip ardindan
siklasan ve daha da siddetlenen bag aglari seklindedir [1].

Beyin timdrlerinin  sebepleri incelendiginde gerek
birincil gerekse de ikincil beyin tiimérlerinde cesitli oldugu
goriilmektedir. Birincil beyin timorleri, beynin kendisinden
veya beyne yakin olan hipofiz bezi, epifiz bezi, beyni orten
zarlar ile kraniyal sinirlerden kaynaklanmaktadir. ikincil beyin
tiimorlerinin meydana gelme sebeplerine bakildiginda ise;
viicudun meme, kolon, akciger, bobrek gibi kisimlarinda
baslaylp ardindan beyne yayilan kanserden kaynaklandigi
anlasilmaktadir. Buna ek olarak beyin tiimorlerindeki risk
faktorlerine bakildiginda, ailede beyin tiimorii dykiisiiniin
olmas1 ve radyasyona maruz kalma durumlar1 timdriin
beyinde meydan gelmesinde ¢ok biiyiik bir etkendir [1].

Iyi huylu beyin tiimérlerinden siklikla ve tipik olarak
goriilenleri; glioma, meningioma, pituitary,
craniopharyngioma, schwannoma, neurofibroma,
hemangioblastoma, chondroma ve osteoma gibi beyin timori
tipleridir. Glioma, g¢ogunlukla beyinde goriilmekle birlikte
bazen de omurilikte ortaya ¢ikabilen bir timdr tipidir. Beyin
timorleri igerisinde %33 gibi ciddi bir oranda glioma
bulunmaktadir. Meningiomalar, beyin kafatasmm altinda yer
alan ve beyni kaplayip koruyan dis ii¢ doku tabakasi olan
meninksler sebebiyle meydana gelmektedir. Bunlar, en yaygin
goriilen beyin tiimorlerinden biri olup, kadinlarda daha sik
goriilmekte ve gogunlukla iyi huylu olan tiimérlerdir. Pituitary
ise, hipofiz bezinde gelisir, biiylime hiz1 yavastir ve gdrme
sorunlarina neden olabilir [2]. Calisma kapsaminda
simiflandirma kullanilan anormal siniflar; glioma, meningioma
ve pituitary olarak bilinen bu {i¢ tane iyi huylu beyin timori
tiirleridir.

Beyin tiimorii manyetik rezonans goriintiilerinin derin
ogrenmeyle  smiflandirmasinimn  gergeklestirildigi ~ bu
¢alismanin devaminda, ikinci kisimda ilgili ¢aligmalar basligt
altinda literatiirdeki beyin tiimorii tespit ve smiflandirma
¢alismalarindan, calismanin literatiirdeki farkindan ve ana
katkilarindan bahsedilmistir. Ugiincii kisimdaki materyaller ve
yontemler bolimiinde, kullanilan veri seti detaylari, veri
onislemleri ve siniflandirma modelleri ifade edilmistir.
Uygulamalar baslig1 altindaki dordiincti kisimda ise, beyin
timori smiflandirmast kullanilan uygulama ve uygulama
sonucunda elde edilen sonuglar agiklanmistir. Son olarak
besinci kisimda yer alan sonuglar ve gelecek caligmalar
bélimiinde de ¢alisma kapsaminda elde edilen beyin timori
tespit sonuglar1 ve kullanilan modeller analiz edilerek, ileride
ne gibi yeni ¢alismalar yapilabileceginden bahsedilmistir.

2. [llgili calismalar

Calisma kapsaminda agik kaynakli bir veri seti kullanilarak
beyin timorii manyetik rezonans goriintiilerinde derin
6grenme modelleriyle smiflandirma islemleri
gerceklestirmistir. Buna iligkin olarak literatiire bakildiginda
ise beyin tlimdrlerinin tespit ve siniflandirilmasiyla ilgili
birgok c¢alisma mevcuttur. Raza ve digerleri tarafindan,
Cin’deki Nanfang ve Tianjin Medikal Hastanelerinden alinan

dort farkli sinifa ait agik kaynakli beyin timérii manyetik
rezonans goriintiilerinde hibrit bir derin 6grenme modeli
gelistirilmis ve giincel dokuz farkli derin 6grenme modeliyle
karsilastirilmigtir [3]. T1l-agirlikli acik kaynakli bir beyin
tiimorii veri seti lizerinde Qureshi ve digerleri tarafindan
onerdikleri derin 6grenme temelli ultra-hafif beyin timori
tespiti sistemi ile ¢ok smifli beyin timori tespit islemleri
gerceklestirilmistir [4]. Cok modlu beyin tiimorii tespiti i¢in
Magsood ve digerleri tarafindan, agtk kaynakli BraTS 2018 ve
Figshare veri setleri kullanilarak bes adimli bir yontem
Onerilmigtir. Boliitlemede 17 katmanli derin sinir ag1, 6zellik
¢ikariminda modifiye edilmis MobileNetV2, siniflandirmada
ise ¢ok smifli destek vektor makineleri kullanilmistir [5].
Almalki ve digerleri tarafindan, Kaggle'daki agik kaynakli ve
dort smifl bir beyin tiimdrii veri setinde farkli sayida katmanl
Onerilen ii¢ tane izole evrisimsel sinir aglart ve destek vektor
makineleriyle yapilan simniflandirma dogrulugu %98 olarak
elde edilmistir [6]. Beyin tiimorlerinin siniflandirilmasi igin
Younis ve digerleri tarafindan kullanilan evrigimsel sinir ag1
modeli, VGG16 modeli ve topluluk &grenmesi ile yapilan
islemler sonucunda en yiiksek dogruluk olusturulan topluluk
modelinde %98,41 olarak bulunmustur [7]. Kaggle platformu
iizerinde agik kaynakli olarak paylasilan beyin tiimori veri seti
kullanilarak, Google-Net ve destek vektor makineleri ile
softmax siniflandirict kullanilarak gelistirilen hibrit derin
o6grenme modelleriyle Rasool ve digerlerinin elde ettigi en
yiiksek dogruluk degeri %98,1'dir [8]. Latif tarafindan agik
kaynakli beyin timér MR goriintiileri {izerinde, evrisimsel
sinir aglari temelli olusturulan modellerde siniflandirma ve
boliitlem  calismast  yapilarak, sonuglar1 literatiirle
karsilastirilmistir [9]. Kaggle platformu iizerinde paylasilan
acik kaynakli beyin tiimor goriintiileri kullanilarak, Mgbejime
ve digerleri tarafindan Onerilen paralel evrisimsel sinir ag1
modeliyle gerceklestirilen smiflandirma islemiyle %98,7
dogruluk degeri elde edilmistir [10]. Nayak ve digerleri
tarafindan, Figshare lizerinden agik kaynakli olarak paylasilan
cok sinifli beyin timdr goriintiileri tizerinde gelistirilen Dense
EfficientNet modeli ile siniflandirma sonucunda elde edilen
dogruluk %98,78dir [11]. BrainGAN olarak Alrashedy ve
digerleri tarafindan onerilen cati (framework) ile beyin timdor
goriintiilerinde oncelikle DCGAN ve Vanilla GAN ile veri
artirma islemi, ardindan ise evrisimsel sinir agi, MobileNet ve
ResNet ile ¢ok smifli siniflandirma yapilarak, en iyi
siniflandirma sonucu DCGAN ile iiretilen verilerle ResNet
modelinde %99,09 dogruluk olarak agiklanmistir [12]. Beyin
timor goriintiilerinde ¢ekismeli iiretici aglar ve varyasyonel
otokodlayicilarin  birlesimiyle =~ ResNet  smiflandirici
kullanilarak gergeklestirilen siniflandirma isleminde Ahmad
ve digerleri dogrulugu %96,25 olarak elde etmistir [13].
Tummala ve digerleri tarafindan, T1 agirlikli beyin MR tiimor
goriintiileriden simiflandirma igin gorii transformerlar (vision
transformers) topluluk (ensemble) dgrenmesiyle kullanilarak
elde edilen en yiiksek dogruluk %98,70*dir [14]. Ozellikle son
yillarda yapilan c¢aligmalar incelendiginde beyin timori
siniflandirilmasi ile iligkili olarak kullanilan veri setilerinin
cogunlukla agik kaynakli manyetik rezonans goriintiileri
oldugu, kullanilan modellerin ise derin 6grenme temelli VGG,
MobileNet, Google-Net gibi modeller oldugu goriilmektedir.
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Beyin tiimorii manyetik rezonans goriintiilerinin derin
ogrenmeyle  smiflandirilmasmin  gergeklestirildigi  bu
caligmanin literatlirden farki ve ana katkilari asagida maddeler
halinde siralanmstir.

e  Literatiirdeki mevcut derin 6grenme modellerinden
AlexNet, VGG ve MobileNetV3, c¢alisma
kapsaminda ¢ok smifli smiflandirma i¢in modifiye
edilmistir.

e Verisetinin ham olarak kullanilmasinin aksine beyin
timorii  tespitinde modellerin en iyl sekilde
egitimine katki saglamak igin ¢esitli ¢ok sayida
Onislem ve veri artirma iglemleri uygulanmistir.

e  Siniflandirma kapsaminda elde edilen sonuglarin
tam olarak ve dogru bir sekilde analiz edilebilmesi
icin mimkiin olan tiim degerlendirme metrikleri
(hassasiyet, duyarlilik, f1-skor, test dogrulugu, ROC
egrisi, AUC skoru, dogrulama ve egitim kayb1) elde
edilmistir.

e Veri seti dagiliminda ti¢ farkli yaklagima gidilerek,
derin 6grenme modellerindeki zellikle egitim veri
seti miktarinin ag O6grenimine etkisi bu c¢alisma
6zelinde incelenmistir.

e (Caligma kapsaminda toplamda 225 adet farkli
siiflandirma islemi gerceklestirilerek; en iyi veri
seti dagilimi, en uygun 6niglem ve en optimum derin
6grenme modeli belirlenmistir.

3. Materyaller ve Yontemler

Derin 6grenmeyle beyin tiimdrii manyetik rezonans
goriintiilerinin smiflandirtlmasi ¢aligmast igin kullanilan veri
seti, acik kaynakli ve Kaggle platformu {izerinde paylasilan bir
veri setidir [15]. Veri setinde, biri normal, diger ti¢ii anormal
olmak iizere toplamda 4 farkli sinif mevcuttur. Anormal
siniflar ise; glioma, meningioma ve pituitary‘dir. Bu siniflara
iliskin 6rnek gorseller asagidaki sekil-1’de verilmistir.

Normal  goriintii Glioma  goriintlisii

Pituitary goriintiisii

Meningioma goriintiisii

Sekil-1: Beyin tiimorii manyetik rezonans goriintiilerine iligkin
gorseller

Fatih Uysal, Metehan Erkan

Veri setindeki her biri sinifa ait goriintii miktarlart
incelendiginde birbirinden farkli oldugu ancak anormal
siniflarin miktarlarmim birbirlerine ¢ok yaki, normal smifin
miktarinin ise her bir anormal sinif miktarinin yarisindan biraz
daha az olduklar1 gbzlemlenmektedir. Veri seti miktarlart ve
dagilimna iliskin detaylar asagidaki Sekil-2’de verilmistir.

Veriseti Dagilimi

= Normal = Glioma Meningioma

Pituitary = Toplam

Sekil-2 Beyin timdrii veri seti dagilimi

Derin  dgrenmeyle smiflandirma  ve/veya tespit
problemlerinde kullanilan modellerin ag egitiminde veri
miktar1 ¢ok Onemlidir. Bu sebeple bu calisma kapsaminda
beyin tiimorii ham olarak degil, ¢esitli 6n islem ve veri artirma
adimlarindan gegirilerek kullanilmistir. Veri setinde onislem
olarak kontrast smirli uyarlanabilir histogram esitleme
(CLAHE, contrast limited adaptive histogram equalization)
uygulanmstir. Beyin tiimorii veri setine egitim esnasinda ise
her bir smifta esit olacak sekilde 1000 goriintii artirmast
(augmentasyonu) yapilmistir. Veri artirma isleminde;
CLAHE, dikey c¢evirme (vertical flip) ve yatay dondiirme
(horizontal flip) islemleri uygulanmistir. Ayrica veri artirma
haricinde orijinal goriintiillerde de CLAHE islemi yapilmustir.
Veri artirma iglemleri sonrasinda her bir sinifta ve toplamda
elde edilen yeni veri miktarlar1 asagidaki tablo-1’de
verilmistir.

Tablo-1: Veri artima ve sonrasinda smiflara iligkin gortintii
miktarlari

Normal | Glioma | Meningioma | Pituitary | Veri artirmasiz

396 926 937 901 3160

Normal | Glioma | Meningioma | Pituitary | Veri artirmalt

646 1176 1187 1151 4160

Veri setinde uygulanan CLAHE islemi ardindan her bir
siiftaki gortntiilerin  kontrastinda artma veya azalmalar
gozlemlenmistir. Bu Onislem sonrasinda veri setindeki
gortintiilere iliskin  6rnek gorseller asagidaki sekil-3’de
verilmigtir.
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Normal goriintii

Meningioma goriintiisii Pituitary goriintiisii

Sekil-3: Onislem uygulanmis beyin timorii manyetik rezonans
goriintiilerine iligkin gorseller

Beyin timorii manyetik rezonans goriintiilerinin
siniflandirilmast  i¢in kullanilan derin 6grenme temelli
modeller AlexNet, VGG ve MobileNet’dir. Her {i¢ model de
6n egitimli olarak transfer 6grenme kullanilmistir. Son
katmanlart ImageNet veri setindeki siniflardan farkli olarak,
bu caligma kapsaminda uygun olacak sekilde dort siifli olarak
degistirilmistir.

AlexNet, Alex Krizhevsky tarafindan ImageNet veri
setiyle gergeklestirilen 2012 yilindaki yarismada gelistirilmis
ve basari elde etmistir [16]. ImageNet veri seti aslinda, ilk kez
2009 yilinda duyurulan ¢ok biiyiik boyutlu ve ¢ok smifli bir
acik kaynakli veri setidir [17]. ImageNet ile bilyiik basar1 elde
eden AlexNet mimarisi, literatiire sunuldugu tarihten itibaren
bircok yeni calismada kullanilmistir. Calisma kapsaminda
kullanilan AlexNet mimarisinin yapist ise asagidaki sekil-4’de
verilmistir.

Katman Kernel Stride | Padding
Conv2d a1, 1n |1 4,49 | 2,2
ReLU - - -
MaxPool2d 3 2 0
Conv2d (5,5) (LD | (2,2
ReLU - - -
MaxPool2d 3 2 0
Conv2d (3,3) (LD | (1,1
ReLU - - -
Conv2d (3,3) (LD | (1,1
ReLU - - -
Conv2d (3,3 (LD | (1,1

ReLU - - -
MaxPool2d 3 2 0
AdaptiveAvgPool2d | - - -
Classifier (4 sinif) - - -

Sekil-4: Modifiye edilen AlexNet mimarisi

VGG, Simonyan ve Zisserman tarafindan ImageNet
yarigmasinda 2014 yilinda duyurulan, farkli katmanlara (13,
16, 19) sahip olan ve c¢ogunlukla 3x3’lik evrisim
katmanlarindan meydana gelen bir mimaridir [18]. Bu
calismayla birlikte kullanilan VGG mimarisi 16 katmanli olup
asagidaki sekil-5’deki gibidir.

Katman Kernel | Stride | Padding
Conv2d (3,3) 1,1 1,1
RelLU - - -
Conv2d 3,3) 1,1) 1,1
ReLU - - -
MaxPool2d 2 2 0
Conv2d (3,3) a1, 1) 1,1
RelLU - - -
Conv2d 3,3) 1,1) 1,1
ReLU - - -
MaxPool2d 2 2 0
Conv2d (3,3) 1,1 1,1
RelLU - - -
Conv2d 3,3) 1,1) 1,1
ReLU - - -
Conv2d 3,3) 1, 1) 1, 1)
RelLU - - -
MaxPool2d 2 2 0
Conv2d 3,3) (1,1) (1, 1)
RelLU - - -
Conv2d 3,3) (1,1) (1, 1)
RelLU - - -
Conv2d (3,3) 1, 1) 1, 1)
RelLU - - -
MaxPool2d 2 2 0
Conv2d (3,3) 1,1 1,1
RelLU - - -
Conv2d (3,3) 1, 1) 1, 1)
RelLU - - -
Conv2d 3,3) (1,1) (1, 1)
RelLU - - -
MaxPool2d 2 2 0
AdaptiveAvgPool2d | - - -
Classifier (4 sinif) - - -

Sekil-5: Modifiye edilen VGG mimarisi

MobileNet, icerisinde 3x3 ve 5x5lik ¢ok sayida darbogaz
(bottleneck) bloklarini igeren gelistirilmis bir evrigsimsel sinir
agidir.  [19]. Caligmaya iliskin olarak giincellenen
MobileNetV3 mimarisi asagidaki sekil-6da belirtilmistir.

Katman Kernel Stride | Padding
Conv2d (3.,3) 2,2) | {1, D
InvertedResidual Block
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Conv2d (3,3) 2,2) [ d,D
SqueezeExcitation 1,1 1,1 |-
Conv2d a, 1 a,n |-
Farkli Katmanli 10 x InvertedResidual Block
Conv2d a, 1 a,1 |-
AdaptiveAvgPool2d | - - -
Classifier (4 sinif) - - -

Sekil-6: Modifiye edilen MobileNet mimarisi
4. Uygulamalar

Farkli 6n islemli derin 6grenme modelleriyle beyin
timori  smiflandirilmast icin  toplamda 225 adet farkli
siiflandirma islemi gerceklestirilmistir. Cok smifli beyin
tiimori siniflandirilmasi igin bu ¢aligma kapsaminda dnerilen

Fatih Uysal, Metehan Erkan

limit degiskenleriyle 225 adet siniflandirma yapilmigtir. Her
bir model icin degisken kombinasyonlar1 adedince egitim
yapildi. Ornegin model: VGG16, 1.dagilim, kare boyutu (tile
size): (4,4), klip limit (clip limit):4 gibi. Her bir model
egitiminde verilen parametrelere sahip veri seti hazirlandiktan
sonra On egitimli modellerin tiim katmanlar1 egitilmeye
baslandi. Egitimde ¢apraz entropi kaybi (cross entropy loss),
rasgele gradyan inisi (stochastic gradient descent) ve adim
(step) Ogrenme orant kullanilmigtir. Ardindan egitilen
modeller test edilmistir. Test sonuglar1 incelendiginde en iyi
smiflandirma sonucu elde edilen kombinasyon asagidaki
tablo-3’de verilmistir.

Tablo-3: En 1iyi smiflandirma sonucuna sahip model
kombinasyonlari

modeller asagidaki sekil-7’de verilmistir.

Vet Geisleme 1000 sty Tmagean
(CLAHE) el e
Terl Amrma

(CLAHE, dikey
gevime, vaty

Gk
Beyin MF. ganinfileri

¢ Normal

Glioma
Meninsioma
Modifiyeli Pitultary
Alenan
VGELE
Mobil=Natl'3

Sekil-7: Beyin timorii siniflandirmasi igin 6nerilen modeller

AlexNet, VGG ve MobileNet temelli derin 6grenme
modelleriyle gerceklestirilen siniflandirma  iglemlerinde
Tiibitak Truba sisteminden faydalanilmistir. Kullanilan veri
setinde egitim, dogrulama ve test yiizdeleri dncelikle ti¢ farkll
dagilim iizerinde ele alinmistir. Bunlar; dogrulama ve test
ylizdeleri esit olacak sekilde %10, %20 ve %30’dur. Ardindan
veri artirma olmadan analiz igin, 4.dagilim’da yapilmistir. Bu
farkli durumlar i¢in kullanilan tiim yiizdeler ile veri miktar1
dagilimlar: agagidaki tablo-2’de verilmistir.

Tablo-2: Veri seti yiizdeleri ve veri miktar: dagilimi

Dagilimlar | Egitim Dogrulama | Test
1.Dagilim | %80 ;3328 | %10;416 | %10;416
2.Dagilim | %60 ; 2496 | %20 ; 832 | %20 ; 832
3.Dagilim | %40 ; 1664 | %30 ; 1248 | %30 ; 1248
4.Dagilim | %80 ;2528 | %10;316 |%10;316

Beyin timori siniflandirilmas: islemlerinde veri seti
dagilim yiizdeleri degistirilerek, farkli modellerle, CLAHE’de
farkli tile boyutu ve clip limit degerleri icin toplamda
gerceklestirilen ¢ok sayida farkli siniflandirma islemiyle;
siiflandirma i¢in en uygun model, veri seti dagilimi ile
Oniglemin bulunmasi hedeflenmistir. CLAHE igin tile
boyutlarinda (2,2), (4,4), (6,6), (8,8), (10,10), clip limitler igin
ise 1, 2, 3, 4, 5 olmak {izere 5’er farkli deger kullanilmistir.
Sirastyla veri seti, model, dagilim sirasi, tile boyutu ve clip

Modeller | Dagilim Tile Boyutu | Clip Limiti
AlexNet l.dagilim | (10,10) 1
VGG l.dagim | (2,2) 3
MobileNet | 1.dagilim | (8,8) 2

Tablo-3’de verilen model kombinasyonlariyla elde edilen
smiflandirma sonuglari ise, asagidaki tablo-4’de belirtilmistir.

Tablo-4: Siniflandirma sonuglari

Modeller | Hassasiyet | Duyarlilik | F1-skor Dogruluk
AlexNet 0.94 0.94 0.94 %94,471
VGG 0.97 0.97 0.97 %96,875
MobileNet | 0.96 0.96 0.96 %95,673

Tablo-3’de verilen model kombinasyonlariyla elde edilen
confusion matrix, egitim ve dogrulama i¢in her bir epochtaki
kayiplari ifade eden grafikler, ROC egrileri sirastyla asagidaki
sekillerde ifade edilmistir.

Fituitan_tumar

gliema tumar meringisma Eamar ra_tumar pituitany_tumar

Sekil-8: AlexNet i¢in confusion matrix
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Sekil-9: VGG igin confusion matrix
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Sekil-10: MobileNet i¢in confusion matrix
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Sekil-11: AlexNet i¢in egitim dogrulama kayb1
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Sekil-12: VGG i¢in egitim dogrulama kayb1
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Sekil-13: MobileNet i¢in egitim dogrulama kayb1
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Sekil-14: AlexNet i¢cin ROC egrisi
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Sekil-15: VGG i¢in ROC egrisi
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Sekil-16: MobileNet i¢cin ROC egrisi

Yukaridaki sekillerde ve tablo-4’de verilen smiflandirma
sonuglar1 incelendiginde; en iyi fl-skor, hassasiyet ve test
dogruluk degerlerinin VGG modelinden elde edildigi
gozlemlenmektedir.

Tablo-3’de verilen model detaylar1 ile Tablo-4’de verilen
smiflandirma sonuglari; ¢alisma kapsaminda gergeklestirilen
225 adet farkli siniflandirma islemi sonucunda bulunan ve
kullanilan verisetinde hem veri artirma hem de CLAHE’nin
uygulandig1 veriler tizerinde gerceklestirilmistir. Elde edilen
sonuclarin daha detayli analizi i¢in ayrica veri artirma ve
CLAHE islemlerinin diger farkli ii¢ durumu igin 9 farkli
smiflandirma islemi de yapilmistir. Bu durumlar sirasiyla;
1.durum: veri artirma var, clahe yok; 2.durum: veri artirma
yok, clahe var; 3.durum: veri artirma yok, clahe yok
seklindedir. Farkli durumlarda elde edilen smiflandirma
sonuglari asagidaki Tablo-5’de verilmistir.

Tablo-5: Farkli Durumlar i¢in Simiflandirma sonuglart

Fatih Uysal, Metehan Erkan

Tablo-5 incelendiginde farkli durumlar igin en iyi
dogruluk sonucu VGG modelinde 2.durum i¢in elde edildigi
goriilmektedir. Bu durum igin ilgili degerlendirme metrikleri
asagidaki sekillerle eklenmistir.
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Sekil-17: VGG (2.durum) i¢in confusion matrix
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Sekil-18: VGG (2.durum) i¢in egitim dogrulama kayb1

Receiver Operating Characteristic (ROC) Curve for All Classes

Modeller | Hassasiyet | Duyarlilik | F1-skor Dogruluk
AlexNet

(1.durum) |0.93 0.93 0.93 9%93,269
VGG

(1.durum) |0.95 0.95 0.95 %94,712
MobileNet

(1.durum) |0.95 0.95 0.95 %94,712
AlexNet

(2.durum) | 0.96 0.96 0.96 %95,886
VGG

(2.durum) | 0.96 0.96 0.96 %96,203
MobileNet

(2.durum) | 0.96 0.96 0.96 %95,886
AlexNet

(3.durum) | 0.95 0.95 0.95 %94,937
VGG

(3.durum) | 0.95 0.95 0.95 %95,253
MobileNet

(3.durum) | 0.95 0.95 0.95 %94,937
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Sekil-19: VGG (2.durum) i¢in ROC egrisi

Hem veri artirma hem de CLAHE varken elde edilen

sonuglar1 gosteren Tablo-4 ile veri artirma ve CLAHE’deki
farkl1 durumlar i¢in elde edilen sonucglar1 gosteren Tablo-5
incelendiginde; en iyi degerlendirme metrik sonuglarinin yine
Tablo-4 ‘deki VGG modelinde %96,875 dogruluk ve 0.97 f1-
skor olarak elde edildigi goriilmektedir.

5. Sonuclar ve Gelecek Calismalar

Beyin tiimorii manyetik rezonans goriintiilerinin derin

ogrenme smiflandirilmasi: ¢aligmasiyla; en iyi veri seti
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dagilimi, en uygun Onislem ve en optimum derin 6grenme
modelinin belirlenmesi amaglanmistir. Elde edilen sonuglar
incelendiginde veri seti dagilimi degisiminin smiflandirma
sonuglarini 6nemli oranda etkiledigi ve veri setinin miktarinin
hem ag egitimi hem de test sonuglarinda olumlu/olumsuz
etkiler olusturabildigi anlagilmistir. Ayrica gergeklestirilen
¢esitli  Onislemlerinde  smiflandirma  sonuglarima  katki
saglayabildigi goriilmustiir.

Calismanin devaminda literatiirdeki acgik kaynakli diger
beyin tiimorii veri setleri de kullanilarak, daha ¢ok sayida derin
o6grenme temelli modeller kullanilarak beyin tiimorii tespiti
icin hekimlere yardimci otomatik bir sistem gelistirilebilir.
Buna ek olarak; smiflandirma problemlerinin yani sira
anormal (hastalikli, pozitif, tlimdrli) goriintiilerin hekimler
araciligiyla manuel boliitlemesi yaptirilarak, buna yonelik yine
yapay zeka destekli otomatik boliitleme caligmalar
gerceklestirilebilir.

Bilgilendirme; bu arastirmada yer alan tiim niimerik
hesaplamalar TUBITAK ULAKBIM, Yiiksek Basarim ve
Grid Hesaplama Merkezi’nde (TRUBA kaynaklarinda)
gergeklestirilmisgtir.
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