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0z
Behget hastaligi, agiz iilserleri, genital iilserler ve goz
iltihaplar: (liveit) gibi gesitli semptomlarla kendini gosteren,
kronik ve tekrarlayici bir sistemik inflamatuvar hastaliktir.
Ozellikle gozde gelisen iiveit tiirii, retina ve damarlari
etkileyerek kalict gorme kaybina neden olabilmektedir. Bu
nedenle, hastaligin erken teshisi ve dogru tedavi
yvontemlerinin belirlenmesi hayati 6nem tasimaktadir. Ancak,
bu hastaligin tamsinda spesifik bir laboratuvar testinin
olmamasi ve semptomlarmin diger hastaliklarla benzerlik
gostermesi, tani siirecini karmagsik hale getirmektedir. Bu
baglamda, gerceklestirilen bu ¢alismada, iiveit tanist almis
hastalarin Behget iiveiti olup olmadigini belirlemek amaciyla
makine ogrenmesine (MO) dayali bir karar destek sistemi
onerilmistir. Onerilen sistemde bes farkli makine 6grenme
(MO) algoritmasimn suiflandima basarimlart on farkl
ornekleme teknigi kullanilarak kryaslanmistir. Simiflandirma
isleminde egitim ve test asamasinda kullanilacak olan veriler
80:20, 70:30, 60:40 ve 50:50 olmak iizere farkli oranlarda
boliinmiistiir.

Algoritmalarin basarimlarinin

karsilastirlimasinda  veri  setindeki  tiim  ozellikleri
kullanilarak dogruluk, duyarlilik, kesinlik ve F'1 skoru bagart
olciitleri hesaplanmistir. Yapilan analizlerde veri setinin
béliinme orammin  suiflandirma  basarisin  etkiledigi
goriilmiistiir. En yiiksek basarim %87 ile veri setinin 70/30
oraminda béliinmesi durumunda Near Miss az ornekleme
teknigi uygulanan Bagging suiflandirma algoritmast igin
elde edilmistir. Yapilan analizler sonucunda, veri setinin
boliinme orani, kullanilan swmiflandirma algoritmast ve

ornekleme tekniklerinin uygulanmasimin model bagsarimini

onemli olgiide etkiledigi gosterilmistir. Bu ¢alisma, Behget

hastaligmn  iiveit tamsinda MO tabanli yaklasimlarn
etkinligini ve bu tekniklerin  klinik  uygulamalarda
potansiyelini vurgulamaktadir. Gelecekteki ¢calismalar, daha
biiyiik ve cesitli veri setleri tizerinde yapilarak bu bulgularin
genellestirilmesi tizerinde durulmasi planlanmaktadr.
Anahtar Kelimeler: Behget iiveit, karar destek sistemi,
smiflandirma, 6rnekleme teknikleri

Abstract

Behget's disease is a chronic and recurrent systemic
inflammatory disease that manifests itself with various
symptoms such as mouth ulcers, genital ulcers and eye
inflammation (uveitis). Especially the type of uveitis that
develops in the eye can affect the retina and blood vessels and
cause permanent vision loss. Therefore, early diagnosis of the
disease and determination of the correct treatment methods
are of vital importance. However, the lack of a specific
laboratory test for the diagnosis of this disease and the
similarity of its symptoms to other diseases complicate the
diagnostic process. In this context, in this study, a decision
support system based on machine learning (ML) was
proposed to determine whether patients diagnosed with
uveitis have Behget's uveitis. In the proposed system, the
classification performances of five different machine learning
(ML) algorithms were compared using ten different sampling
techniques. The data to be used in the training and testing
stages of the classification process were divided in different
ratios as 80:20, 70:30, 60:40 and 50:50. In the comparison
of the algorithms' performance, accuracy, sensitivity,
precision and F1 score success criteria were calculated using
all the features in the data set. In the analyses, it was seen

that the data set's split ratio affected the classification
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success. The highest success rate was obtained with 87% for
the Bagging classification algorithm, which applied the Near
Miss undersampling technique when the data set was split
70/30. As a result of the analyses, it was shown that the data
set's split ratio, the classification algorithm used and the
application of sampling techniques significantly affected the
model performance. This study emphasizes the effectiveness
of ME-based approaches in the diagnosis of uveitis in
Behget's disease and the potential of these techniques in
clinical applications. Future studies are planned to be
conducted on larger and more diverse data sets and to focus
on the generalization of these findings.

Behget's  uveitis,

Keywords: decision support system,

classification, sampling techniques.

1. Giris

Behget hastaligi (BH) ilk olarak 1937 yilinda Prof. Dr.
Hulusi Behget tarafindan tanimlanmistir [1]. Bu hastalik, cilt,
g0z, eklemler, mide-barsak sistemi ve santral sinir sistemi
gibi birgok sistemi etkileyen, ataklarla seyreden kronik bir
vaskiilit olarak bilinmektedir [2]. Behget hastaliginin nedeni
heniiz tam olarak bilinmemekle birlikte, genetik faktorler,
cevresel etkenler ve bagisiklik sistemi bozukluklarinin
hastaligin gelisimine katki sagladigi diistiniilmektedir [3].
Behget hastaligmin teshisi genellikle fiziksel bulgulara
dayanmaktadir. Agiz tlserleri, genital ilserler ve liveitler en
belirgin fiziksel bulgular arasinda yer almaktadir [4],[5]. BH,
diinya genelinde her irkta goriilebilen bir hastalik olmasina
ragmen, Akdeniz iilkeleri, Orta Asya ve Uzak Dogu
iilkelerinde daha sik goriilmektedir [6],[7]. Tiirkiye, Behget
hastaligmin en yiiksek insidansa sahip oldugu iilkelerden
biridir [8].

Ote yandan, géz tutulumu da hastaligin onemli bir
belirtisi olup, hastalarin 6nemli bir yiizdesinde goriilmektedir.
Hatta bazen, hastaligin ilk belirtisi olarak da ortaya
¢ikabilmektedir [9],[10].

Uveit, gbziin i¢ tabakalarindaki (uvea) iltihaplanma
olarak tanimlanmakta ve tedavi edilmedigi taktirde bu
iltihaplanma gérme kayiplarina neden olabilmektedir.
Uveitin belirgin semptomlar1 arasinda goz agrisi, kizariklik,
bulanik gérme, 1518a hassasiyet, goz yangisi ve sulanmasi ile
g0z ici lezyonlar yer almaktadir [11]. Uveit, etkiledigi goz
bolgesine ve iltihaplanmanin siddetine gore farkli
semptomlarla farkl: tiirlerde (6n tiveit, arka tiveit, diffiiz tiveit

ve paniiveit gibi) ortaya ¢ikmakta ve bu tiirler farkli tedavi

gereksinimleri  gerektirmektedir. Behcet hastaligi ile
iligkilendirilen iiveit genellikle posterior iiveit seklindedir.
Tek tarafli baglasa da, genellikle her iki gozi de etkileyen,
nongraniilomatdz karakterde tekrarlayan ataklarla seyreden
bir yap1 sergilemektedirler [12]. Uveitin etyolojisi cografi
bolgelere ve popiilasyonlara gore degisiklik
gosterebilmektedir. Bu nedenle her vaka i¢in 6zel nedenlerin
belirlenmesi ve uygun, etkili tedavi stratejilerinin
gelistirilmesi gerekmektedir. Uveit tedavisinde basar1 elde
etmek icin kapsamli bir hasta Gykiistiniin alinmasi ve 6zel
tanisal ¢alismalarin yapilmasi bilyiik nem tasimaktadir.

Ote yandan son dénemde tibbi teknoloji alaninda yasanan
gelismeler karmasik hastaliklarin tani ve tedavi siireglerine
énemli katkilar saglamaktadir. Ozellikle veri analizi ve
makine ogrenmesi (MO) algoritmalarmin tip alaninda
kullanilmasi, hastalik siniflandirmasi ve tedavi planlamasi
gibi konularda yeni yaklasimlarin gelistirilmesine 6nemli bir
rol oynamaktadir.

Behget hastaligi ile iliskili tiveitin tanist igin gesitli
kriterler bulunmasina ragmen, bu kriterlerin  yerel
epidemiyolojik kosullara gore biyiik 6l¢iide degiskenlik
gosterdigi bilinmektedir. Bu nedenle, bireysel hastalarda
hastalik olasiligit degerlendiren araglara duyulan ihtiyag
devam etmektedir. Mevcut yontemde hastalifin 6zgiin bir
tanisal testi olmadigindan uzman hekimler gesitli klinik
bulgular1  bir araya getirerek hastaligmn  tanisim
koymaktadirlar. Sistemik bircok hastalikta veya goziin
kendisi ile ilgili pek ¢ok durumda, iiveit belirtileri
goriilmektedir. Uzman g6z hekimi tarafindan bulgularin
dogru degerlendirilmesi biiyiik énem tasir. Ulkemizde her
merkezde tiveit poliklinigi bulunmamakta ve iiveit konusunda
hekim sinirlt  olmaktadir. Bu

uzmanlagmig sayi1st

¢alismamizda makine Ogrenmesi yontemlerinden
yararlanilarak karar destek sistem tasarimi ile periferde
calisan ve kisitl imkanlarla tan1 koymaya calisan goz
doktorlarmin hastalik tanisina destek saglamak ve minimum
zaman ve ¢abayla dogru taniya ulagmalarina yardime1 olmak
amaglanmustir. Bu baglamda, gergeklestirilen bu caligmada
tilkemizde yiiksek insidansa sahip BH bagli iiveit teshisine
yonelik makine 6grenmesi (MO) temelli bir karar destek
sistemi  Onerilmistir.  Onerilen sistemde farkli MO
algoritmalarinin  basarimlart farkli 6rnekleme teknikleri

kullanilarak irdelenmistir.
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2. Materyal-Metot

Bu bsliimde, BH bagl iiveit teshisine yonelik énerilen MO
temelli karar destek sisteminde kullanilan veri seti, 6zellik
cikarimi, yeniden 6rnekleme teknikleri ile kullamlan MO
algoritmalar agiklanmistir. Onerilen karar destek sisteminin

blok diyagrami Sekil 1°de verilmistir.
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Sekil 1. Onerilen sistemin blok diyagrami

Tablo 1. Behget hastaligi ile iliskili Giveit veri seti 6zellikleri

2.1. Veri Seti

Bu calismada, Aralik 2023 ile Mart 2024 tarihleri
arasinda Sivas Cumhuriyet Universitesi Hastanesi Goz
Anabilim Dali’na basvuran ve yaglart 15 ila 80 arasinda
degisen 100 bireye (katilimciya) ait veriler kullanilmigtir.

Tlgili veri seti, hastalarin uzman hekimler tarafindan
gerceklestirilen  oftalmolojik muayene sonuglari, takip
sirasinda gekilen floresan anjiyografik (FA) bulgulart ve hasta
bilgilerinden olusturulmustur. Caligma, Sivas Cumhuriyet
Universitesi Tip Fakiiltesi Etik Kurulu onay1yla baslatilmis
olup, veri seti Uluslararasi Behget Hastaligi Calisma Grubu
(SUN)’nun yonergeleri ile 6l¢iim yapilan poliklinik kosullar1
gbz Onlinde bulundurularak diizenlenmigtir. Buna gore
diizenlenen veri seti 13 6zellik igermektedir (Tablo 1). Veri
setindeki klinik veriler, tiveiti smiflandirmak igin yaygin
olarak kullanilan kriterlere gore toplanmustir. Inflamasyonun
yeri, seyri, lateralitesi, keratik presite sekli, yas, cinsiyet, on
kamaradaki hiicre ve iris degerlendirmeleri ile intraokiiler
basing ve retina muayeneleri gibi belirtiler kaydedilmistir.
Tiim klinik veriler anamnez ve fizik muayene sirasinda elde
edilmistir. Inflamasyonun primer yeri, siddeti ve seyri [IUSG
tarafindan belirlenen kriterlerine gore tanimlanmistir. Bu
baglamda, ilgili veri seti 50'si BH bagl {iveit tanili
katilimeiyi, 50'si ise farkli hastalik belirtilerine sahip tiveit

hastasini icermektedir.

Nitelik Nitelik Ad1

Deger Aralig1 Veri Tiirii

1 Cinsiyet

Kadmn/Erkek Nominal

2 Yag/Tan1 konulma yast

15-80 Numerik

3 Uveit Seyri

Akut monofazik
Akut tekrarlayan
Kronik

Nominal

Belirsiz

4 Laterality

Tek tarafl
Tek tarafli/degisken
Cift tarafli

Nominal

5 Keratik Presipite

Yok Nominal
Iyi/ince
Yuvarlak

Diger
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6 On Kamarada Hiicre

0 Nominal
172 +
1+
2+
3+

4+

7 Hipopyon

Var/Yok Nominal

8 Iris

Normal Nominal
Arka sinesi
Sektorel iris atrofisi
Diizensiz iris atrofi
Yaygin Iris atrofisi

Heterokromi

9 IOP, (Intra Okiiler Basing)-Glokom

Var/Yok Nominal

10 Vitreusta inflamatuar hiicre,

Var/Yok Nominal

11 Retinal Vaskiiler Hastalik, Tikayic1 Vaskiilit Veya Sizint1 %

Var/Yok Nominal

12 Retinada Fokal Beyaz Infiltratlar %

Var/Yok Nominal

13 Anatomik Uveit Smift %

Sadece on kisim Nominal
On ve orta kisim
Sadece arka

Paniiveitis

2.2 Yeniden Ornekleme Teknikleri

Yeniden 6rnekleme teknikleri, veri bilimi ve MO alaninda
yaygin olarak kullanilan ve veri setlerinin dengesiz
dagilimindan kaynaklanan problemleri gidermede kritik bir
rol oynayan 6nemli bir veri isleme yontemidir. Ozellikle smif
dengesizligi olan problemlerde performanst artirmak ve
modelin genelleme yetenegini iyilestirmek i¢in kullanilan bu
teknikler, mevcut veri setinin dengesizligi veya Ornek
sayisinin  yetersizligi gibi sorunlari ele almaktadir. Veri

setindeki

farkliliklar:

smif dengesizligini veya Ornek sayisindaki

diizenleyerek, analizlerin ve modelleme
slireclerinin daha giivenilir sonuglar vermesini saglayan
yeniden Ornekleme teknikleri genellikle asir1 Srnekleme
(oversampling) ve azaltilmig Ornekleme (undersampling)
olmak izere iki

ana kategoriye ayrilmaktadir. Asiri

ornekleme yontemleri, azinhk smifindaki  &rnekleri

cogaltarak veri setindeki sinif dengesizligini gidermeyi
amaglarken, azaltilmig 6rnekleme yontemleri ise ¢ogunluk
siifindaki Ornekleri azaltarak ya da azinlik simifindan
ornekleri kaldirarak veri setini dengelemeye calismaktadir
[13]-[14]. Bu teknikler, veri setinin dogrulugunu artirirken
zamanda modelin  genelleme

ayni yetenegini  de

iyilestirebilmektedir. Bu baglamda gergeklestirilen ¢alismada

10 farkli yeniden &rnekleme teknigi kullanilarak 5 farkli MO
algoritmasinin bagarimlart incelenmistir.

2.3 MO Algoritmalart

Siniflandirma problemlerindeki temel hedef, veri setindeki
ozelliklerin ve iliskilerin analiz edilmesi yoluyla yeni veri
noktalarinin dogru smifa atamaktir. Bu siiregte, veri setinin
ozelliklerine ve problemin gereksinimlerine gore farkli
siniflandirma algoritmalart secilmektedir. Algoritmalarin
secimi, modelin performansini etkileyen kritik bir faktor
olup, dogrulugu degerlendirmek i¢in uygun metriklerin
kullanilmas1  6nem arz etmektedir. Bu baglamda
gerceklestirilen ¢alismada rasgele orman (RO), adaptif
arttirma (AdaBoost, Adaptive Boosting), gradyan arttirma
(Gradient Boosting, GB), asir1 gradyan arttirma (Extreme
Gradient Boosting, XGBoost) ve Bagging algoritmalarinin
BH bagl iveitin smiflandirilmasindaki performanslari
irdelenmistir. Algoritmalarin temel 6zelliklerine ve ¢aligma

prensiplerine Tablo 2’de yer verilmistir.
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Tablo 2. MO Algoritmalari

Algoritmalar

Temel Prensipleri

RO

RO birden fazla karar agacinin olusturdugu topluluk modelidir. Bu algoritma, rastgele segilen drnekler
ve Ozelliklerle egitilen birgok KA kullanarak siniflandirma yapmaktadir. Bu algoritmanin avantajlari
arasinda genellikle daha yiiksek dogruluk saglamasi ve asir1 uyum riskini azaltmasi bulunmaktadir.
Ancak, egitim siiresi ve hesaplama maliyeti daha yiiksektir ve yorumlamasi: daha zordur. Bu nedenle,
karmasik veri kiimelerinde daha yiiksek dogruluk gerektiren uygulamalarda ve asir1 uyumun

azaltilmas1 gereken durumlarda tercih edilmektedir [15]-[16].

AdaBoost

Adaboost algoritmasi, zayif 6grenicileri bir araya getirerek giiglii bir siniflandirict olusturan bir
topluluk 6grenme algoritmasidir. Her Ogreniciyi hatalarina gore agirliklandirarak egitmekte ve
sonuglar1 birlestirerek nihai tahmini yapmaktadir. Bu algoritmanin avantajlar1 arasinda yiiksek
dogruluk, genellikle asir1 uyum riskini azaltmasi ve

cesitli veri setleri lizerinde etkili performans gostermesi yer almaktadir. Ancak, veri setindeki

giiriiltiiye ve aykir1 degerlere hassasiyeti bulunmaktadir [17].

GB

GB, tahmin hatalarin1 minimize etmek i¢in ardisik olarak zayif 6greniciler (genellikle karar agaglar)
insa eden bir MO algoritmasidir. Her bir agac, nceki agaclarin hatalarii diizeltmeyi amaglamakta ve
bu siire¢ modelin dogrulugunu artirirken overfitting riskini de azaltmaktadir. Her iterasyonda modelin
hatalarin1 minimize etmek i¢in gradyan inisi kullanmasi, GB'yi esnek ve giiglii bir yontem haline

getirmektedir [18].

XGBoost

GB'nin daha gelismis bir versiyonudur ve performans, hiz ve modelin genelleme yetenegi acisindan
iyilestirmeler sunmaktadir. Paralel islemeyle hesaplama verimliligini artiran bu algoritma, eksik

verilerle basa ¢ikabilme ve 6zel optimize edilmis 6grenme hiz1 gibi ek 6zelliklere sahiptir [19].

Bagging
(Torbalama)

Bagging, birden fazla modelin tahminlerini birlestirerek genel dogrulugu artiran bir topluluk
algoritmasidir. Algoritma, veri setinin alt kiimelerini olusturmak igin bootstrap yontemini
kullanmaktadir. Her alt kiime {izerinde ayr1 bir model egitilmekte ve bu modellerin tahminleri
birlestirilerek ortalamasi alinmakta veya en ¢ok oy alan sinif secilmektedir. Bu siireg, overfitting riskini

azaltmakta ve genel olarak modelin dogrulugunu artirmaktadir [20].

2.4 Basar: Ol¢iitleri

Basar1 olgiitleri, bir sistemin performansint degerlendirmek
i¢in kullanilan kritik metriklerdir. MO ve benzeri alanlarda,
basar1 Olgiitleri genellikle modelin dogrulugu, hassasiyeti,
hatirlama (recall), F1 skoru gibi performans metriklerini
icermektedir. Bu 6lgiitler, bir modelin performansini nesnel

Tablo 3. Basari 6lgiitleri ve tanimlamalart.

olarak degerlendirmek ve problem baglamina gore uygun
metrikleri segmek i¢in kullanilmaktadir [21].Gergeklestirilen
calisma kapsaminda kullanilan o&lgilitler tanimlart  ve
formiilleri Tablo 3'te sunulmustur. Burada DP, DN, YP ve
YN sirastyla gercek pozitif, yanlis negatif, yanlis pozitif ve

gercek negatif 6rnekleri temsil etmektedir.

Metrik Ad1 Formiilii Tanimi
- DP + DN Tim dogru smiflandirilan Srneklerin toplam 6rnek sayisina
Dogruluk - .
DP + DN +YP + YN oranini ifade etmektedir.
Duyarlilik Gergek p.ozmﬂerm tim pozitif 6rnekler icindeki oranini ifade
YN + DP etmektedir.
DP Gergek pozitiflerin tiim pozitif 6rnekler icindeki oranini ifade
Kesinlik _— etmektedir.
YP + DP
F-Skor 2 x kesinlik x duyarlilik Kesinlik ve duyarlilik degerlerinin harmonik ortalamasi olup,

kesinlik + duyarlilik

ikisi arasindaki dengeyi gostermektedir.
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3. Deneysel Sonuglar
Gergeklestirilen ¢aligmada, BH bagh tiveit hastaliginin
simflandirilmasinda MO  algoritmalarmin  basarimlari
farkli 6rnekleme teknikleri kullanilarak analiz edilmistir.
Bu amag¢ dogrultusunda, Sivas Cumhuriyet Universitesi
GOz Anabilim Dali'na bagvuran ve yaslart 15 ila 80
arasinda degisen 100 bireye ait veriler kullanilmistir. Veri
seti, egitim ve test verisi olarak rasgele farkli oranlarda

(80:20, 70:30, 60:40 ve 50:50) bolinmiistiir. Daha sonra

her bir durum icin &rnekleme tekniklerine gore MO

algoritmalarinin ~ performanslart  dogruluk — metrigi
acisindan karsilagtirilmistir. Bunun yani sira en yiiksek
basarimin elde edildigi MO algoritmalari igin F-skor,
duyarlilik ve kesinlik metrikleri de analiz edilmistir. Buna
gore Tablo 4’de 80:20 egitim ve test olarak ayristirilan veri
setine farkli Ornekleme tekniklerinin uygulanmast
durumunda siniflandirma algoritmalari icin elde edilen

dogruluk degerleri verilmistir.

Tablo 4. 80:20 Oraninda Béliinen Veri Seti igin Ornekleme Teknigine Gore MO Algoritmalarmin Dogruluk Oranlari

Ornekleme Kullanilan Teknik Bagging Adaboost GB XGBoost RO
Orneklemesiz - 0,70 0,80 0,70 0,80 0,80
SMOTE 0,70 0,80 0,70 0,75 0,80
RandomOverSampler 0,70 0,65 0,75 0,70 0,75
Fazla Ornekleme Bonderlinesmote 0,75 0,80 0,75 0,75 0,75
SVMSMOTE 0,70 0,75 0,75 0,75 0,75
AIIKNN 0,65 0,60 0,65 0,70 0,70
Az Ornekleme InstanceHardnessThreshold 0,70 0,70 0,70 0,75 0,75
NearMiss 0,65 0,70 0,65 0,65 0,75
NeighbourhoodCleaningRule 0,60 0,70 0,65 0,70 0,75
OneSidedSelection 0,80 0,75 0,65 0,65 0,75
RandomUnderSampler 0,65 0,85 0,70 0,85 0,80

Tablo 4'te sunulan sonuglara gore, veri seti %80 egitim ve
%20 test olarak boliindiigiinde elde edilen dogruluk degerleri,
kullanilan 6rnekleme tekniklerine ve MO algoritmalarima
bagl olarak 6nemli farkliliklar gostermektedir. Ornekleme
yapilmamus (orijinal) veri setinde en yiiksek performansi %80
dogruluk oraniyla Adaboost, XGBoost ve RO algoritmalari
sergilemistir. Fazla Ornekleme tekniklerinden SMOTE
uygulanan veri seti i¢in en yliksek smiflandirma basarimi
(%80) Adaboost ve RO algoritmalarinda elde edilirken,
Bonderlinesmote uygulanan Adaboost algoritmasi da benzer
bir performans sergilemistir. RandomOverSampler kullanan
GB ve RO algoritmalar1 i¢in dogruluk oranlar1 %75 olarak
hesaplanirken, SVMSMOTE kullanilmast durumunda ise
Bagging algoritmasi disindaki diger algoritmalar i¢in ayni

basar1 orani elde edilmistir. Az Ornekleme tekniklerinin

uygulanmasi durumunda en yiiksek dogruluk degeri %85 ile
RandomUnderSampler kullanan Adaboost ve XGBoost
elde AIIKNN  ve
InstanceHardnessThreshold tekniklerinde XGBoost ve RO

algoritmalart  igin edilmistir.
algoritmalarinda en yiliksek dogruluk oranlari elde edilmistir.

Bu oranlar AIIKNN teknigi i¢in %70 iken
InstanceHardnessThreshold teknigi i¢in %75 dir. NearMiss
ve NeighbourhoodCleaningRule teknikleri igin en yiiksek
dogruluk degeri %75 ile RO algoritmasindan elde edilmistir.
OneSidedSelection tekniginde ise Bagging algoritmasinda
%380 oraninda en yiiksek dogruluk degerine ulasilmistir.

Tablo 5’de veri setinin 70:30 oraninda egitim ve test igin
ayristirllmast  durumunda, farkli  6rnekleme teknikleri
uygulanan siniflandirma algoritmalar1 i¢in dogruluk oranlart

gosterilmistir.

Tablo 5. 70:30 Oraninda Béliinen Veri Seti igin Ornekleme Teknigine Gore MO Algoritmalarinin Dogruluk Oranlart

Ornekleme Kullanilan Teknik Bagging Adaboost GB XGBoost RO
Orneklemesiz - 0,70 0,77 0,63 0,80 0,77
Fazla Ornekleme SMOTE 0,67 0,77 0,63 0,80 0,80

RandomOverSampler 0,67 0,77 0,67 0,83 0,77
Bonderlinesmote 0,67 0,77 0,63 0,80 0,77
SVMSMOTE 0,70 0,80 0,67 0,80 0,80
AIIKNN 0,70 0,73 0,70 0,73 0,73
Az Ornekleme InstanceHardnessThreshold 0,70 0,77 0,67 0,80 0,80
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NearMiss
NeighbourhoodCleaningRule
OneSidedSelection
RandomUnderSampler

0,87 0,83 0,70 0,63 0,77
0,60 0,73 0,70 0,67 0,77
0,70 0,70 0,70 0,70 0,77
0,73 0,70 0,63 0,83 0,80

Tablo 5'te sunulan sonuglara gore, 70:30 oraninda ayrilan veri
setinde ornekleme yapilmadiginda XGBoost algoritmasi ile
%80 dogruluk oranina ulagilmistir. Ayni basart diizeyi,
SMOTE kullanildiginda XGBoost ve RO, Bonderlinesmote
kullanildiginda XGBoost, SVMSMOTE kullanildiginda
Adaboost, XGBoost ve RO, InstanceHardnessThreshold
kullanildiginda ise XGBoost ve RO algoritmalarinda elde
edilmistir. RandomOverSampler  teknigi ~ XGboost
algortimasinda kullanilmast durumunda ise en yiiksek
dogruluk oran1 %83 olarak hesaplanmistir. AIIKNN az
ornekleme teknigi uygulanan veri setinde en yiiksek dogruluk
degeri (%73) Adaboost, XGBoost ve RO algoritmalari i¢in

elde edilmistir. NeighbourhoodCleaningRule ve

OneSidedSelection teknikleri uygulanmasi durumlarinda RO
algoritmasi i¢in %77 olarak elde edilen en yiiksek dogruluk
degeri, RandomUnderSample  teknigi  uygulanmasi
durumunda XGBoost algoritmasiyla %83’e ¢ikmustir. Near
Miss az Ornekleme teknigi uygulandiginda Bagging
algoritmasi igin %87 ile en yiiksek dogruluk orani elde
edilmistir, bu sonug tiim algoritmalar ve 6rnekleme teknikleri
arasinda one ¢ikmaktadir.

Tablo 6'da, veri setinin egitim ve test i¢in 70:30 oraninda
aynistirilldigit  durumda, ¢esitli  Ornekleme teknikleriyle
uygulanan smiflandirma algoritmalarinin dogruluk oranlar

sunulmustur.

Tablo 6. 60:40 Oraninda Béliinen Veri Seti icin Ornekleme Teknigine Gore MO Algoritmalarinin Dogruluk Oranlart

Ornekleme Kullanilan Teknik Bagging Adaboost GB XGBoost RO
Orneklemesiz - 0,68 0,58 0,60 0,65 0,68
Fazla Ornekleme SMOTE 0,70 0,58 0,55 0,65 0,65

RandomOverSampler 0,60 0,58 0,58 0,63 0,63

Bonderlinesmote 0,60 0,60 0,65 0,63 0,78

SVMSMOTE 0,63 0,60 0,60 0,70 0,68

AIIKNN 0,65 0,55 0,58 0,60 0,70

InstanceHardnessThreshold 0,75 0,58 0,63 0,63 0,73

Az Ornekleme NearMiss 0,73 0,55 0,58 0,70 0,70

NeighbourhoodCleaningRule 0,58 0,55 0,55 0,63 0,68

OneSidedSelection 0,70 0,50 0,43 0,55 0,80

RandomUnderSampler 0,70 0,58 0,63 0,65 0,70
Tablo 6°da yer alan sonuglara gore veri setinin 60:40 oraninda  algoritmasiyla %78’e yiikselmistir.
ayristirildiginda 6rnekleme tekniginin kullanilmadigi i¢in en  InstanceHardnessThreshold ve NearMiss tekniklerinde

yiksek dogruluk oram1 %80 ile Bagging ve RO
edilmistir. ~SMOTE  teknigi
Bagging, SVMSMOTE teknigi
kullanildiginda XGBoost algoritmasinda, AIIKNN teknigi

algoritmalarindan  elde

kullanildiginda

kullanildiginda RO algoritmasinda ve RandomUnderSampler
teknigi kullanildiginda ise Bagging ve RO algoritmalarinda
en yiksek dogruluk oran1 %70 olarak hesaplanmustir.
RandomOver Sampler tekniginde XGBoost ve RO
algoritmalariyla %63 olarak en yiiksek dogruluk orami elde

edilirken, Bonderlinesmote tekniginde bu oran RO

Bagging algoritmasiyla en yiiksek dogruluk oranlari sirastyla

%75 ve

olarak

elde

NeighbourhoodCleaningRule ve

edilmistir.

OneSidedSelection

Son

olarak

teknikleri kullanilmast durumunda bu oran RO algoritmasryla

sirastyla %68 ve %80 olarak hesaplanmigtir.

Tablo 7’de veri setinin 50:50 oraninda egitim ve test i¢in

ayristirilmast durumunda, c¢esitli drnekleme teknikleri ve

smiflandirma  algoritmalart

almaktadir.

icin dogruluk oranlar1

yer
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Tablo 7. 50:50 Oraninda Béliinen Veri Seti igin Ornekleme Teknigine Gore MO Algoritmalarinin Dogruluk Oranlari

Ornekleme Kullanilan Teknik Bagging Adaboost GB XGBoost RO
Ornekl i -

me “emes1z 0,58 0,58 0,48 0,58 0,68
Fazla Ornekleme SMOTE 0.70 0.56 0.56 0.60 0.70
RandomOverSampler 0.70 0.58 0.54 0.62 0.68
Bonderlinesmote 0,62 0,62 0,60 0,62 0,68
) SVMSMOTE 0,70 0,50 0,52 0,64 0,64
Az Ornekleme AIIKNN 0.68 0.58 0.66 0,72 0,64
InstanceHardnessThreshold 0.70 0,68 0,58 0,70 0,76
NearMiss 0,72 0,52 0,68 0,60 0,70
NeighbourhoodCleaningRule 0,62 0,58 0,48 0,60 0,70
OneSidedSelection 0,64 0,60 0,54 0,60 0,76
RandomUnderSampler 0,72 0,44 0,60 0,66 0,70

Tablo 7°deki sonuglar goz Oniine alindiginda veri setinin
50:50 oraninda test ve egitim igin boliinmesi halinde
orneklemenin olmadigt ve Bonderlinesmote tekniginin
uygulanmasi durumlarinda RO algoritmasiyla %68 ile en
yiikksek dogruluk orani elde edilmistir. SMOTE teknigi
kullanilmas: durumunda Bagging ve RO algoritmalarinda,
RandomOverSampler  ve SVMSMOTE  teknikleri

kullanilmas1  durumunda algoritmasinda  ve

Bagging
NeighbourhoodCleaningRule teknigi kullanilmasi
durumunda RO algoritmasindan en yiiksek dogruluk orani
%70 olarak hesaplanmistir. AIIKNN tekniginde XGBoost ve
NearMiss ile RandomUnderSampler tekniklerinde Bagging
algoritmasi kullanilarak %72 ile en yiiksek dogruluk oranina
ulasilmistir. InstanceHardnessThreshold ve
OneSidedSelection tekniklerinde RO algoritmasiyla %76 ile
en yliksek dogruluk elde edilmistir.

Elde edilen tiim sonuglar degerlendirildiginde veri setinin
80:20 oraninda ayristirilmasi durumunda en yiiksek dogruluk
(%85) az

RandomUnderSampler teknigi ile Adaboost ve XGboost

oranina ornekleme yontemlerinden

algoritmalarinda ulagilmistir. Diger teknikler genellikle daha
diisiik dogruluk oranlari sergilemistir. Egitim ve test i¢in
ayristirma oraninmn  70:30 olmast durumunda NearMiss
tekniginin kullanildigi Bagging algoritmasiyla en yiiksek
dogruluk degeri (%87) elde edilmistir.
NeighbourhoodCleaningRule teknigiyle Bagging algoritmasi
kullanilarak elde edilen dogruluk oran1 (%60), en diisiik deger
setinin ~ 60:40

olarak kaydedilmistir.  Veri oraninda

ayristirtlmast  durumunda  Bonderlinesmote  tekniginin
kullanildig1 RO algoritmasiyla en yiiksek dogruluk degeri
(%78) elde edilmistir. Bunun yani sira OneSidedSelection
teknigiyle GB algoritmasi kullanilarak en diisiik dogruluk
orant (%43) hesaplanmustir. Son olarak 50:50 oran1 g6z 6niine
aliarak ayristirilan veri seti i¢in ise en yiiksek dogruluk orani
(%76) InstanceHardnessThreshold veya OneSidedSelection
tekniginin kullanildigi RO algoritmasiyla elde edilirken, en
(%44) RandomUnderSampler

disik  dogruluk oram

tekniginin  kullanildigi Adaboost algoritmasindan elde
edilmistir. En yiiksek dogruluk degerleri veren modeller igin

F-skor, duyarlilik ve kesinlik metrikleri Sekil 2°de verilmistir.
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Sekil 2. Farki veri seti boliime oranlari igin en yiiksek basarim sergileyen algoritmalara ait F-skor, duyarlilik ve kesinlik

metrikler]

Sekil 2’de goriildiigii tizere veri setinin 80:20 oraninda
bolinmesi durumunda RandomUnderSampler tekniginin
Adaboost ve XGboost algoritmalarinda kullanilmasi
durumundan olusturulan modelin F-skor degeri %87,
duyarlilik degeri %91 ve kesinlik degeri ise %83 olarak
belirlenmistir. Veri setinin 70:30 olacak sekilde ayristirilmast
durumunda Near miss tekniginin uygulandigi Bagging
algoritmas: icin F-skor, duyarlilik ve kesinlik degerleri

%88’dir. Yani sira veri setinin 60:40 oraninda ayristirilmasi

Tartisma

Behget hastaligi, ¢esitli semptomlarla kendini gésteren kronik
ve tekrarlayici bir sistemik inflamatuvar hastaliktir. Behget
hastaligima bagli gelisen {iveit tiirli, retina ve damarlari
etkileyerek kalict gérme kaybia yol agabilir, bu nedenle
erken teshis ve dogru tedavi yontemleri biiylik Onem
tagimaktadir. Tani siireci, spesifik bir laboratuvar testinin
olmamast ve semptomlarin diger hastaliklarla benzerlik
gostermesi sebebiyle karmasik bir siirectir.

Ulkemizde prevelansi oldukca yaygin olan Behget hastalig:
ile iliskili tiveitin tan1 ve tedavisine yonelik literatiirdeki

caligmalar incelendiginde, MO temelli caligmalarin sayismin

halinde BonderlineSMOTE teknigi ve RO algoritmasiyla
olusturulan modelin F-skor, duyarlilik ve kesinlik degerleri
sirastyla %78,%89 ve %70’dir. Son olarak veri setinin 50:50
oraninda  olacak  sekilde  bolinmesi  durumunda
InstanceHardnessThreshold teknigi ve RO algoritmast igin F-
skor, duyarlilik ve kesinlik degerleri sirasiyla %79, %82 ve
%77 iken OneSidedSelection teknigi ve RO algoritmasi igin

bu degerler %78, %88 ve %70 dir.

oldukga sinirli oldugu goriilmektedir.[13]-[14]. Uluslararas:
Behget Hastaligt Calisma Grubu (SUN) (2021) Behget
hastaligr ile ilintili Giveitinin smiflandirma kriterlerini tespit
etmek amactyla MO tekniklerinden yararlanmislardir
Calisma, Behget hastaligi ve 5 farkli paniiveit vakasini iceren
bir veri seti iizerinde MO yontemlerini kullanarak
gerceklestirilmistir. Veri seti egitim seti ve dogrulama seti
olarak ikiye ayrilmistir. [22]. Veri setinde ¢ok terimli lojistik
regresyon algoritmast kullanilarak, yanlis smiflandirma
oranint en aza indirecek 6znel bir kriter seti belirlenmistir.

Elde edilen kriterler dogrulama setinde degerlendirilmistir.
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Paniiveitler i¢in genel dogruluk egitim setinde %96,3,
dogrulama setinde %94,0 olarak hesaplanmustir. Yanlis
siniflandirma oranlart ise sirastyla egitim setinde %0,6 ve
dogrulama setinde %0 olarak belirlenmistir.

Bir baska c¢aligmada Behget hastaligi (BH) bagl iveit
tanisinda g6z bulgularina dayalr bir algoritma gelistirmistir.
Calismada ilk olarak, {iveit uzmanlari arasinda yapilan bir 6n
anketin ardindan, BH bagl tiveit rahatsizlig1 olan 211 hasta
ve digeveitleri olan 207 hasta {izerinden ¢ok merkezli
retrospektif veriler toplanarak, yiiksek tanisal oran (DOR)
degerine sahip 10 goz bulgusu belirlenmistir. Daha sonra,
yinelemeli bdliimleme analizine dayanan simniflandirma ve
regresyon agact analizlerini kullanarak, klinik uygunluk
acisindan yeniden degerlendirilen yiiksek puanli bir agacla
ileriye dontik verilere uygulanabilen uzman goriisiine dayali
bir algoritma gelistirmislerdir. Algoritmanin basarimi ROC
egrisi  altinda kalan alan (AUC) degerine gore
degerlendirilmistir. Gelistirilen algoritmada klinik 6neme
yonelik olarak yapilan degisikliklerin yiiksek basarimlar
verdigi tespit edilmistir [23].

Bu ¢alismada, Behget hastaligi tanis1 almig tiveit hastalarinin
icin MO
destek

Behget iiveiti olup olmadigini belirlemek

algoritmalar1  kullanilarak  bir  karar sistemi
Onerilmistir. Bes farkli makine 6grenmesi algoritmasi ve on
farkli  Ornekleme teknigi kullanilarak  siniflandirma
basarimlart  karsilagtirilmistir.  Yapilan analizlerde, veri
setinin bolinme oraninmn (6rnegin, 80:20, 70:30 gibi)
siniflandirma  basarisini  6nemli

dlgiide  etkiledigi

gozlemlenmistir. En yiiksek basar1, %87 ile veri setinin 70/30
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